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Conventions et abréviations

Variables, paramètres et données

x Vecteur des variables liées à la source
x1 Longitude de la source
x2 Latitude de la source
q Vecteur représentant le terme source (évolution temporelle du rejet)

continu ; vecteur des débits de rejets
Nimp Nombre d’impulsions, nombre de débits de rejets, ou taille du vecteur

q
R Matrice de covariance d’erreur d’observation
r Terme diagonal (principal) de R
B Matrice de covariance d’erreur du prior sur le vecteur des débits de

rejets ; matrice de covariance d’erreur d’ébauche
b Terme diagonal (principal) de B
y Vecteur d’observations
Nobs Nombre d’observations, ou taille du vecteur d’observations
Nsta Nombre de stations où les observations sont définies
H Opérateur d’observation
Hx1,x2 Opérateur d’observation pour une source de coordonnées (x1, x2)
Ne Taille de l’ensemble amélioré d’opérateurs d’observation
yS Vecteur de prédictions correspondant aux observations
Nimp,m Nombre d’impulsions minimales
Nb,max Nombre maximum de frontières intérieures
Λ Partition de frontières

Conventions stylistiques
Objet Style Exemple

Scalaire italique u

Vecteur caractères gras, minuscules x
Matrice caractères gras, majuscules H
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Conventions et abréviations

Acronymes

CLA Couche Limite Atmosphérique
QI Quantification d’Incertitudes
ETS Estimation du Terme Source
MAP Maximum A Posteriori
pdf Probability Density Function
MCMC Méthodes de Monte Carlo par Chaînes de Markov
MH Metropolis-Hastings
PT Parallel Tempering
BIC Bayesian Information Criterion
AIC Akaike Information Criterion
TRRA Total Retrieved Released Activity
106Ru Ruthénium 106
137Cs Césium 137
IRSN Institut de Radioprotection et de Sûreté Nucléaire
CEREA Centre d’Enseignement et de Recherche en Environnement Atmosphé-

rique
UNSCEAR United Nations Scientific Committee on the Effects of Atomic Radiation
ECMWF European Centre for Medium-Range Weather Forecasts
CEPMMT Centre Européen pour les Prévisions Météorologiques à Moyen Terme
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Développement des algorithmes

Les algorithmes décrits dans cette thèse ont été initialement codés en langage python
et parallélisés à l’aide de l’outil OpenMP. L’augmentation du nombre de variables à
échantillonner nous a amené, à partir du chapitre 4, à développer tous les algorithmes
en langage c++ orienté objet afin d’améliorer les performances. Les opérations ont été
parallélisées quand cela était possible. La librairie Eigen a été utilisée pour gérer toutes
les opérations linéaires et la librairie TPPDAConfiguration pour gérer les fichiers de
configurations.

Toutes les méthodes MCMC et de quantification d’incertitudes décrites dans cette thèse
sont rassemblées dans un programme principal. Celui-ci comprend en particulier :

• l’algorithme du parallel tempering qui intègre l’algorithme de Metropolis-Hastings ;

• la prise en compte de plusieurs opérateurs d’observation ;

• l’algorithme de tri des observations selon le critère de pertinence ;

• l’algorithme du Reversible-Jump MCMC.

En revanche, l’algorithme de descente de Stein par gradient variable a été développé dans
un programme séparé.

Les performances en temps de calcul sont décrites à chaque application. Sommairement,
le temps de calcul d’un échantillonnage unidimensionnel avec un algorithme de parallel
tempering et pour un seul opérateur d’observation déterministe est d’environ dix minutes
sur une machine de calcul de douze coeurs.
Deux méthodes développées dans cette thèse sont coûteuses dans leur application en

temps de calcul :

• l’échantillonnage transdimensionnel à l’aide du Reversible-Jump MCMC qui comprend
à chaque itération de l’algorithme le calcul de plusieurs vecteurs de taille Nobs par
une série d’opérations linéaires ;

• l’utilisation combinée à chaque itération de plusieurs opérateurs d’observation dans le
cadre des méthodes d’ensemble. Dans un échantillonnage classique avec l’algorithme
de Metropolis-Hastings, l’opération la plus importante est le produit matriciel de
l’opérateur d’observation de dimensions Nobs × Nimp avec le vecteur des débits de
rejet de taille Nimp. Quand l’algorithme du parallel tempering est appliqué, cette
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Développement des algorithmes

opération doit être effectué NT fois. Quand Ne opérateurs d’observation sont pris en
compte, le nombre d’opérations à réaliser est encore multiplié par Ne ce qui conduit
à d’importants temps de calcul.
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Introduction

En cinquante ans, deux accidents nucléaires majeurs, Tchernobyl en 1986, et Fukushima-
Daiichi en 2011, sont survenus. Par ailleurs, des évènements de rejets mineurs de radio-
nucléides dans l’atmosphère sont fréquemment constatés par les autorités. Dans le futur,
nous serons probablement amenés à être confrontés à d’autres pollutions radioactives.

L’industrie nucléaire est une industrie importante en Europe, principalement utilisée
pour produire de l’électricité. En 2020, l’énergie nucléaire représente 26 % de la production
totale d’électricité dans l’Union européenne et 72 % de la production d’électricité française.
Plus précisément, 126 réacteurs nucléaires sont opérationnels dans 15 pays européens dont
56 français, 4 sont en construction et 24 sont planifiés.

La production de l’énergie nucléaire est une des énergies les moins émettrices de dioxyde
de carbone et se situe au niveau de l’éolien avec 12 grammes d’équivalent CO2 pour la
production d’un kWh, ce qui en fait un élément clé dans la lutte contre le réchauffement
climatique. Dans le rapport SR15 (IPCC 2018), le GIEC (Groupe d’experts intergouverne-
mental sur l’évolution du climat) examine 85 scénarios maintenant un réchauffement sous
1.5◦C et fournissant des prédictions sur les variations de nucléaire en 2010 et 2100. Sur
ces 85 scénarios, 7 envisagent une baisse du nucléaire mondial entre 2010 et 2100, et donc
92 % des scénarios envisagent une hausse du nucléaire mondial dans le cadre d’un respect
des accords de Paris sur le climat.
Autrement dit, l’énergie nucléaire est probablement amenée à se développer dans les

futures décennies pour répondre aux accords de réduction des émissions de gaz à effet de
serre.

Cependant, la probabilité de survenue d’un accident nucléaire n’est pas nulle. En effet,
les accidents de Tchernobyl puis Fukushima-Daiichi ont eu des impacts sanitaires et
environnementaux importants. Selon l’UNSCEAR, les rejets de radionucléides pendant
l’accident de la centrale nucléaire de Tchernobyl ont entraîné le décès d’au moins cent
personnes, et pourraient être responsables de milliers (selon la plupart des estimations) ou
dizaines de milliers d’autres (selon les estimations les plus pessimistes). L’accident de la
centrale nucléaire de Fukushima-Daiichi suite à un tsunami, bien qu’aucun décès démontré
n’ait été enregistré en lien avec les radiations, a provoqué une importante contamination
des eaux japonaises et a forcé l’évacuation de plus de cent mille habitants, à l’origine de
milliers de décès liés à l’aggravation de maladies préexistantes et au stress résultant du
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Introduction

traumatisme de l’évacuation (Hayakawa 2016 ; Hasegawa et al. 2016).
D’autre part, des rejets mineurs de substances radioactives sont régulièrement détectés

par les autorités. En 2017, plusieurs stations européennes de surveillance de la radioactivité
dans l’atmosphère détectent du 106Ru 1 . En 2020, les incendies en Ukraine 2 autour de la
zone d’exclusion de Tchernobyl ont mené à la dispersion de 137Cs à l’échelle européenne
par remise en suspension depuis les territoires contaminés. Par ailleurs, une élevation des
niveaux de radioactivité a été détectée durant le mois de juin en Europe du nord 3. Dans
la grande majorité des cas, ces rejets n’ont pas d’impact sanitaire ou environnemental.

Ainsi, afin de protéger les populations et l’environnement de futurs rejets de substances
radioactives dans l’atmosphère, issus de potentiels accidents, il est nécessaire de pouvoir
réagir de manière adaptée. Plus précisément, il est important de pouvoir estimer les rejets
de manière suffisamment robuste afin que les évaluations basées sur l’utilisation de modèles
de dispersion atmosphérique soient les plus pertinentes possibles. Ces évaluations sont effet
exploitées par les autorités afin de prendre des décisions telles que le maintien de la mise à
l’abri des populations ou encore la restriction de consommation et de commercialisation
des denrées alimentaires contaminées. L’IRSN s’intéresse en priorité aux rejets pouvant
avoir des conséquences en France.
Or, l’évaluation des rejets est très dépendante de la connaissance du terme source,

c’est-à-dire la connaissance de l’origine du rejet en termes d’amplitude, de cinétique, et de
composition des radionucléides.

•

Le bayésianisme est une forme d’épistémologie qui prône l’usage de l’inférience bayésienne
dans le raisonnement scientifique. Dans un formalisme bayésien, toute forme de connaissance
doit être modélisée à l’aide d’un degré de crédibilité, ou probabilité, compris entre 0 et 1.
Ce degré de crédibilité est calculé à partir de l’appréciation d’information, et permet

par la suite de construire des a priori ou préjugés : l’état courant de la connaissance. Le
degré de crédibilité est ensuite mis à jour au fur et à mesure de l’arrivée de nouvelles
informations.

Dans ce formalisme peut être réalisée une quantification des incertitudes. La quantification
des incertitudes est la science de la caractérisation quantitative des incertitudes, et s’intéresse
à évaluer la probabilité des résultats et des paramètres d’un système quand celui-ci n’est
pas entièrement déterminé. La quantification des incertitudes est liée à une épistémologie

1. www.irsn.fr/FR/Actualites_presse/Actualites/Pages/20171109_Detection-Ruthenium-106-
en-france-et-en-europe-resultat-des-investigations-de-l-IRSN.aspx

2. www.irsn.fr/FR/Actualites_presse/Actualites/Documents/IRSN_NI-Tchernobyl-Incendie-
Zone-d-Exclusion-Ukraine_24042020.pdf

3. www.irsn.fr/FR/Actualites_presse/Actualites/Documents/IRSN_NI-2-Detection-
Radioactivite-Europe-Nord_22072020.pdf
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probabiliste : les systèmes ne sont jamais entièrement déterminés et devraient toujours être
étudiés selon l’angle des probabilités.
Plus précisément, un système peut être étudié à l’aide de distributions de probabilité.

Ces distributions de probabilité décrivent certains paramètres d’intérêt du système et
sont reconstruites à partir de méthodes d’échantillonnage : un ensemble d’échantillons est
produit et suit la loi de probabilité.

•

En sciences, un problème inverse est une situation dans laquelle on tente de déterminer
les causes d’un phénomène à partir des observations expérimentales de ses effets. Dans
un problème inverse, les causes sont représentées par un ensemble de paramètres, puis
traduites en quantités commensurables aux observations expérimentales. La démarche du
problème inverse consiste alors à reconstruire les paramètres qui permettent de rendre
compte au mieux des observations.

Cette thèse s’intéresse au développement de méthodes permettant d’améliorer la résolu-
tion du problème inverse dans le cas d’un rejet de radionucléides, c’est-à-dire à reconstruire
la source d’une émission de substances radioactives dans l’atmosphère. Dans notre cas
précis, le problème inverse est construit à partir de l’utilisation conjointe de mesures dans
l’environnement de radionucléides et d’un modèle de transport capable de simuler les
conséquences sur l’environnement d’une source émettrice donnée de substances radioactives.
Plus précisément, le modèle de transport décrit le parcours de polluants émis depuis une
source dans l’atmosphère, ce qui permet de formuler des prédictions comparables aux
mesures et d’évaluer la pertinence de la source.

Ce problème est soumis à beaucoup d’incertitudes comme celles émanant du modèle de
transport, des champs météorologiques utilisés comme données d’entrée du modèle ou des
observations.

Ces travaux de thèse s’intéressent donc à poser et résoudre un tel problème inverse dans
un formalisme bayésien, c’est-à-dire à reconstruire la source et à quantifier les incertitudes
associées. Ils s’intéressent à développer dans ce formalisme des méthodes pour quantifier la
distribution de l’origine du rejet, du terme source, de la variance des erreurs associées et d’y
intégrer de l’incertitude. Ces méthodes seront appliquées et validées sur des évènements de
rejet de différentes natures. Néanmoins, l’enjeu de ces travaux se situe dans le développement
de méthodes bayésiennes et non dans l’exploitation des résultats de leur application.

Le chapitre 1 décrit le modèle de transport atmosphérique utilisé pour simuler le transport
des radionucléides dans cette thèse. Le chapitre 2 est une courte introduction au problème
inverse associé, où nous présentons le cadre déterministe et les méthodes classiques.
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Dans le chapitre 3, nous introduisons et décrivons le formalisme bayésien appliqué à la
modélisation inverse de sources de radionucléides. Une première méthode d’échantillonnage,
l’algorithme MCMC de Metropolis-Hastings, est décrite et appliquée sur l’évènement des
rejets de 106Ru en Europe à l’automne 2017. Des problèmes liées à des minima locaux
restreignant l’échantillonnage nous amènent dans le chapitre 4 à développer d’autres
méthodes : l’algorithme du parallel tempering puis la descente de Stein par gradient
variable sont adoptés et utilisés sur le cas du 106Ru. Les résultats obtenus avec l’algorithme
du parallel tempering ont été publiés dans Dumont Le Brazidec et al. 2020.
L’objet du chapitre 5 est de poser la question de la quantification des incertitudes

et d’améliorer la reconstruction des distributions marginales des variables décrivant la
source. Plusieurs méthodes sont proposées afin de mieux quantifier les incertitudes liées au
choix de la vraisemblance, celles liées à la modélisation de la matrice de covariance de la
vraisemblance, ainsi que celles liées à la modélisation de la météorologie et du transport.
Leur application sur le cas du 106Ru est décrite dans Dumont Le Brazidec et al. 2021. Enfin,
la méthode bayésienne est étendue dans le chapitre 6 aux cas de rejets accidentels majeurs
et complexes. Un algorithme approprié à l’échantillonnage de tels rejets est développé et
appliqué à la reconstruction des rejets de 137Cs lors de l’accident de Fukushima-Daiichi.
Ces résultats feront l’objet d’un article.
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L’étude de la dispersion atmosphérique des polluants par modélisation, qui repose sur
le principe que l’on peut représenter leur parcours dans l’atmosphère sur la base de la
théorie de la mécanique des fluides, débute véritablement au cours des années 1950 (Hanna
2010). Des expériences de terrain, principalement dans des contextes militaires, sont menées
dans l’objectif de mieux comprendre la dispersion des rejets chimiques, biologiques, puis
nucléaires.
À la fin des années 1960, du fait de l’apparition de normes de qualité de l’air, et de la

création d’agences environnementales, le sujet de la protection de l’environnement devient
une préoccupation majeure. Des expériences à échelle locale à partir par exemple de
cheminées dans les installations industrielles, puis de plus longue portée commencent alors
à être réalisées.

Cette thèse repose sur l’utilisation d’un modèle de transport construit sur la base de
cet historique. Dans ce premier chapitre, nous nous attachons à décrire succinctement les
différents phénomènes qui dominent le transport de particules dans l’atmosphère. À partir
de ces phénomènes peut être formulée une équation de transport, que nous présentons
dans le cadre restreint et simplifié de l’étude du mouvement des radionucléides. Ensuite, le
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modèle de dispersion atmosphérique employé dans cette thèse pour simuler le transport
des radionucléides dans l’atmosphère est introduit. Nous définissons alors l’opérateur
d’observation, l’objet construit à partir du modèle de dispersion qui est utilisé concrètement
dans cette thèse.

1.1 Processus physiques

Les mouvements atmosphériques couvrent un large éventail d’échelles temporelles et
spatiales - de centièmes de secondes à des milliers d’années, et de quelques millimètres à
des milliers de kilomètres. Pour évaluer à ces différentes échelles les processus qui dominent
ces mouvements, plusieurs sous-domaines d’études ont vu le jour.

Le sujet qui nous intéresse dans cette thèse nécessite des estimations de variables météoro-
logiques (par exemple, le champ de vent, le champ de température, ou encore la turbulence)
sur des domaines s’étendant horizontalement sur plusieurs centaines de kilomètres. Cette
estimation dépend de la prise en compte de différents types de phénomènes :

• des phénomènes et processus atmosphériques intervenant à de grandes échelles
spatiales ou temporelles dont les effets peuvent être pris en compte explicitement
dans les modélisations ;

• des phénomènes plus locaux, intervenant à des échelles de temps et d’espace faibles
par rapport à celles qui sont explicitement résolues par un modèle, et qui seront
représentés par des paramétrisations, éventuellement des champs moyennés comme
expliqué en section 1.3.1. Un exemple d’un tel processus est la turbulence présentée
en section 1.1.3.2.

Dans cette première partie, nous introduisons ces phénomènes, détaillés par Stull 1988
ou Seinfeld et al. 2008, et en donnons une description concise.

Plus précisément, nous décrivons d’abord la structure de l’atmosphère, puis les couches
qui la composent en section 1.1.2. À partir de ce cadre, les phénomènes qui régissent les
mouvements horizontaux et verticaux sont décrits dans les parties 1.1.3.1 et 1.1.3.2. Les
processus de dépôt et les processus chimiques sont ensuite abordés dans les sections 1.1.3.3
et 1.1.3.4.

1.1.1 Structure de l’atmosphère

Dans le cas d’un rejet important, des quantités non négligeables de polluants comme
des particules radioactives peuvent être transportées sur de très longues distances. La
modélisation de la dispersion de ces particules doit alors être réalisée sur des domaines
de plusieurs milliers de kilomètres carrés. Il est nécessaire de savoir dans quel domaine
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vertical le panache sera contenu lors d’un tel transport (Defforge 2019). Autrement dit, il
est nécessaire de s’intéresser à la structure verticale de l’atmosphère décrite en figure 1.1.

L’atmosphère est divisée en plusieurs couches qui sont définies à partir du profil vertical
de la température. Les quatre premières couches de l’atmosphère sont :

• la troposphère entre 0 et 8-18 km, où la température décroît avec l’altitude ;

• la stratosphère, du dessus de la troposphère jusqu’à 50 km au-dessus du sol, où la tem-
pérature croît avec l’altitude. Ce réchauffement est une conséquence de l’absorption
du rayonnement solaire par la couche d’ozone ;

• la mésosphère, située entre la stratosphère et 80km, où la température décroît avec
l’altitude ;

• la thermosphère qui va de la mésopause jusqu’à 500km d’altitude, où la température
croît avec l’altitude.

Les limites supérieures de chaque couche sont appelées tropopause, stratopause, et méso-
pause.

Figure 1.1 – Structure verticale de l’atmosphère (Sato et al. 2018).
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La partie la plus basse de la troposphère, qui est en contact avec le sol, est appelée
la couche limite atmosphérique (CLA) décrite sur la figure 1.2. Dans la CLA ont lieu
de nombreux processus d’échanges de matière ou de chaleur entre l’air et la surface
sous-jacente.

Figure 1.2 – Couche limite atmosphérique (Isabelle 2014).

La hauteur de la CLA varie entre quelques dizaines de mètres (typiquement la nuit) et
plus d’un kilomètre (le jour). On appelle le reste de la troposphère la troposphère libre.

1.1.2 Couches et phénomènes atmosphériques

Le transport des polluants s’étudie en partie au travers de la météorologie, c’est-à-dire
la science qui a pour objet l’étude et la modélisation des phénomènes atmosphériques.
Ces phénomènes atmosphériques sont caractérisés par des échelles spatiales et temporelles
différentes, que l’on peut résumer comme dans le tableau 1.1 ci-dessous.

Échelle Taille caractéristique Phénomènes atmosphériques typiques

Échelle synoptique 104 km Mouvements synoptiques
Méso échelle 1 km - 1000 km Mouvements thermiques ascendants, orage
Micro échelle < 1 km Turbulence, influence obstacle (bâtiments) : micro-météorologie

Table 1.1 – Échelles spatiales caractéristiques des phénomènes atmosphériques (Winiarek
2014).

Un phénomène ne peut donc être décrit explicitement dans le cadre d’une modélisation

20



1.1 Processus physiques

que si l’on travaille à une certaine résolution. Selon le cas étudié, on peut se permettre,
ou non, de travailler à plus ou moins haute résolution et donc expliciter plus ou moins de
phénomènes.
À micro-échelle, pour décrire certains phénomènes dans la partie basse de la CLA,

on a besoin de travailler à haute résolution : l’influence de la surface terrestre, de la
canopée, et par exemple des bâtiments en milieu urbain est importante (Defforge 2019). On
s’intéresse typiquement à la météorologie à micro-échelle lors de l’étude de la dispersion de
particules en milieu urbain. En effet, la résistance des obstacles qui s’exerce sur le vent et
l’augmentation de la turbulence, due aux effets de sillage des structures urbaines, ralentissent
localement l’écoulement moyen. Les bâtiments peuvent également dévier horizontalement
ou verticalement l’écoulement moyen de l’atmosphère et donc la trajectoire des particules.

A méso-échelle, on a besoin de travailler à moyenne résolution et on a recours à des
paramétrisations pour décrire certains phénomènes dans la couche limite atmosphérique.
Par exemple, le vent vertical étant généralement faible, le transport vertical des polluants
reste principalement régi par les phénomènes de turbulence, c’est-à-dire des mouvements
tourbillonnaires couvrant un large spectre d’échelles. Les obstacles pouvant engendrer
une partie de cette turbulence ne sont par contre plus explicités mais représentés par une
rugosité moyenne. Par ailleurs les polluants émis près de la surface finissent aussi par
atteindre l’atmosphère libre. En première approximation on fait alors l’hypothèse que le
vent est indépendant de la surface terrestre et ne dépend plus que de la force de Coriolis et
du gradient de pression (vent géostrophique). Le transport vertical dans l’atmosphère libre
est plus lent que dans la CLA. Les vents moyens verticaux restent faibles et la turbulence
y est intermittente.

Nous allons travailler avec des données météorologiques qui explicitent des phénomènes
atmosphériques à méso-échelle, et nous nous focaliserons sur la description de ces processus
dans les vingt premiers kilomètres en altitude pour deux raisons :

• d’abord, car en cas de rejet de polluants radioactifs dans l’air, l’objectif est de mesurer
l’impact de ces rejets sur les populations ou les surfaces stratégiques (comme les
cultures agricoles). Ainsi, nous sommes intéressés par ce qui se déroule à la surface,
c’est-à-dire dans la troposphère et particulièrement dans ses 5000 premiers mètres ;

• ensuite, car les échanges entre la troposphère et la stratosphère sont très lents en
comparaison avec le temps de dispersion d’un panache. Par conséquent, les transports
de particules dans cette thèse seront uniquement modélisés dans la troposphère.

Dans les prochaines sections, nous décrivons les différents phénomènes atmosphériques
modélisées pour étudier le transport des particules à méso-échelle.
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1.1.3 Transport et processus

La modélisation de la dispersion des particules est basée sur l’équation de transport
que nous décrivons en section 1.3. Cette équation décrit les phénomènes physiques où des
particules, de l’énergie ou d’autres quantités sont transférées à l’intérieur d’un système
physique en raison des processus de la diffusion et de l’advection. Plus précisément, cette
équation dépend de :

• la diffusion qui dépeint le transport relatif par rapport au milieu environnant en
mouvement ;

• l’advection qui représente le transport à la vitesse du milieu environnant.

• les termes de production (source) et de perte (dépôt, processus chimiques) qui
traduisent les variations des propriétés non imputables à l’advection et la diffusion.

Dans la suite, nous décrivons ces divers processus.

1.1.3.1 Déplacements horizontaux : le vent

L’advection désigne couramment le transport d’une quantité additive (la chaleur, l’énergie
interne, un élément chimique arbitraire, les charges électriques) par le mouvement du milieu,
quelle que soit l’origine de ce mouvement (instabilité gravitaire ou entraînement forcé).
En ce qui nous concerne, l’advection se résume essentiellement au transport horizontal

des particules par les vents "moyens". On parle alors d’advection horizontale. La composante
verticale des vents "moyens" étant faible, l’advection verticale peut souvent être négligée
par rapport à la diffusion turbulente.
Dans la CLA, la vitesse de ces vents moyens horizontaux est typiquement de quelques

mètres par seconde. Il existe cependant un gradient vertical important. En effet, à proximité
du sol, à la hauteur de rugosité, on considère que la vitesse du vent est nulle du fait de
l’adhérence. La vitesse du vent augmente ensuite avec l’altitude pour rejoindre au sommet
de la CLA la valeur du vent géostrophique (Winiarek 2014).

1.1.3.2 Déplacements verticaux : la turbulence

La couche limite atmosphérique est un milieu très turbulent dans lequel des mouvements
d’air, semblables à des tourbillons, dissipent l’énergie cinétique de l’écoulement. Ces
tourbillons participent à la dispersion des polluants dans l’atmosphère, notamment sur la
verticale.

Un écoulement turbulent est caractérisé par un large spectre d’échelles spatiales et
temporelles. Les plus petites échelles ne peuvent généralement pas être explicitées dans les
modèles. Plus précisément, les processus de turbulence dans la CLA sont des processus
locaux dont on a besoin de représenter l’impact aux échelles résolues par notre modèle. On
les représente alors via un mécanisme de diffusion, qui est responsable de la dilution des
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polluants le long de leur parcours dans l’atmosphère (et donc de la baisse des concentrations
en aval des sources). Ainsi, on ne résout pas explicitement les variations de concentrations
à l’échelle locale en lien avec les tourbillons de la turbulence, mais on représente l’effet
diffusif que ça a sur les concentrations moyennes résolues par le modèle.

Différents phénomènes sont à l’origine de la turbulence :

• le cisaillement du vent : le différentiel entre la vitesse du fluide au sol (nulle), et la
vitesse du fluide au-dessus du sol (non-nulle) peut entraîner de la turbulence. Le
cisaillement est dépendant de la présence éventuelle d’obstacles au sol ;

• les variations de température dans un fluide qui créent un gradient de densité et de
l’instabilité : un mouvement est créé par poussée d’Archimède, qui tire une parcelle
d’air vers le haut. On emploie pour caractériser ce processus le terme de convection,
qui peut être lié au réchauffement du sol.

La turbulence, dominant le transport vertical, définit la hauteur de la couche limite,
c’est-à-dire la couche où les échanges entre le sol et l’air environnant sont rapides :

• la nuit, la hauteur de couche limite est déterminée par le cisaillement du vent. Le
mélange est beaucoup moins efficace pendant la nuit et n’atteint qu’une petite
centaine de mètres ;

• le jour, la hauteur de couche limite est liée au réchauffement du sol. De manière
générale, la couche limite pendant la journée est instable et croît pour atteindre un
maximum l’après-midi.

1.1.3.3 Dépôt

Un autre type de processus modélisé par l’équation de transport est celui du dépôt de
particules au sol.

Il existe deux types de dépôt :

• le processus de dépôt sec qui représente le transfert, de l’atmosphère vers le sol, de
polluants situés près de la surface et captés par celle-ci, notamment par absorption
ou adsorption. Son intensité dépend en particulier :

– des conditions météorologiques ;

– de la nature de la surface, comme le type de sol et la densité de la végétation
éventuelle ;

– de la saison (qui définit l’état de la végétation) ;

– des propriétés physico-chimiques du polluant considéré.
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La description du processus de dépôt sec contient beaucoup d’incertitudes. Bien que
l’information sur l’occupation des sols soit relativement facile à obtenir, le manque de
données empiriques conduit à une faible paramétrisation de ce processus physique ;

• le processus de dépôt humide, ou lessivage, ou encore l’entraînement au sol des
polluants par les précipitations. Il existe deux types de dépôt humide :

– le dépôt humide des polluants qui peuvent pénétrer les gouttes de pluie et les
accompagner jusqu’au sol ;

– le dépôt qui suit un échange de masse des polluants entre la phase gazeuse
interstitielle et la phase aqueuse que représente l’ensemble des gouttes d’eau à
l’intérieur des nuages.

La présence de pluie et de nuages est difficile à diagnostiquer, ce qui constitue une
source d’incertitudes importante dans la modélisation des flux de dépôt humides.

1.1.3.4 Processus physico-chimiques

Selon la nature des différentes espèces considérées, des réactions chimiques et/ou pho-
tochimiques, des transformations physiques (e.g. condensation) doivent être représentées
pour rendre compte de processus de production ou destruction de ces espèces.

Ces processus sont relativement complexes et généralement non-linéaires. Ils dépendent
du temps, de l’espace, et des conditions météorologiques (éclairement, pression, température,
humidité).

Dans les situations accidentelles étudiées, on considérera que le fait de ne pas prendre
en compte ces transformations constitue une approximation acceptable par rapport aux
incertitudes liées à la représentation des autres processus (et notamment le terme source).
On considérera donc les espèces mises en jeu comme des espèces passives chimiquement.
Néanmoins, et puisque dans ces travaux l’on étudie des radionucléides, le processus de
décroissance radioactive sera considéré.
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1.2 Modèle numérique

Avant de décrire en détail l’équation de transport sur la base des processus définis dans
les sections précédentes, nous nous intéressons ici à la façon dont nous allons modéliser les
processus de transport atmosphérique. Pour simuler le comportement et le déplacement
des particules dans l’atmosphère, il existe deux grands types d’approches :

• les modèles dits "online" qui prennent en compte des couplages entre les équations
décrivant l’écoulement et l’évolution des concentrations de polluants. À méso-échelle,
ces modèles sont parfois utilisés en qualité de l’air et en science du climat. Par contre,
en situation accidentelle, les couplages sont souvent négligeables car l’influence des
polluants sur l’écoulement est faible aux échelles d’espace et de temps auxquelles on
s’intéresse ;

• les modèles dits "offline" qui résolvent l’équation de transport en considérant que l’in-
fluence des polluants sur les champs météorologiques et les phénomènes de dispersion
est négligeable. L’équation de transport que nous décrivons dans la section 1.3 se
place dans ce formalisme.

Selon le cas d’étude (situation accidentelle, qualité de l’air) et l’échelle modélisée, plusieurs
approches parmi les modèles offline peuvent être envisagées (Winiarek 2014). Nous détaillons
dans la suite deux approches parmi les plus utilisées, notamment en situation opérationnelle :

• les modèles lagrangiens particulaires qui sont basés sur le suivi dans le temps de
panaches de pollution - ou particules - le long de leurs trajectoires.
Plus précisément, à partir d’une source (ou d’un récepteur dans un cadre de modéli-
sation inverse), un grand nombre de particules numériques sont émises. La trajectoire
de chaque particule est suivie par le modèle, leur mouvement étant constitué :

– d’une composante déterministe liée au champ de vent moyen,

– d’une composante stochastique qui décrit la variabilité due à la turbulence.

La concentration de polluants est ensuite évaluée en fonction de la répartition de ces
particules numériques ;

• les modèles eulériens que l’on utilise en particulier à grande et méso-échelle. Dans le
formalisme eulérien, l’écoulement est suivi par un observateur depuis une position
fixe. Dans ce cadre fixe, compte tenu des champs de vent et de la turbulence, les
modèles eulériens résolvent les équations de transport pour un scalaire, qui représente
la concentration de polluants.
Plus précisément, l’équation de transport est résolue sur un maillage : une grille de
calcul qui représente le domaine de simulation discrétisé.
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Cette approche est très utilisée en prévision de qualité de l’air, ou en situation
accidentelle. Elle nécessite de fournir en entrée du modèle des champs météorologiques
précalculés à l’échelle correspondante.

De nombreuses simulations de transport sont réalisées dans cette thèse. Le modèle de
dispersion atmosphérique utilisé est le modèle eulérien ldX, qui fait partie de la plateforme
opérationnelle C3X de l’IRSN (Tombette et al. 2014). Ce modèle de transport a été validé
sur l’incident d’Algésiras, la campagne ETEX, ainsi que sur l’accident de Tchernobyl (Quélo
et al. 2007) et l’accident de Fukushima-Daiichi (Saunier et al. 2013). Il a été construit à
partir du système de modélisation de la qualité de l’air Polyphemus, et de son module de
simulation eulérienne Polair3D (Mallet et al. 2007).
Dans la prochaine section, au sein du formalisme eulérien, l’équation de transport

restreinte au mouvement des radionucléides est décrite.
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1.3 Equation de transport

On considère une concentration d’activité c associée dans l’atmosphère à un radionucléide
en phase particulaire. Cette concentration est soumise aux processus détaillés dans la partie
1.1.3 : advection, diffusion, décroissance radioactive, dépôt sec et lessivage. L’équation de
transport est établie à partir des équations de Navier-Stokes réactives en utilisant deux
hypothèses :

• l’hypothèse de dilution, qui consiste à négliger l’action des polluants sur l’écoulement
du fluide : la dynamique de l’écoulement est ainsi indépendante de la situation
de rejet de polluants, et en conséquence, les champs météorologiques sont connus
(modélisation dite "offline") ;

• l’hypothèse d’incompressibilité.

Cette équation traduit le principe de conservation de l’activité. Sa représentation continue
s’écrit :

∂c(x, t)
∂t

=−∇ · (u(x, t)c(x, t))︸ ︷︷ ︸
Advection par le vent

+∇ · (Kb(x, t)∇c(x, t)︸ ︷︷ ︸
Diffusion brownienne

−λ(x, t)c(x, t)︸ ︷︷ ︸
Lessivage

− ξ(c(x, t))︸ ︷︷ ︸
Décroissance radioactive

+σ(x, t)︸ ︷︷ ︸
Source

.
(1.1)

Les différents termes de cette équation représentent les phénomènes habituellement
considérés pour modéliser l’évolution et le transport des particules (Roustan 2005) :

• c(x, t) représente la concentration en activité, exprimée en Bq.m−3, à la position
spatiale x et à l’instant t ;

• l’advection par le vent, u(x, t), décrit le déplacement des radionucléides avec la masse
d’air dans laquelle ils se trouvent, comme expliqué en section 1.1.3.1 ;

• l’homogénéisation des concentrations sous l’effet de la diffusion brownienne est
représentée à travers la matrice des coefficients de diffusivité Kb en m2.s−1 ;

• le terme de lessivage est un terme de perte prenant en compte le retrait de l’atmosphère
d’une partie de l’activité suite à son incorporation dans le sol, comme décrit en section
1.1.3.3 ;

• le terme de décroissance radioactive ξ(c(x, t)) décrit la réduction du nombre de
noyaux radioactifs instables. Nous ne considérons en revanche pas de production ou
de destruction chimique, comme expliqué en section 1.1.3.4 ;

• enfin le terme source σ(x, t) correspond aux différentes émissions à l’intérieur du
domaine modélisé (en Bq.m−3.s−1).
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1.3.1 Formulation moyennée

L’équation (1.1) décrit l’évolution de la concentration c au niveau “microscopique”.
Cependant, comme expliqué en section 1.1.3.2, il est impossible de prendre en compte
toutes les échelles de la turbulence dans les modèles de dispersion atmosphérique à méso-
échelle. Dans les types de modèles généralement utilisés aujourd’hui, une autre approche
est privilégiée : la décomposition de Reynolds. Puisqu’il est impossible de décrire toutes les
échelles, on a recours à l’utilisation de moyennes.
Plus précisément, les champs de concentration c(x, t) et de vent u(x, t) peuvent être

décomposés en la somme d’un champ moyen et de fluctuations autour de cette moyenne
(i.e., fluctuation turbulente) :

c(x, t) = c(x, t) + c′(x, t),

u(x, t) = u(x, t) + u′(x, t),
(1.2)

avec, donc :

c′(x, t) = 0,

u′(x, t) = 0.
(1.3)

On peut alors appliquer cet opérateur de moyenne à l’équation 1.1. Un terme de flux
turbulent ∇ · (c′u′(x, t)) apparaît que l’on choisit de modéliser ici par un terme diffusif.
Autrement dit, on considère que les tourbillons de l’écoulement qui ne sont pas explicités
dans l’équation moyennée ont un effet diffusif sur les concentrations moyennes. Ce terme
de flux turbulent peut être paramétrisé à l’aide d’une matrice de coefficients turbulents
K(x, t) (en m2.s−1), en se basant sur l’hypothèse de proportionnalité avec le gradient de la
concentration moyenne.

∇ · (c′u′(x, t)) = −∇ · (K(x, t)∇c(x, t)). (1.4)

L’effet d’homogénéisation des concentrations par la turbulence étant dans l’atmosphère
beaucoup plus important que celui de la diffusion brownienne, cette dernière est par
conséquent habituellement négligée.
Des considérations précédentes, on déduit l’équation moyenne effectivement employée

pour représenter le transport des radionucléides dans l’atmosphère :
∂c(x, t)
∂t

=−∇ · (u(x, t)c(x, t))︸ ︷︷ ︸
advection par le vent

+∇ · (K(x, t)∇c(x, t)︸ ︷︷ ︸
turbulence

− λ(x, t)c(x, t)︸ ︷︷ ︸
Lessivage précipitations

+ ξ(c(x, t))︸ ︷︷ ︸
décroissance radioactive

+σ(x, t)︸ ︷︷ ︸
source

(1.5)

après application de l’opérateur de moyenne, des décompositions proposées, et prise en
compte de la linéarité de la décroissance radioactive (et donc de l’opérateur ξ). L’opérateur
de moyenne est omis pour raisons de lisibilité.
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En général la modélisation concerne un domaine fini. Pour résoudre l’équation de
transport moyennée, on prend alors en compte des conditions aux limites, données par :

• les flux entrants aux frontières latérales du domaine simulé ;

• le processus de dépôt sec symbolisé par une vitesse caractéristique de dépôt sec vd ;

• les éventuelles émissions de surface au niveau du sol ;

• et généralement par un flux nul sur la face supérieure du domaine, comme expliqué
dans la section 1.1.2.

1.3.2 Choix de modélisation des processus

Dans cette courte section, nous décrivons nos choix de modélisation/paramétrisation des
différents processus caractérisant l’équation de transport.

La matrice de diffusion K est supposée diagonale : les termes non-diagonaux de K sont
considérés comme négligeables. La diffusion turbulente verticale est quantifiée à travers le
troisième coefficient diagonal de la matrice de diffusion K. Celui-ci est logiquement noté
Kzz ou plus simplement Kz. Deux paramétrisations sont utilisées pour décrire Kz :

• la paramétrisation de Troen et Mahrt 1986 en condition instable dans la CLA ;

• la paramétrisation de Louis 1979 dans le reste de l’atmosphère ;

Le terme de diffusion horizontal est lui nommé Kh et est dans ces travaux considéré nul :
Kh = 0 m2s−1.

En ce qui concerne la vitesse de dépôt sec, celle-ci est considérée comme constante et
typiquement égale à

vd = 2.10−3m.s−1. (1.6)

Le coefficient de lessivage λ est considéré égal à Λ0p0, où Λ0 = 5.10−5h.(mm.s)−1 et p0 est
l’intensité des précipitations en mm.h−1 (Baklanov et Sørensen 2001).

Le domaine est discrétisé verticalement en couches de plus en plus espacées : par exemple,
on considère 15 couches de plus en plus espacées de 0 à 8000m. Le rejet à la source est
alors considéré comme réparti sur plusieurs couches. Cette répartition dépend du type
d’évènement considéré. On peut par exemple considérer qu’il est réparti sur les deux couches
les plus basses :

• à 40% dans la première couche (entre 0 et 40m),

• à 60% dans la deuxième couche (entre 40 et 120m).
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1 Modélisation de la dispersion atmosphérique

A partir du modèle eulérien ldX et de sa paramétrisation décrite ci-dessus, nous décrivons
dans la prochaine partie la construction et le calcul de l’opérateur d’observation. L’opérateur
d’observation est la matrice représentant le modèle physique que nous utilisons concrètement
dans les équations de cette thèse.
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1.4 Opérateurs d’observation

1.4.1 Définitions

Dans la suite de cette thèse, le transport atmosphérique est pris en compte à travers
une matrice : l’opérateur d’observation. L’opérateur d’observation noté H est une matrice
représentant le transport d’un terme source donné. Plus précisément, l’opérateur d’observa-
tion transforme un terme source donné en un vecteur de prédictions comparable au vecteur
d’observations du problème. Pour le construire, nous avons besoin de définir le vecteur des
débits de rejet, représentant le terme source, ainsi que le vecteur de prédictions.

1.4.1.1 Le vecteur des débits de rejet

Le terme source peut être représenté par une fonction du débit de rejet, qt. La fonction
du débit de rejet est une fonction qui décrit l’évolution de la quantité de radionucléides en
fonction du temps. Un débit de rejet est exprimé en Bq.s−1.

L’équation de transport (1.5) ne possède pas de solution analytique et est donc résolue
de façon approchée. Plus précisément, elle est discrétisée afin que l’on puisse procéder à
une intégration numérique. Comme une fonction continue ne peut être reconstruite avec
l’approximation numérique de l’équation de transport (par construction mathématique), ce
qu’on retrouve en réalité est une fonction en escaliers représentant cette fonction continue,
i.e., un vecteur de débits de rejet constants sur des intervalles temporels : q. Chaque
élément de ce vecteur représente la valeur du débit de rejet durant un certain intervalle de
temps. Nous définissons une impulsion comme un intervalle temporel où le débit de rejet
est constant. Le nombre d’impulsions, soit le nombre d’intervalles temporels, c’est-à-dire la
taille du vecteur q, est noté Nimp.

1.4.1.2 Le vecteur de prédictions

Nous définissons dans cette sous-partie le vecteur de prédictions. Pour cela, nous nommons
y le vecteur décrivant les observations mesurées à un ensemble de stations, et pour un
ensemble d’intervalles temporels. On peut alors définir yS = yS,x1,x2,h,q le vecteur des
prédictions correspondantes calculées à l’aide du modèle de transport pour une source
donnée de coordonnées (x1, x2, h) et un terme source associé représenté par un vecteur de
débits de rejet q. Ce vecteur de prédictions correspond aux concentrations simulées du
modèle de dispersion, aux lieux, temps, et intervalles temporels des observations. Autrement
dit, si notre modélisation était parfaite, nous aurions : yS = y.

1.4.2 Construction de l’opérateur d’observation

Dans cette partie, nous définissons l’opérateur d’observation. Nous pouvons construire,
à partir :
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1 Modélisation de la dispersion atmosphérique

• du modèle eulérien ldX,
• d’une source rejetant des radionucléides définie par ses variables (x1, x2, h,1q) avec

1q un vecteur de débit de rejets unitaires,
une matrice W contenant pour chaque maille d’un domaine l’activité volumique prédite
par le modèle.

Plus précisément, W une matrice de prédictions de taille (Nx1 , Nx2 , Nz, Nt, Nimp) peut
être calculée, où Nx1 , Nx2 représentent le nombre de mailles en longitude et en latitude, Nz
le nombre de mailles verticales considérées, Nt le nombre de mailles temporelles, et Nimp la
taille de 1q. Un coefficient (i, j, z, t, k) de W représente l’activité volumique prédite par le
modèle aux coordonnées spatio-temporelles (i, j, z, t) pour un débit de rejet unitaire au
temps k.

On suppose maintenant que la hauteur du rejet est connue. La construction de l’opérateur
d’observation H repose alors sur l’hypothèse de linéarité de la relation source-concentration
qui découle des hypothèses constitutives du modèle de transport. Autrement dit, l’opérateur
d’observation ne dépend pas de l’amplitude du rejet considéré, mais seulement du moment
du rejet considéré. Plus précisément, du vecteur q, l’opérateur d’observation ne dépend
que de sa composante temporelle, c’est-à-dire le nombre d’impulsions Nimp et la taille de
chacune de ces impulsions.

A partir de ces deux hypothèses, et de W, on peut extraire une matrice de taille
Nobs × Nimp : l’opérateur d’observation H. La construction algorithmique de cette matrice
est décrite en section 1.4.2.1. L’opérateur d’observation se lit de la façon suivante : la
colonne j de H est le vecteur de prédictions yS :

• correspondant au vecteur d’observations y du cas étudié,
• pour une source de coordonnées (x1, x2),
• pour un terme source unitaire rejeté pendant l’impulsion, c’est-à-dire l’intervalle

temporel, j.
Il en vient l’équation décrivant la relation entre l’opérateur d’observation H et le vecteur
de prédictions yS associé au vecteur d’observations y :

yS = Hq. (1.7)

H est donc la matrice de taille Nobs ×Nimp qui, pour une source située aux coordonnées
(x1, x2) de débits de rejet définis sur Nimp intervalles temporels, permet de calculer les
prédictions du modèle associé au vecteur d’observations y.

Dans les prochaines sections :
• nous décrivons le calcul algorithmique de H ;
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• puis, nous nous intéressons à la façon dont l’ensemble des opérateurs d’observation
{Hx1,x2}(x1,x2) pour chaque position (x1, x2) est calculé. Si la position de la source
est inconnue, alors les coordonnées sont des variables continues que l’on doit estimer
à l’intérieur d’un certain domaine. Or, le calcul d’un opérateur d’observation Hx1,x2

pour une certaine position est coûteux. Nous ne pouvons donc calculer qu’un nombre
limité d’opérateurs d’observation, lié à un nombre limité de positions. La section
1.4.2.2 décrit comment nous traitons le cas de toutes les autres positions.

1.4.2.1 Calcul algorithmique de H

On suppose dans cette partie les coordonnées de la source (x1, x2) fixées et, comme dans
la partie précédente, nous définissons les différentes quantités en omettant ces coordonnées
dans un souci de lisibilité : par exemple H = Hx1,x2 .

Dans cette section, nous décrivons plus précisément la façon dont nous pouvons décom-
poser la matrice H définie dans l’équation 1.4.2 afin d’obtenir la relation (1.7). L’opérateur
d’observation H est la matrice qui contient pour chaque observation sa prédiction associée
pour un terme source unitaire.

Chaque observation yi est :
• une mesure associée à une station représentée dans une maille,
• une mesure associée à une période temporelle,
• modélisée comme mesurée au centre du premier niveau vertical, c’est-à-dire au centre

de la première couche verticale.
Dans un premier temps, nous pouvons donc extraire de W une sous-matrice V de dimensions
(Nsta,Nt,Nimp) où

• Nsta est le nombre de stations où nous avons une ou plusieurs observations ;
• Nt est le nombre d’intervalles temporels ∆t (et chaque observation est mesurée sur

un agrégat d’un ou plusieurs intervalles temporels) ;
• Nimp est le nombre d’impulsions.

On note dans la suite vn,t,i le coefficient de V à la position n ∈ [1,Nsta], t ∈ [1,Nt], et
i ∈ [1,Nimp]. Ce coefficient correspond à l’activité volumique de la substance rejetée à
un moment donné, à une station donnée et pour un débit de rejet unitaire associé à une
impulsion donnée.

On se place maintenant dans le cas où les observations sont des mesures d’activité
volumique. De fait, une prédiction yS,i

• correspondant à l’observation i mesurée
– à une station ni ;
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– à une période [ti, ti + ki∆t], où ti correspond au moment du début de la mesure
et ki à la durée de la mesure (nombre de pas de temps) ;

• et calculée à partir d’un vecteur de débits de rejet q = [q1, ..., qNimp ] ;

est le résultat de la somme :

yS,i =
Nimp∑
j=1

ti+ki∆t∑
t=ti

vni,t,j qj
ki∆t

, (1.8)

où on modélise l’activité volumique sur une période spécifique comme la moyenne des
activités volumiques des sous-périodes minimales.
Ceci est égal à :

yS,i = q>
ti+ki∆t∑

t=ti

vni,t,1
ki∆t

, ...,
ti+ki∆t∑
t=ti

vni,t,Nimp

ki∆t

 . (1.9)

L’ensemble des vecteurs :
ti+ki∆t∑

t=ti

vni,t,1
ki∆t

, ...,
ti+ki∆t∑
t=ti

vni,t,Nimp

ki∆t

 | i ∈ [1,Nobs]

 , (1.10)

chacun étant associé à une observation et permettant de calculer la prédiction corres-
pondante, peuvent être agrégés dans une matrice : l’opérateur d’observation H. Plus
précisément :

H =



∑t1+k1∆t
t=t1

vn1,t,1
k1∆t

...
∑t1+k1∆t
t=t1

vn1,t,Nimp
k1∆t

... ... ...∑ti+ki∆t
t=ti

vni,t,1
ki∆t

...
∑ti+ki∆t
t=ti

vni,t,Nimp
ki∆t

... ... ...∑tN+kN∆t
t=tN

vnN,t,1
kN∆t

...
∑tN+kN∆t
t=tN

vnN,t,Nimp
kN∆t


(1.11)

avec donc vni,t,j qui correspond à l’activité volumique de radionucléides simulée par le
modèle de dispersion à l’emplacement de la station ni correspondant à l’observation i, au
temps t, pour un vecteur de débits de rejet q = (0, ..., 1j , ..., 0). Ici N = Nobs et est utilisé
pour des raisons de lisibilité.

Hx1,x2 = H est donc finalement une matrice 2D de taille Nimp ×Nobs où le coefficient à
la ligne i et à la colonne j correspond à la prédiction associée à l’observation i pour un
débit de rejet unitaire émis au moment j.

On peut noter que le calcul de l’opérateur d’observation dans le cas où les observations
sont des mesures de dépôt diffère dans le fait que le dépôt est une mesure cumulée, et
qu’une concentration est une mesure moyennée. Par conséquent, on ne calcule pas le dépôt
comme une moyenne mais comme une somme.
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1.4.2.2 Interpolation spatiale de l’opérateur d’observation

Il n’existe pas de relation simple entre deux opérateurs d’observations calculés à des
positions différentes : Hx1,x2 et Hx′1,x

′
2
pour (x1, x2) 6= (x′1, x′2). Or, nous avons besoin dans

la suite de cette thèse de simuler la dispersion de radionucléides à partir de nombreuses
sources à de nombreuses positions différentes, et nous ne pouvons calculer systématiquement
l’opérateur d’observation exactement associé. Par conséquent, l’opérateur d’observation
à une position donnée est approximé par interpolation bilinéaire à partir d’une grille
d’opérateurs d’observation calculés par le modèle de transport.

Plus précisément, pour une situation où la localisation de la source est inconnue et
recherchée, un ensemble de matrices {Hx1,x2}(x1,x2) est calculé où les coordonnées (x1, x2)
couvrent le domaine spatial discrétisé où nous recherchons la source. Une fois cette
étape terminée, l’opérateur d’observation d’une source de coordonnées spatiales (u, v) est
calculé comme l’interpolation bilinéaire des quatre matrices l’encadrant, puisqu’en pratique,
l’emplacement (u, v) de la source est contenu dans une maille de notre domaine.

H1 H2 H3

H4 H5 H6

H7 H8 H9

H(x1, x2)

p

• • •

• • •

• • •

•

Figure 1.3 – Grille des opérateurs d’observation. L’ensemble des opérateurs d’observation
{Hi}i∈[1,9] est pré-calculé à l’aide du modèle de dispersion atmosphérique ldX selon la
matrice (1.11). H(x1, x2) est interpolé bilinéairement à l’aide de H4,H7,H8,H5. p est la
résolution de la grille d’opérateurs d’observation.

Dans un souci de lisibilité, dans cette thèse, nous utilisons régulièrement H plutôt que
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1 Modélisation de la dispersion atmosphérique

Hx1,x2 pour identifier une matrice correspondant à l’emplacement d’une source (x1, x2)
quand l’explicitation de l’emplacement n’est pas nécessaire.

Dans le prochain chapitre, nous abordons le sujet du problème inverse et nous intéressons
à la façon dont ce problème peut être posé dans le cadre de la reconstruction d’une source
de radionucléides.
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Un problème inverse est une situation dans laquelle les causes d’un phénomène physique
sont estimées à partir des observations expérimentales de ses effets.
On retrouve la résolution de problèmes inverses dans de nombreux domaines scienti-

fiques tels que la sismologie (avec la localisation de l’origine d’un tremblement de terre),
l’astrophysique, ou encore les prévisions météorologiques.

Dans le cadre des sciences atmosphériques et de l’estimation de rejets de polluants dans
l’atmosphère, le problème inverse correspond au problème de l’estimation du terme source.
Le terme source est défini comme l’expression de la nature, de la quantité et de la cinétique
de rejet des produits d’une installation en conditions normales de fonctionnement, ou au
cours d’un accident. La modélisation inverse du terme source est alors définie comme son
estimation à partir de l’utilisation

• des mesures sur le terrain ;

• d’un modèle de transport qui simule la dispersion des polluants dans l’atmosphère.

Comme illustré sur la figure 2.1, grâce au terme source reconstruit et aux champs météoro-
logiques, le modèle de transport peut ensuite être utilisé pour modéliser l’impact d’un rejet
dans l’environnement.
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Observations

+

Modèle de transport

Champs météorologiques

Terme source Modèle de transport
Impacts sanitaires
et environnementaux

+

Problème inverse Problème direct : évaluation de l’impact du rejet

Figure 2.1 – Intérêt de la modélisation inverse du terme source dans l’évaluation de
l’impact d’un rejet de radionucléides.

Dans ce chapitre, nous expliquons tout d’abord pourquoi nous avons retenu la méthode
du problème inverse, puis le cadre dans lequel nous allons l’appliquer. Dans une deuxième
partie, nous décrivons les principes importants de la modélisation inverse du terme source.
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2.1 De l’évaluation d’une source à la modélisation inverse

Dans cette courte section, nous proposons dans un premier temps de faire un rapide
résumé des deux grandes approches d’évaluation de sources. Ensuite, nous présentons le
cadre dans lequel nous allons appliquer nos méthodes inverses : celui de la reconstruction
d’une source de radionucléides.

2.1.1 Approches ascendantes et descendantes

L’évaluation des émissions de polluants atmosphériques, par exemple de nature radiolo-
gique, est un sujet de grande importance dans les sciences de l’atmosphère. Leur estimation
est directement liée au problème de l’estimation du terme source qui peut être résolu selon
deux grands types de démarches :

• l’approche ascendante (dite bottom-up) repose principalement sur l’élaboration d’un
inventaire des rejets à l’aide d’un modèle physique ou statistique décrivant le processus
d’émission. Elle est basée sur une description (par exemple statistique) du modèle
du processus d’émission en réalisant un véritable état des lieux. Par exemple, pour
reconstruire les émissions des gaz à effet de serre, les informations détaillées des
pays peuvent être utilisées (la consommation d’énergie, ainsi que la répartition de la
population). Autrement dit, c’est une démarche d’où l’on part du « bas », c’est-à-dire
de l’échelon le plus fin, pour consolider progressivement et opérer une synthèse ;

• l’approche descendante (dite top-down) (Nisbet et Weiss 2010) est basée sur l’idée
de partir des conséquences pour établir les causes. Cette approche recouvre les
méthodes inverses, qui combinent des mesures environnementales (par exemple, les
concentrations atmosphériques) avec un modèle de transport.

Dans cette thèse, nous nous intéressons à la reconstruction de sources de rejet de produits
radioactifs dans l’atmosphère. Dans ce cadre, les informations sur le débit de rejet et son
évolution temporelle, la hauteur d’émission et parfois la localisation de la source peuvent
être incomplètes. Par conséquent, pour ces cas, les approches classiques s’inscrivent dans le
cadre de la modélisation inverse (et donc de l’approche descendante).

2.1.2 Cadre de la reconstruction d’une source de radionucléides

Les méthodes de modélisation inverse s’appliquent sur et à l’aide d’objets rigoureusement
définis. Dans cette sous-section, nous proposons de caractériser deux objets :

• la source, c’est-à-dire, l’objectif à reconstruire ;

• les données du problème, c’est-à-dire, le vecteur d’observations.
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2 Problème inverse

Pour reconstruire la source, il nous faut d’abord définir un ensemble de paramètres qui
suffisent à la décrire complètement. Cet ensemble de paramètres est constitué :

• de paramètres connus, et définis avant l’application des méthodes de modélisation
inverse. Ce sont

– des paramètres soumis à peu d’incertitudes ;

– des paramètres éventuellement incertains mais peu sensibles, et dont l’incertitude
aura ainsi peu d’impact (comme la hauteur de rejet) ;

– des paramètres qui complexifieraient trop le problème s’ils n’étaient pas définis
à l’avance.

Typiquement, on considérera la hauteur d’émission, la composition isotopique, et
éventuellement la localisation des radionucléides rejetés comme des paramètres
connus ;

• de paramètres inconnus, et donc des variables qui doivent être retrouvées. Ce sont les
paramètres soumis à de larges incertitudes qui nécessitent l’utilisation de méthodes
inverses. Par exemple, on considérera les débits de rejet, ou parfois la localisation,
comme des variables.

Comme décrit précédemment, ces paramètres inconnus ou variables devront être estimés
à partir d’observations. Différents types de mesures peuvent être utilisées :

• des mesures d’activité volumique (Winiarek et al. 2012 ; Y. Liu et al. 2017). En France,
des mesures d’activité volumique dans l’air sont effectuées de manière systématique
par le réseau Opéra-Air 1. D’autre part, pour plusieurs évènements traités dans
cette thèse, certaines mesures proviennent de capteurs liées au Traité d’Interdiction
Complète des Essais Nucléaires (TICE) 2. Ces mesures ne seront pas décrites. Il
est important de noter qu’un capteur mesurant des activités volumiques dans l’air
possède une limite de détection, c’est-à-dire une concentration en-dessous de laquelle
l’activité volumique est considérée comme nulle ;

• des mesures de débit de dose, c’est-à-dire l’énergie par unité de masse et de temps
absorbée (Saunier et al. 2013) ;

• des dépôts de radionucléides au sol (Winiarek et al. 2014).

La caractérisation de la source dépend du type d’évènement étudié. On peut en effet
distinguer les évènements de rejet en deux grandes catégories :

• des évènements majeurs comme l’accident de Fukushima-Daiichi en mars 2011. Ces
évènements sont caractérisés par l’accès à un grand nombre d’observations, de larges

1. www.irsn.fr/FR/Larecherche/outils-scientifiques/installations-moyens-
experimentaux/Opera/Pages/reseau-Opera-Air.aspx#.X-yuS9ZCfiQ

2. https ://onu-vienne.delegfrance.org/OTICE-970
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variations temporelles dans le rejet, de grande quantités de radionucléides rejetées et
donc des transports lointains de concentrations significatives ;

• des évènements mineurs comme les rejets de ruthénium 106 en Europe à l’automne
2017. Ces évènements sont caractérisés par un nombre d’observations plus petit, des
observations prélevées sur des durées plus longues (car la durée de prélèvement est
inversement proportionnelle à la limite de détection), une localisation du rejet parfois
non connue, et une variance temporelle du terme source plus petite.
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2 Problème inverse

2.2 Modélisation inverse déterministe du terme source

L’approche la plus utilisée en modélisation inverse pour l’évaluation de terme source est
l’approche variationnelle déterministe. Cette méthode consiste à estimer le terme source
optimal (Winiarek et al. 2012 ; Bocquet 2012 ; Saunier et al. 2013) en minimisant une
fonction de coût mesurant les différences entre

• les mesures observées et simulées,
• les mesures simulées et un terme dit d’ébauche,

à l’aide d’outils comme la descente de gradient (Saunier et al. 2019) ou des algorithmes
génétiques (Schmehl et al. 2012).

Nous développons dans les prochaines sections les principes et les enjeux de la méthode
variationnelle déterministe.

2.2.1 Principes

Un modèle mathématique est un système représentant les structures essentielles d’une
réalité à l’aide d’un ensemble de paramètres, et capable à son niveau d’en expliquer le
fonctionnement 3. Autrement dit, un modèle mathématique a pour but de prévoir, étant
donné ses paramètres, le comportement d’un système et donc de formuler des prédictions.

Dans de nombreuses situations, l’objectif n’est pas la connaissance exacte de l’état
physique de notre système, mais seulement la connaissance de ses effets sur certains objets
(par exemple, les effets d’un champ gravitationnel ou d’un rejet de radionucléides nocives
dans l’atmosphère). La finalité est en effet de convertir l’état du système physique (ici,
le champ gravitationnel ou la source du rejet de radionucléides) en ce que nous voulons
observer (ici, les mouvements de la planète considérée ou les conséquences sanitaires et
environnementales, respectivement).
La modélisation mathématique consiste alors en deux étapes :
• la détermination de l’état du système que l’on note x, c’est-à-dire des paramètres

physiques qui le décrivent ;
• l’application d’un opérateur à l’état estimé du système afin de prévoir le comportement

de ce que nous voulons observer.
C’est la modélisation de conséquences à partir des causes d’un phénomène.
La modélisation inverse est à l’opposé une représentation de la cause d’un phénomène

à partir de ses conséquences. C’est toujours une modélisation, mais le but n’est plus de
formuler des prédictions, mais d’utiliser les observations et les prédictions d’un modèle
pour reconstruire l’état physique d’un système. Plus précisément, la modélisation inverse
consiste à déterminer les variables de modèle inconnues qui caractérisent au mieux un

3. http://atilf.atilf.fr/tlfv3.htm
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2.2 Modélisation inverse déterministe du terme source

système dont la sortie (qu’elle soit numérique ou physiquement mesurée) est partiellement
connue.

Dans notre cas, les techniques de modélisation inverse réalisent une estimation objective
du terme source en utilisant les informations issues des observations et du modèle numé-
rique qui simule la dispersion. Du modèle numérique qui simule la dispersion est déduit
l’opérateur d’observation H qui a pour rôle de produire, à partir d’une source donnée x,
un vecteur de prédictions commensurable au vecteur d’observations. Cela permet d’évaluer
la correspondance entre le vecteur d’observations et un état physique du système donné x,
et ainsi de choisir le vecteur x le plus adapté.

2.2.2 Méthodes paramétriques et non-paramétriques

Les statistiques paramétriques forment le cadre habituel de la statistique. En statistique
paramétrique, un modèle est construit à partir d’un nombre fini et limité de paramètres
définis à l’avance. Dans notre cas, c’est la source à reconstruire qui est réduite à un nombre
limité de paramètres à estimer.
Ce cadre paramétrique permet d’intégrer des contraintes dans un système. Ainsi, le

problème inverse est parfois naturellement régularisé. Ce sujet est discuté dans la section
2.2.5. L’inconvénient est que selon la compatibilité de la vraie source avec la paramétrisation
choisie, l’inversion peut conduire à un résultat éloigné de la réalité, voire conduire à des
résultats non physiques.

Une autre stratégie repose sur l’utilisation de méthodes dites non-paramétriques pour
reconstruire la source. Le principe est d’éviter autant que possible de paramétriser le
problème, en minimisant le nombre d’hypothèses sur la forme, la nature ou le type de la
distribution des variables aléatoires. Par exemple, le champ complet d’émissions peut être
reconstruit, en le discrétisant au maillage du modèle (de météorologie ou de transport).
Le nombre de variables est alors très élevé, éventuellement plus élevé que le nombre
d’observations disponibles. Les méthodes non-paramétriques sont à la fois robustes et
souples puisqu’elles ne s’appuient pas sur des hypothèses a priori fortes sur la nature de
la source. Mais elles ont leurs propres limites. Typiquement, un nombre de variables trop
élevé peut être trop coûteux à évaluer. D’autre part, le problème est très souvent non
régularisé : il existe un nombre infini de solutions.

Dans notre cas, les différences au niveau applicatif entre une méthode paramétrique et
une méthode non-paramétrique reposent sur :

• la recherche des variables décrivant la position :
– la méthode paramétrique consiste à supposer qu’il existe un nombre fini de

positions : par exemple, une seule et unique source. Si on suppose la hauteur du

43



2 Problème inverse

rejet connue, cela revient à chercher deux variables : les coordonnées de la dite
source ;

– la méthode non-paramétrique consiste à ne pas paramétriser la position. On
suppose qu’il existe un rejet par maille. Le rejet final est par conséquent une
somme de toutes ces émissions ;

• la recherche des variables décrivant la fonction du débit de rejet de radionucléides :

– la méthode paramétrique consiste à assumer que le rejet est constant sur certaines
périodes de temps ;

– la méthode non-paramétrique, elle, ne suppose le rejet constant qu’au pas de
temps minimum (celui de la météorologie ou du modèle de dispersion), voire ne
fait aucune hypothèse et procède par interpolation.

Les méthodes non paramétriques sont évidemment bien plus coûteuses en temps de
calcul, et sont sujettes à des phénomènes de surapprentrissage. Nous nous placerons dans
la suite de cette thèse dans le cadre des méthodes dites paramétriques.
Nous décrivons dans les prochaines parties le formalisme du problème inverse dans le

cadre des méthodes paramétriques. Plus précisément :

• l’équation d’observation sur lequel le problème inverse est basé est décrite en section
2.2.3 ;

• en section 2.2.4, nous développons l’équation d’observation à l’aide d’une formulation
variationnelle par les moindres carrés ;

• le terme de régularisation et son utilité sont introduits en section 2.2.5 ;

• enfin, à partir de cette formulation par les moindres carrés et le terme de régularisation,
nous introduisons

– l’estimateur BLUE, une solution au problème inverse, en section 2.2.6 ;

– différentes méthodes pour estimer les incertitudes liées à cette formulation en
section 2.2.7.

2.2.3 Équation d’observation

Une hypothèse classique dans les situations accidentelles est de considérer le problème
inverse linéaire et l’opérateur d’observation H linéaire. On considère effectivement les
processus physico-chimiques non-linéaires comme négligeables comme expliqué dans la
section 1.1.3.4 du chapitre 1. Cela permet d’écrire, après discrétisation du terme source, la
relation entre les observations et le vecteur source, ou équation d’observation :

y = Hx + ε. (2.1)

Dans cette équation, sont décrits :
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• le vecteur d’observations y dans RNobs , avec Nobs le nombre d’observations ;

• l’opérateur d’observation, ou matrice source-récepteur du transport atmosphérique,
H, la matrice jacobienne du modèle numérique qui met en relation la source et les
observations ;

• la source x, c’est-à-dire le vecteur des variables décrivant la source du rejet : évolution
du rejet, nature des radionucléides, localisation, ou encore hauteur du rejet ;

• de fait, le produit matriciel Hx qui correspond au transport atmosphérique d’un
panache provenant d’une source x, et plus précisément aux prédictions yS commen-
surables aux observations y, comme décrit en section 1.4 du chapitre 1. Autrement
dit, Hx contient les prédictions du modèle de dispersion aux sites des observations ;

• le vecteur d’erreur d’observation ε dans RNobs qui prend en compte les erreurs de
mesures, de représentativité et une partie des erreurs de modèle. ε exprime aussi le
concept de bruit, ou de résidus. Dans le but de trouver un modèle qui correspond aux
données, leur analyse révèle si le modèle peut être considéré comme réaliste ou non.

2.2.4 Formulation variationnelle par les moindres carrés

La modélisation inverse par méthodes variationnelles cherche à sélectionner la meilleure
source x, c’est-à-dire la source dont les prédictions correspondent le mieux au vecteur
d’observations y. Pour cela, il faut définir une fonction qui a pour rôle de mesurer la
différence entre le vecteur d’observations et un vecteur de prédictions. La définition de
cette fonction rend possible la sélection de prédictions en fonction de leur ressemblance
avec les observations. Le problème de sélection de la meilleure source est alors équivalent au
problème de minimisation de cette fonction, que l’on appelle fonction de coût. On utilisera
la notation
J(x) = Jy(x) pour quantifier le coût d’une source x calculée à partir de ses prédictions
comparées avec le vecteur d’observations y. Sa définition la plus classique est basée sur la
formule des moindres carrés :

J (x) = (y−Hx)>R−1(y−Hx) (2.2)

où R = E[εε>] est la matrice de covariance d’erreur liée aux mesures et au modèle.

En contexte accidentel, le nombre d’observations est très souvent limité dans les heures
qui suivent un accident. Les rejets sont alors trop peu contraints. De plus, les conditions
météorologiques peuvent mener à une situation d’observabilité faible d’une partie de la
source. Dans ces cas, la relation source-récepteur fournie par l’équation (2.2) constitue un
problème inverse mal-posé (Enting 2002).
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2.2.5 Terme de régularisation

Une définition d’un problème bien posé est proposée par Hadamard 1907 comme un
problème

• possible, i.e., qui possède des solutions ;
• déterminé, i.e., dont la solution est unique ;
• toujours bien posé dans le cas d’un changement infinitésimal des données.
Un problème mal posé dans notre cas correspond très fréquemment à un problème qui

ne respecte pas la seconde condition, et plus précisément à un problème qui possède une
infinité de solutions. Autrement dit, il s’agit très souvent d’un problème tel que, si la source
est définie par un ensemble de variables noté x = (x1, ..., xn) :

∃i, ∀xi ∈ E, J (x1, ..., xi, ..., xn) = C, (2.3)

avec C une constante minimisant J et E l’ensemble où la variable xi est définie (souvent R
ou R∗+). On parle aussi de problème mal contraint. Pour éviter cet écueil, on ajoute généra-
lement un terme de régularisation, c’est-à-dire, on introduit des hypothèses supplémentaires
sur la source.

2.2.5.1 Régularisation de Tikhonov

Également connue en statistique sous le nom de régression d’arête ("ridge regression"), la
régularisation de Tikhonov (Tikhonov et Glasko 1965) est la méthode de régularisation la
plus connue. Un terme ||x− x0||2B−1 est ajouté pour assurer l’unicité de la solution trouvée
par minimisation de la fonction de coût :

Jy(x) = ||y−Hx||2R−1 + ||x− x0||2B−1 (2.4)

où x0 désigne l’espérance de x, aussi appelé première estimation ou terme d’ébauche, où
||x||2R−1 désigne x>R−1x soit le carré de la norme pondérée, et de même ||x||2B−1 = x>B−1x.
La matrice

B = E
[
(x− x0)(x− x0)>

]
(2.5)

correspond alors à la matrice de covariance de l’ébauche.

L’unicité de la solution au problème inverse est maintenant garantie, mais deux paramètres
supplémentaires ont été introduits :

• un terme d’ébauche x0 doit être choisi. En pratique, il sera souvent considéré nul.
En effet, l’ébauche correspond à l’information a priori, c’est-à-dire, l’information
indépendante des mesures. De fait, une ébauche nulle signifie que sans données, on
considère qu’il n’y a pas de rejet. Cette pratique est explorée plus spécifiquement
dans les prochains chapitres, et en particulier dans le chapitre 3 ;
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• la « matrice de Tikhonov » B doit être judicieusement modélisée pour le problème
considéré. Les termes de cette matrice régulent le coût de la perte dû à l’écart à
l’ébauche. Autrement dit, ils délimitent à quel point le terme source devrait ressembler
à l’ébauche. En effet, le but est de trouver un compromis entre les deux parties de la
nouvelle fonction de coût, c’est-à-dire un bon équilibre entre l’importance donnée à
diminuer l’erreur d’observation, et l’importance donnée à la régularisation.

Grech et al. 2008 présentent de nombreuses manières de régulariser le problème, comme
la méthode de régularisation par entropie introduite par Bocquet 2005 pour la modélisation
inverse de source.

2.2.6 L’estimateur BLUE

On suppose dans cette section que l’on utilise un terme de régularisation de Tikhonov et
que les variables d’intérêt de la source se réduisent au terme source q. Une fois que l’on a
défini notre fonction de coût, il est nécessaire de la minimiser pour trouver le terme source
optimal. La fonction de coût choisie est définie et dérivable sur RNimp avec Nimp la taille
du vecteur terme source. Afin de trouver son minimum, on calcule son gradient :

∇J (q) = H>R−1 (Hq − y) + B−1 (q − q0) (2.6)

avec q0 le terme source d’ébauche.
On peut donc en déduire le terme source qui minimise la fonction de coût. Ce terme

source est appelé BLUE (best linear unbiased estimator) (Asch et al. 2016) et est noté
qblue.

qblue = q0 +
(
H>R−1H + B−1

)−1
H>R−1 (y−Hq0) (2.7)

Plusieurs problèmes peuvent être rencontrés lors de l’implémentation du BLUE (Farchi
2019)

• le coût de l’inversion des matrices R et B peut être très important selon le nombre
d’observations ou le nombre de pas de temps utilisé pour décrire le terme source ;

• les matrices de covariance d’erreur d’observation et d’ébauche R et B peuvent être
non connues. Le problème de leur estimation est introduit dans la prochaine section
2.2.7 ;

• enfin, et c’est le problème le plus important : la positivité de la source n’est pas
assurée. La méthode peut donc donner des résultats absurdes.

D’autres méthodes, comme l’algorithme de descente de gradient, sont souvent préférés
à l’estimateur BLUE dans la résolution du problème inverse comme dans (Saunier et al.
2013).
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Quelle que soit la méthode, il est important de reconstruire les matrices liées aux erreurs
d’observation et d’ébauche R et B. Dans les prochaines sous-sections, nous discutons des
différentes méthodes utilisées pour estimer ces deux matrices de covariance.

2.2.7 Modélisation et estimation des incertitudes

Un problème important en modélisation inverse est la quantification d’incertitudes qui
inclut le problème de l’estimation des matrices R et B. Les matrices R et B peuvent
être modélisées par des hyper-paramètres qui constituent autant de variables à retrouver.
Pour éviter de trop complexifier le problème, une hypothèse classique consiste à choisir des
matrices scalaires :

R = rINobs (2.8a)
B = bINimp (2.8b)

avec Nobs le nombre d’observations, et Nimp le nombre d’impulsions, où une impulsion
correspond à un pas de temps pendant lequel le débit de rejet est considéré comme constant
(une des marches de la fonction en escalier introduite dans le chapitre précédent 1 en
section 1.4.
Cette modélisation revient à faire deux hypothèses :

• les termes d’erreurs sont indépendants deux à deux, i.e., les termes de covariance
sont nuls. C’est une approximation importante : en effet, si différentes observations
proviennent du même instrument de mesure, alors elles seront très probablement
corrélées (temporellement). De plus, les erreurs d’observations tiennent aussi compte
des erreurs de modélisation et de représentation (Janjić et al. 2018), qui peuvent être
corrélées spatialement ;

• les termes d’erreurs sont supposés avoir une variance unique, c’est-à-dire les termes
diagonaux sont tous égaux. C’est l’hypothèse d’homoscédasticité : ∀i, rii = r. Cette
hypothèse est généralement jugée acceptable dans le cas où toutes les observations
sont de même nature (Y. Liu et al. 2017). Une hypothèse un peu moins contraignante
est de définir plusieurs catégories de données dans notre vecteur d’observations et
de définir une variance commune pour chacune de ces catégories d’observations
(Winiarek et al. 2014).

Dans les prochaines sous-sections, nous proposons deux méthodes pour estimer les
hyper-paramètres r et b où l’on se restreint au cas où l’hypothèse d’homoscédasticité est
respectée. La source reconstruite est très sensible aux estimations des matrices R et B
comme cela a été montré dans le cas de Tchernobyl (Davoine et Bocquet 2007), ou dans le
cas de Fukushima-Daiichi (Winiarek et al. 2011 ; Stohl et al. 2012 ; Winiarek 2014).
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Deux méthodes classiques sont décrites dans la suite : les méthodes de la L-Curve
(Calvetti et al. 2004) ou Zero Crossing, et Minimal Product (Hansen 1992 ; Wu et al.
2013). Cet inventaire est non exhaustif : d’autres méthodes existent comme l’algorithme
Expectation-Maximisation (Y. Liu et al. 2017), ou la méthode de validation croisée générale
(Golub et al. 1979).

2.2.7.1 L-Curve ou Zero-Crossing

La fonction de coût en choisissant x = q combinée avec l’équation (2.8) s’écrit :

J (q) = (y−Hq)>(y−Hq) + λ2(q − q0)>(q − q0) (2.9)

avec λ = r
b .

Ainsi, l’estimateur qblue = argmin
q

J ne dépend que de λ. Quand λ est élevé, l’inversion
est fortement contrainte par le terme de régularisation et qblue reste proche de l’ébauche
q0. Au contraire, quand λ est faible, l’inversion est principalement contrainte par l’écart
aux observations (cas de surapprentissage des observations ou overfitting).

La L-curve est une méthode semi-empirique qui propose un équilibre entre la minimisation
du terme de régularisation et la minimisation du terme d’écart aux observations. La courbe
paramétrique définie par

x(λ) = ln ‖y−Hqblue(λ)‖2
y(λ) = ln ‖qblue(λ)− q0‖2

(2.10)

est théoriquement en forme de L comme représentée sur la figure 2.2. Le point de courbure
maximal (le coin du L) détermine le coefficient λ d’équilibre (Hansen 1992). Il montre
clairement le compromis entre la minimisation du terme de régularisation et la minimisation
du terme d’erreur d’observation. Cette méthode est aussi appelée Zero-Crossing.

2.2.7.2 Minimal Product

La méthode du produit minimal vise également à trouver un compromis optimal entre
les minimisations du terme d’écart à l’ébauche et du terme d’écart aux observations (Grech
et al. 2008). Le compromis optimal correspond à la valeur qui minimise la fonction produit
entre la norme de l’erreur d’observation et la norme du terme de régularisation :

P (λ) = ‖qblue(λ)− q0‖.‖Hqblue(λ)− y‖. (2.11)

Dans le prochain chapitre, et maintenant que nous avons décrit le problème inverse dans
sa formulation déterministe, nous allons nous intéresser à sa description dans un formalisme
probabiliste. Plus particulièrement, nous décrivons comment le problème inverse peut être
résolu dans le cadre bayésien, et ce que l’inférence bayésienne peut apporter au problème
inverse.
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Figure 2.2 – Représentation de la méthode L-curve pour une régularisation de Tikhonov
standard. En abscisse est mesuré l’écart aux observations, et en ordonnée l’écart à l’ébauche.
Chaque point est noté à partir d’une valeur λ spécifique.
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3.1 Philosophie bayésienne

Dans ce chapitre, nous abordons le sujet de l’inférence bayésienne et plus précisément le
développement de méthodes inverses dans un cadre bayésien.
L’inférence bayésienne est une méthode dans laquelle l’information dont l’on dispose

peut être explicitée précisément à l’aide de distributions de probabilité. C’est un cadre
qui autorise, au sein de la procédure de reconstruction de la source, la quantification des
incertitudes du problème. Or, le problème de l’estimation du terme source est sujet à de
nombreuses erreurs qui peuvent provenir, par exemple :

• des bruits inhérents au processus d’acquisition des mesures environnementales,
• ou de la nature non linéaire des mécanismes physiques contrôlant la météorologie.
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Par conséquent, une quantification des incertitudes est essentielle.

3.1.1 Inteprétation bayésienne des probabilités

Pour étudier les incertitudes liées au problème de reconstruction de source, nous allons
introduire le concept de probabilités en modélisation inverse. Plus précisément, nous allons
présenter une interprétation bayésienne du problème inverse.
Il existe, en effet, historiquement, deux grandes interprétations des probabilités :

• l’interprétation fréquentiste, où la probabilité correspond à la fréquence relative
d’ocurrence d’un certain évènement que l’on peut répéter un très grand nombre de
fois (typiquement, un jeu de hasard) ;

• l’interprétation bayésienne, où l’on considère que l’on peut affecter des probabilités à
des évènements sans forcément avoir accès à un grand nombre de réalisations des
dits-évènements. Cette approche est nommée d’après le Révérend Thomas Bayes, mais
a été vraiment développée selon les idées de Pierre-Simon de Laplace (Nguyên Hoang
2018).

L’interprétation bayésienne des probabilités permet donc de considérer des évènements
qui ne peuvent être répétés, ou difficilement : il peut par exemple être considéré la probabilité
qu’une certaine source soit à l’origine d’un certain accident nucléaire.

Ces évènements ne pouvant être répétés, les probabilités bayésiennes apparaissent comme
subjectives comparées aux fréquentistes, notamment du fait de la nécessité de choisir des a
prioris comme évoqué en section 3.1.4. Dans certains cas, c’est pourtant le fait de pouvoir
tenir compte de ces préjugés qui rendent les probabilités bayésiennes puissantes et utiles.

3.1.2 Formule de Bayes

La formule de Bayes (Bayes 1763) peut être obtenue directement à partir d’une des
définitions de la probabilité conditionnelle :

Posterior︷ ︸︸ ︷
p(M |D) =

Vraisemblance︷ ︸︸ ︷
p(D|M)

Prior︷ ︸︸ ︷
p(M)

p(D)︸ ︷︷ ︸
Évidence

. (3.1)

Dans cette équation, M représente typiquement un modèle et ses paramétrisations. D
représente l’ensemble des données disponibles, souvent restreintes à celles qui peuvent nous
aider à améliorer notre connaissance du modèle et de ses paramètres. Bien sûr, la formule
de Bayes peut considérer tous types d’évènements M et D, mais dans cette thèse, nous
nous consacrerons à l’évaluation de la probabilité de représentations de la réalité à partir
de données.
Dans ce cas, la formule de Bayes est composée de :
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• la distribution a posteriori p(M |D), c’est-à-dire, la distribution de probabilité du
modèle M en fonction des données D. C’est la distribution que nous souhaitons
reconstruire et la solution au problème d’inférence : le posterior représente l’état final
et complet (i.e., agrégeant toutes les informations et préjugés dont nous disposons)
de nos connaissances. ;

• la vraisemblance p(D|M) des données D compte-tenu du modèle M et de ses pa-
ramétrisations. La vraisemblance exprime la probabilité que les données D soient
obtenues, en supposant que nous avons choisi un certain modèle M , et certaines
paramétrisations. Il est intéressant de noter que les vraies variables ici sont le modèle
M et ses paramétrisations. En effet, on parle bien de vraisemblance "en fonction"
de M . Pourtant la quantité p(D|M) est normalisée par rapport à D. De ce fait, la
vraisemblance n’est techniquement pas une densité de probabilité ;

• l’a priori p(M) sur le modèle M , c’est-à-dire l’information dont l’on dispose avant
la prise en compte des données D. C’est le prior, ou préjugé. Le sujet du prior est
abordé plus en détails dans la section 3.1.4 ;

• l’a priori sur les données, p(D), auquel on s’intéressera peu car :

– il est souvent difficile de calculer cet a priori ;

– il est possible de s’en passer (car cette probabilité ne dépend que des données
D fixes et pas du modèle M).

Cet a priori est un facteur d’intégration, ou constante de normalisation.

3.1.3 Possibilité d’un formalisme

Le formalisme probabiliste a un avantage fondamental sur la méthode déterministe,
c’est-à-dire le formalisme variationnel évoqué en chapitre 2. Il permet de donner l’éventail
des solutions possibles à un problème ainsi que les probabilités qui leur sont associées. De
cette façon, l’inférence probabiliste permet de manipuler des propositions dont le degré de
probabilité peut être représenté par des nombres réels.

Plus précisément, le formalisme bayésien nous permet de représenter l’état "courant" et
"complet" de nos connaissances, et ainsi

• de mettre à jour cet état courant de nos connaissances à l’arrivée de nouvelles données ;

• d’incorporer et d’agréger tous nos a priori sur le modèle et ses paramètres d’une
manière cohérente. Cela permet notamment de formaliser l’ajout d’un terme de
régularisation (évoqué en section 2.2.5) comme un préjugé que l’on intègre au problème.
Les vraisemblances de différents jeux de données peuvent aussi être assimilées de la
même façon ;

• d’étudier toutes les variables d’intérêt en même temps, et donc de retrouver d’un
seul coup la probabilité a posteriori jointe de toutes les variables que l’on cherche à
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retrouver. C’est un avantage par rapport aux méthodes où l’on doit multiplier les
algorithmes pour retrouver chaque variable indépendamment des autres. Cela permet
de formaliser dans un cadre rigoureux des problèmes multivariés.

3.1.4 Priors et information

On s’intéresse ici à la définition des probabilités a priori. Le choix de ces probabilités
est d’importance égale à celui de la vraisemblance, et doit être le résultat d’un examen
rigoureux de l’information que l’on souhaite intégrer au problème.

3.1.4.1 Prior non-informatif

Un prior - ou préjugé - se construit à partir des croyances que l’on a à propos du système
que l’on modélise. Par exemple : existe t-il des raisons de penser que nos paramètres sont
compris dans un certain domaine, ou simplement que certains domaines sont plus probables
que d’autres ? Pour intégrer dans le formalisme bayésien une telle croyance, on utilise
des priors dit informatifs qui vont apporter de l’information au problème et réduire sa
complexité. Le choix du prior, une distribution de probabilité, permet de refléter au mieux
ce préjugé.
Toutefois, il existe des variables dont on n’a aucun - ou dont on ne doit avoir aucun -

préjugé. Il est alors nécessaire d’exprimer par le prior aussi peu d’information que possible.
Pour exprimer cette ignorance, il est nécessaire d’utiliser un prior appelé non informatif :
un prior qui exprime son ignorance sur les variables considérées.

3.1.4.2 Exemples de priors non informatifs

La distribution non-informative la plus évidente pour une variable x est la distribution
uniforme sur l’ensemble des valeurs possibles prises par x (Yang et al. 1998). Néanmoins,
le choix d’une distribution uniforme pose deux problèmes :

• d’abord, si la variable est définie sur R, alors le prior ne sera pas une distribution
puisque la distribution uniforme sur les réels n’est pas normalisable. Un tel prior
est appelé "impropre". Mais c’est en général un problème mineur : on s’intéresse en
statistiques bayésiennes à la distribution a posteriori et c’est cette distribution qui
doit être normalisable ;

• surtout, l’a priori uniforme ne l’est que pour une paramétrisation donnée du problème.
Si l’on change de paramétrisation, le changement de variables à l’aide du jacobien
affecte nécessairement les priors.
Supposons par exemple que l’on s’intéresse à une variable x définie sur [0, 1]. Nous ne
disposons que de peu d’informations sur cette variable, et nous décidons d’y associer
un prior uniforme sur [0,1]. Supposons maintenant que l’on s’intéresse aussi à la
variable x2 sur laquelle nous n’avons pas plus d’informations, et qui est aussi définie
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sur [0,1]. Dans ce cas, le prior uniforme sur [0, 1] de la variable x induit que notre
nouvelle variable s = x2 est beaucoup plus concentrée autour de 0 qu’autour de 1.
Le choix de paramétrisation du problème (veut-on exprimer notre totale ignorance
sur x ou le carré de x) est donc un choix qui exprime nécessairement une certaine
connaissance, et pas seulement une ignorance.

Il existe d’autres types de priors non-informatifs qui ont le mérite de ne pas être
sensibles au choix de paramétrisation du problème, c’est-à-dire qu’ils possèdent la propriété
d’invariance. On peut citer :

• le prior de Jeffreys (Jeffreys 1946) que l’on décrit en détails dans le chapitre 5 ;
• le prior reposant sur le principe de maximum d’entropie. Le principe de maximum

d’entropie déclare que la distribution de probabilité qui représente le mieux l’état
courant des connaissances est celle avec la plus large entropie. Plus précisément, la
distribution correspondant à l’entropie maximale est celle qui fait le moins d’hypo-
thèses sur la véritable distribution des données, le principe de l’entropie maximale
peut être considéré comme une application du rasoir d’Ockham (Jaynes 2003). La
distribution choisie est celle qui prétend le moins être informée, ou qui admet le plus
d’ignorance, au-delà des données du problème. On peut noter que la distribution de
probabilité maximisant l’entropie en l’absence d’informations testables correspond à
la distribution uniforme.

• Un autre prior non-informatif est décrit par Bernardo et A. F. M. Smith 2008. Le
prior est construit pour maximiser à la fois l’information apportée par les données et
la distance de Kullback entre le prior et le posterior. Dans les cas simples, la solution
est le prior de Jeffreys.

Parfois, il n’existe pas de meilleur prior : un choix doit être fait. La formule de Bayes
permet justement de faire apparaître ce choix de modélisation au grand jour. La question
de l’information délivrée par les priors est étudiée par Tarantola et Valette 1982.

3.1.5 Méthodes bayésiennes en estimation de terme source

Plusieurs méthodes bayésiennes ont été développées dans le cadre du problème de
l’estimation du terme source :

• Rajaona et al. 2015 développent un schéma adaptatif basé sur l’échantillonnage
préférentiel (Importance Sampling), en améliorant le processus d’estimation, i.e., en
tirant les leçons de précédentes séries d’échantillonnage. L’échantillonnage préférentiel
est une méthode pour accélérer l’échantillonnage d’une distribution par méthode de
Monte Carlo en échantillonnant selon une densité biaisée. Leur méthode est ensuite
testée dans le cadre de l’expérience de Fusion Field Trials 2007 ;

• Tichý et al. 2016 proposent une méthode itérative de Bayes variationnelle sans recours
à un réglage et, par conséquent, adaptée à une utilisation opérationnelle. L’algorithme
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est ensuite testé à l’aide de données réelles provenant de l’expérience européenne sur
les traceurs (ETEX) ;

• des algorithmes d’apprentissage automatique et d’échantillonnage par hypercube
latin sont utilisés dans les travaux de Lucas et al. 2017 pour retrouver le terme source
d’un gaz libéré par une centrale nucléaire côtière de Californie ;

• une autre classe de méthodes de modélisation inverse est basée sur le principe
d’entropie maximale (Bocquet 2005).

Cependant, les méthodes les plus populaires d’estimation des distributions a posteriori
des variables décrivant la source sont les algorithmes d’échantillonnage par méthodes de
Monte Carlo à Chaîne de Markov (MCMC) :

• ces méthodes sont décrites par Delle Monache et al. 2008 qui les appliquent à une
estimation stochastique de la position de la source de l’incident d’Algésiras ;

• Keats et al. 2007 échantillonnent les paramètres source d’un environnement urbain
complexe en utilisant les algorithmes de Metropolis-Hastings et Hamiltonien hybride ;

• Chow et al. 2008 utilisent l’échantillonnage stochastique pour décrire le vecteur source
d’un rejet en milieu urbain ;

• Yee et al. 2014 reconstruisent la position et le débit de rejet d’une installation de
production d’isotopes médicaux en utilisant un algorithme Metropolis adaptatif à
évolution différentielle à essais multiples qui archive les états passés ;

• Y. Liu et al. 2017 comparent plusieurs méthodes bayésiennes, y compris les méthodes
MCMC, sur les accidents de Tchernobyl et Fukushima-Daiichi dans leur évaluation
du terme source et des incertitudes associées.

3.2 Description probabiliste du problème

Dans notre cas spécifique, où x désigne l’ensemble des variables d’intérêt qui caractérisent
la source, et y l’ensemble des observations disponibles, la formule de Bayes s’exprime comme
suit :

p(x|y) = p(y|x)p(x)
p(y) ∝ p(y|x)p(x). (3.2)

Dans le cadre bayésien, le problème de la reconstruction d’une source x d’un rejet de
radionucléides à partir d’observations y est équivalent au problème visant à reconstruire la
distribution a posteriori p(x|y). Pour reconstruire cette distribution, il nous faut d’abord
la définir, c’est-à-dire :

• décider quelles sont les variables d’intérêt à retrouver (et lesquelles ne le sont pas),
c’est-à-dire, spécifier x ;

• choisir une fonction de vraisemblance p(y|x) ;
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• choisir une distribution a priori pour x.

Nous traitons ces trois sujets dans les trois prochaines sections 3.2.1, 3.2.2, et 3.2.3 Une
fois que la distribution a posteriori sera entièrement définie, il faudra nous intéresser au
choix de l’échantillonneur, c’est-à-dire, le choix du moteur permettant de reconstruire
numériquement notre distribution cible p(x|y). C’est le sujet que nous traitons ensuite, en
section 3.3.

3.2.1 Définition des premières variables d’intérêt

Un certain nombre de variables peuvent avoir leur importance lors de la caractérisation
d’un rejet radioactif. Nous explicitons ci-dessous celles que nous considérons de prime
abord comme les plus importantes :

• le terme source, et plus précisément la fonction du débit de rejet évoluant au cours
du temps, l’objectif premier de la modélisation inverse. Cette fonction est modélisée
dans le cadre de notre problème par une fonction en escaliers comme expliqué dans
la section 1.4.1 du chapitre 1 et sur la figure 3.1. Chaque palier de cette fonction en
escaliers correspond ainsi au rejet, constant, sur un pas de temps ∆t,imp, ou impulsion,
décidé à l’avance.
Il est alors possible de définir un vecteur q, dont chaque indice, i.e., chaque impulsion
correspond à un palier de la fonction en escalier correspondante. Le pas de temps
∆t,imp doit être calculé en fonction du problème, par exemple, en fonction du pas de
temps des observations. Plus précisément, on s’intéresse dans ces travaux au vecteur
des logarithmes des débits de rejet plutôt qu’aux débits de rejet pour des raisons
expliquées dans la section 3.2.3.2 ;

• la position du rejet quand celle-ci n’est pas connue. Notons que le rejet est considéré
dans cette thèse comme ayant une seule et unique origine, stable au cours du temps.
La localisation est représentée par deux variables, les coordonnées : la longitude notée
x1 et la latitude notée x2 ;

• la matrice R de covariance de l’erreur d’observation qui est définie dans la section
suivante.

Les autres variables décrivant le rejet sont considérées comme connues pour ne pas sur-
complexifier le problème. On considère en effet la nature des radionucléides connues à
l’avance, ou encore la hauteur du rejet définie comme précisé dans le chapitre 1 en section
1.3.2.

Par conséquent et pour le moment, le vecteur des variables d’intérêt que l’on cherche à
reconstruire est

x = (x1, x2, ln q,R) (3.3)
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Figure 3.1 – Fonction de l’évolution temporelle du débit de rejet (en vert) et sa représen-
tation par une fonction en escaliers (en rouge).

avec ln q la notation pour

ln q = ln
( q
qref

)
=
[
ln
(
q1
qref

)
, ..., ln

(
qNimp

qref

)]
(3.4)

un vecteur de taille Nimp le nombre d’impulsions, et qref un débit de rejet référence, par
exemple qref = 1Bq.s−1. ln est le logarithme naturel.
Dans ces travaux, nous utiliserons les termes de vecteur source, vecteur des variables

décrivant la source, état, ou encore simplement variables pour désigner le vecteur x des
variables d’intérêt.

3.2.2 Définition de la vraisemblance

La vraisemblance est la fonction mesurant la probabilité de données y selon une paramé-
trisation x spécifique. Plus précisément, dans notre cas, la vraisemblance y|x quantifie la
différence entre les observations y, par exemple des concentrations dans l’air de radionu-
cléides, et un ensemble correspondant de concentrations modélisées à partir de l’opérateur
d’observation H et provenant de la source x : les prédictions yS. Dans ces travaux, la
notation Hx est aussi utilisée abusivement pour désigner le vecteur de prédictions.

Historiquement, la plupart des auteurs se reposent sur des statistiques gaussiennes pour
décrire la fonction de vraisemblance (Yee 2008 ; Yee et al. 2014 ; Rajaona et al. 2015 ; Tichý
et al. 2016). Un tel choix donne y|x ∼ N (Hx,R) :

p(y|x) = e−
1
2 (y−Hx)>R−1(y−Hx)√

(2π)Nobs |R|1/2
, (3.5)
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avec R la matrice de covariance d’erreur d’observation et Nobs le nombre d’observations.
Ici, |R| est équivalent à |detR|. On s’intéresse en particulier à cette matrice dans la section
3.2.3.3.

D’autres auteurs (Delle Monache et al. 2008 ; Senocak et al. 2008 ; Y. Liu et al. 2017 ;
Saunier et al. 2019 ; Dumont Le Brazidec et al. 2020), néanmoins, ont fait le choix d’utiliser
des statistiques log-normales pour quantifier la différence entre les observations et les
prédictions. La loi log-normale possède en effet deux atouts majeurs par rapport à la loi
normale :

• elle n’admet que les observations, ou prédictions associées, positives ce qui est cohérent
avec la nature de ces objets ;

• elle permet de quantifier la différence entre les observations et les prédictions cor-
respondantes de manière relative. Cela nous autorise ainsi à manier beaucoup plus
facilement des observations d’ordres de grandeur significativement différents.

Le choix de la vraisemblance est un enjeu majeur, et sera étudié dans le chapitre 5 à la
section 5.1.
Dans le cas de la loi log-normale :

y|x ∼ ln−N
(

ln
(Hx
cref

)
,R
)

(3.6)

avec cref une concentration référence, par exemple cref = 1mBq.m−3. Cela donne alors une
distribution multivariable de densité :

p(y|x) = e−
1
2 ln( y

Hx )>R−1 ln( y
Hx )√

(2π)Nobs |R|1/2
∏Nobs
i=1

yi
cref

, (3.7)

où
ln
( y
cref

)
=
[
ln
(
y1
cref

)
, ..., ln

(
yNobs

cref

)]
. (3.8)

Un problème émerge néanmoins de l’utilisation de la loi log-normale : son intolérance aux
zéros. En effet, les observations nulles (qui correspondent aux mesures en-dessous des limites
de détection) ne peuvent pas être quantifiées par des statistiques log-normales puisqu’elles
reposent en dehors de leurs domaines de définition. Pour résoudre cette difficulté, il est
nécessaire de définir un seuil yt et une fonction résultante ξt :

ξt : y→ ξt(y) = ln
(y + yt

cref

)
, (3.9)

où yt est un vecteur constant de taille Nobs : yt = yt1Nobs avec 1Nobs le vecteur unitaire de
taille Nobs. ξt est alors utilisé en lieu et place de la fonction logarithmique dans la définition
de la distribution log-normale (Y. Liu et al. 2017).
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Avant d’assigner une valeur à yt, nous devons comprendre son rôle et l’impact qu’aura
son choix.
Une très faible valeur de yt serait équivalent à donner une grande importance aux

observations nulles. Plus spécifiquement, maximiser une vraisemblance log-normale avec
un yt très petit reviendrait prioritairement à minimiser les erreurs entre les observations
nulles et les prédictions associées (ou les observations avec les prédictions associées nulles).
Plus généralement, plus la valeur de yt sera petite, plus les très petites observations auront
de la valeur dans la maximisation de la vraisemblance.

Cependant, au contraire, une valeur trop grande de yt diminuerait l’importance accordée
aux observations nulles. L’objectif est de trouver un compromis acceptable.

Figure 3.2 – Coût associé à une loi log-normale pour deux couples observation-prédiction
selon la vraisemblance. La courbe bleue décrit le coût de l’erreur entre une observation
nulle et une prédiction associée égale à 0.5 mBq.m−3. La courbe orange décrit le coût de
l’erreur entre une observation égale à 15 mBq.m−3 et une prédiction associée égale à 30
mBq.m−3.

La figure 3.2 compare le coût entre deux différences, i.e., compare l’importance donnée à
l’erreur entre une observation nulle yi et sa prédiction associée yS,i égale à 0.5 mBq.m−3,
avec l’erreur entre une observation yj égale à 15 mBq.m−3 et sa prédiction associée yS,j
égale à 30 mBq.m−3. La fonction de coût utilisée ici correspond à

Jyi,yt(yS,i) = ln2
(

yi + yt
(Hx)i + yt

)
. (3.10)

La raison pour laquelle nous comparons ces deux couples repose sur notre intuition que
les deux erreurs ln2

(
yi+yt

(Hx)i+yt

)
et ln2

(
yj+yt

(Hx)j+yt

)
devraient fondamentalement affecter la

reconstruction de la distribution a posteriori avec une force proche, c’est-à-dire que les
différences entre les couples (yi, yS,i = (Hx)i) et (yj , yS,j = (Hx)j) devraient être pénalisées
dans le même ordre de grandeur.
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Sur la figure 3.2, on observe que le coût correspondant au couple (yj , yS,j) = (15, 30)mBq.m−3

est constant et égal à 0.5, ce qui est cohérent avec la définition de ξt qui dépend
du seuil seulement pour les petites concentrations. Le coût correspondant au couple
(yi, yS,i) = (0, 0.5)mBq.m−3 suit une trajectoire exponentielle décroissante. On peut ob-
server que les deux courbes se croisent pour une valeur de seuil approximativement de
0.5 Bq.m−3. Pour des valeurs plus petites que 0.1 Bq.m−3, le coût du couple (yi, yS,i)
est largement supérieur au coût du couple (yj , yS,j). En pratique, pour des valeurs de
seuil entre 0.1 Bq.m−3 et 0.5 Bq.m−3, les différences dans l’évaluation de la source sont
très petites. Plutôt que de fixer le seuil à l’avance, une autre solution serait d’inclure son
estimation dans le cadre bayésien, comme un hyperparamètre.
Le sujet du choix du seuil est discuté plus en détails dans le chapitre 5 à la section 5.1.

3.2.3 Définitions des priors

Pour rappel, un prior est une distribution de probabilité modélisant l’information indé-
pendante du vecteur des observation que l’on souhaite intégrer au problème bayésien. Les
priors présentés ci-dessous sur les différentes variables sont considérés comme indépendants
les uns des autres. Ainsi, par exemple, le préjugé que l’on a de la position de la source d’un
rejet est indépendant du préjugé que l’on a de la forme de la fonction temporelle du rejet.

3.2.3.1 Prior sur les coordonnées

Les coordonnées d’un rejet de radionucléides sont des variables d’intérêt quand l’origine
du rejet est inconnue. Dans ce cas, il semble logique d’avoir un premier préjugé sur la
délimitation d’un domaine en dehors duquel le rejet n’a aucune chance d’être issu. Puis, il
y a un choix à faire parmi deux possibilités :

• le prior sur les coordonnées doit refléter notre impartialité et ne faire aucune hypothèse
sur l’origine du rejet. Il semble donc raisonnable d’utiliser une distribution uniforme
dans le domaine défini pour décrire notre préjugé initial :

x1, x2 ∼ U(x1,min, x1,max)× U(x2,min, x2,max) (3.11)

avec U la distribution uniforme, et (x1,min, x1,max) les longitudes min/max (ouest/est)
du domaine, et (x2,min, x2,max) les latitudes min/max (sud/nord) du domaine. Cela
donne alors :

p(x1) =


1

x1,max−x1,min
, si x1,min < x1 < x1,max;

0, sinon.
(3.12)

De même :

p(x2) =


1

x2,max−x2,min
, si x2,min < x2 < x2,max;

0, sinon.
(3.13)
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3 Bayes et le problème inverse

• le prior sur les coordonnées doit refléter notre connaissance des installations nucléaires
dans le domaine considéré. Un rejet important a en effet une probabilité très forte
de provenir d’une installation nucléaire connue. Ce serait néanmoins un prior très
erroné en cas d’activité nucléaire non déclarée ou confidentielle (militaire).

3.2.3.2 Prior sur le vecteur des débits de rejet

L’a priori sur le rejet est un a priori sur un vecteur de Nimp impulsions. Comme discuté
par Tichý et al. 2016, les impulsions sont souvent dépendantes les unes des autres, mais
nous les considérerons comme des variables aléatoires indépendantes, afin de simplifier
le problème. C’est une hypothèse très classique en modélisation inverse du terme source
(Winiarek et al. 2014 ; Rajaona et al. 2015 ; Y. Liu et al. 2017).

Le prior sur le vecteur des débits de rejet agit comme un prior de régularisation qui
résorbe les problèmes d’estimation de sources mal définis. Ce choix est en fait équivalent
au problème du choix du terme de régularisation évoqué dans le chapitre 2 et expliqué
dans la section 3.2.3.3.
Plusieurs distributions peuvent être considérées afin de régulariser le problème telles

que la distribution gaussienne tronquée (Winiarek et al. 2012 ; Tichý et al. 2016) ou des
statistiques log-normales (Y. Liu et al. 2017) qui sont utilisées pour forcer la positivité du
terme source.
Pour éviter des problèmes de symétrie, abordés dans la section 3.3.2, les variables

considérées ne sont pas les débits de rejet eux-mêmes mais les logarithmes des débits
de rejet. Par conséquent, on souhaite imposer un prior comme une loi normale sur les
logarithmes des débits de rejet, i.e.,

ln q ∼ N (ln q0,B), (3.14)

avec B la matrice de covariance des erreurs d’ébauche de la loi normale associée à la loi
log-normale et ln q0 le paramètre de position.
Puisque l’on suppose que les impulsions sont à deux à deux indépendantes, on peut

utiliser un prior gaussien sur chacun des débits de rejet indépendamment des autres. Le
prior résultant est alors le produit de ces a priori :

p (ln q) =
Nimp∏
i=1

p

(
ln qi
qref

)

=
Nimp∏
i=1

1
(2bπ)1/2

e− 1
2b

(
ln qi
qref
−ln q0

qref

)2
= 1

(2bπ)Nimp/2

Nimp∏
i=1

e− 1
2b

(
ln qi
qref
−ln q0

qref

)2
(3.15)
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3.2 Description probabiliste du problème

en supposant que la matrice B est une matrice diagonale représentée avec un seul coefficient
b.

Ce qui donne, si on suppose que le logarithme de notre ébauche est nul, i.e., ln q0
qref

= 0 :

p (ln q) = 1
(2bπ)Nimp/2

e

∑Nimp
i=1 − 1

2b

(
ln qi
qref

)2

. (3.16)

Si on applique l’opposé du logarithme à l’équation (3.16), cela conduit à un autre type
de formulation qui sera introduit en section 3.2.4 :

− ln (p (ln q)) = 1
2b

Nimp∑
i=1

(
ln qi
qref

)2
+ Nimp

2 ln(b) (3.17)

où l’on a omis les constantes de normalisation.
On peut aussi souhaiter définir le prior sur les logarithmes des débits de rejet comme

une loi gaussienne repliée (Tsagris et al. 2014).
Dans notre cas, et sur la base de considérations expliquées en section 4.1.3.1, nous avons

besoin d’un prior qui renforce significativement la contrainte sur les rejets très importants,
i.e., qui diminue significativement la probabilité de rejets très importants.

Á cette fin, la distribution gamma est très appropriée. Elle s’écrit, dans notre cas comme :

p

(
qi
qref

; k, θ
)

=

(
qi
qref

)k−1
e
− qi
qref

θ

θkΓ(k) , (3.18)

où qref = 1 Bq.s−1. k est le caractère dit de forme (shape), et θ est le caractère dit d’échelle
(scale) (Winiarek et al. 2011).

Le prior devrait être défini de sorte que le rejet total ne puisse dépasser 1018 Bq pour des
accidents mineurs. À fin de comparaison, le rejet total de 137Cs rejeté pendant l’accident
de Fukushima-Daiichi est évalué à 1016 Bq et le total d’iode 131I à 1017 Bq. Supposons
que nous travaillons avec des impulsions journalières, la limite en amplitude d’un accident
mineur devrait être 1018/86400 ≈ e30 Bq.s−1.

Dans la loi gamma, θ est le paramètre de contrôle qui nous intéresse particulièrement. θ
correspond au paramètre de diffusion de la distribution. Il doit être fixé à e30 Bq.s−1 (pour
des accident mineurs).

Comme nous considérons les logarithmes des débits de rejet en tant que variables d’intérêt,
nous devons définir notre prior sur ln q. Si X ∼ Γ(k, θ) alors :

fX(x; k, θ) = xk−1e−x/θ

θkΓ(k) I[0,+∞[(x). (3.19)

Si Y = g(X) = ln(X) alors nous avons, avec le jacobien associé dX
dY = eY :

fY (y; k, θ) = fX
(
g−1(y)

) ∣∣∣∣dxdy
∣∣∣∣

= eyke−e
y/θ

θkΓ(k) .

(3.20)
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Ce nouveau prior est parfois défini comme une distribution log-gamma. En ce qui concerne
le paramètre de forme k, fixer k > 0 est équivalent à réduire la probabilité de rejets mineurs
comme montré sur la figure 3.3 ce qui n’est pas quelque chose que nous désirons. Nous
devons par conséquent définir k << 1 car, afin que la fonction de coût associée soit définie
pour de faibles débits de rejet, le paramètre de forme k ne pouvant être nul (ni négatif).

Figure 3.3 – Coût du prior sur les logarithmes des débits de rejet pour k = 0.01, k = 1
ou k = 10.

Ainsi :

fln(q)

(
ln qi
qref

; k, θ
)

= e
k ln qi

qref e−e
ln qi
qref /θ

θkΓ(k)

=

(
qi
qref

)k
e
− qi
qref

/θ

θkΓ(k) .

(3.21)

Les deux distributions gamma et log-gamma sont fondamentalement les mêmes, mais
diffèrent sur la valeur des paramètres qui les définissent. Nous devons fixer

θ = ln(θGamma) = ln(e30) = 30. (3.22)

À titre de comparaison, un prior log-gamma avec des paramètres k, ln θ sur le vecteur des
logarithmes des débits de rejets est équivalent à un prior gamma de paramètres k − 1, θ
sur le vecteur des débits de rejet.

On peut noter qu’imposer notre ignorance sur les logarithmes des débits de rejet plutôt
que sur les débits de rejet est équivalent à admettre que nous ignorons l’ordre de grandeur
des rejets. Si nous avions un prior uniforme sur les débits de rejet eux-mêmes, nous
donnerions une probabilité beaucoup plus importante à des rejets importants qu’à de
faibles rejets.
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3.2 Description probabiliste du problème

3.2.3.3 Prior sur la matrice de covariance d’erreur d’observation

Comme précisé précédemment, nous considérons R comme une variable à échantillonner.
Par conséquent, nous devons définir un prior sur les différentes variables qui composent
cette matrice. Avant de définir ce prior, nous devons modéliser la matrice R. Notons tout
d’abord que la matrice R prend en compte les trois sources traditionnelles d’erreurs (e.g.,
Rajaona et al. 2015) :

• l’erreur de mesure, qui prend son origine dans les biais ou le bruit inhérent à la
construction des capteurs ;

• l’erreur de modélisation : la matrice H qui résout l’équation de transport, ou opérateur
d’observation, est calculée à partir des champs météorologiques et du modèle de
dispersion atmosphérique qui sont sources d’incertitudes parfois importantes ;

• l’erreur de représentation, due à l’interpolation temporelle inhérente à la repré-
sentation du rejet par une fonction en escalier et à la représentation spatiale des
observations dans la maille qui les contient.

Jusqu’au chapitre 5, nous modéliserons R comme rI avec r un réel positif. I est définie
ici comme la matrice identité, une matrice carrée de taille Nobs ×Nobs. La pertinence d’un
tel choix est étudiée puis des alternatives sont proposées dans le chapitre 5 à la section 5.2.
Dans cette partie, et pour des raisons de simplicité, nous utilisons cette approximation.

Nous pouvons maintenant définir notre a priori sur l’hyperparamètre r. Nous l’échan-
tillonnons au sein d’un cadre hiérarchique bayésien :

p(xS, r|y) = p(y|xS, r)p(xS, r)
p(y) = p(y|xS, r)p(xS|r)p(r)

p(y) = p(y|xS, r)p(xS)p(r)
p(y) , (3.23)

avec xS = (x1, x2, ln q).
Nous avons choisi d’exprimer notre ignorance sur les variances plutôt que sur les écarts

type (voir section 3.1.4.2), car ce sont les quantités que l’on manipule effectivement dans
les équations de cette thèse.

Le prior sur la variance r peut simplement être défini comme une distribution uniforme
sur R∗+ (dans les faits, on considérera plutôt une distribution uniforme sur un intervalle
défini entre 0 et une valeur très élevée, afin de rendre notre prior normalisable). Cela
donne :

p(r) =


1

rmax
, if 0 < r < rmax;

0, sinon.
(3.24)

Un prior de Jeffrey peut sembler plus approprié, car il possède la propriété d’invariance.
Un tel a priori a été proposé par Y. Liu et al. 2017.
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Dans le cas d’une variance, il est défini comme
√

1
r , if r > 0;

0, sinon.
(3.25)

Ainsi, un tel prior favorise les variances plus petites. Nous verrons dans le chapitre 5 que
nous sous-estimons grandement la variance de vraisemblance r. Utiliser ce prior réduirait
une valeur déjà sous-estimée, et donc nous ne pouvons utiliser ce prior sans dégrader encore
la qualité de notre distribution a posteriori.

3.2.4 Équivalences entre formulations variationnelles et bayésiennes

Maintenant que nous avons défini les variables d’intérêt, les priors associés, et la fonction
de vraisemblance, et avant de présenter la méthode d’échantillonnage que nous utiliserons,
nous proposons dans cette partie de comparer les formulations variationnelles décrites dans
le chapitre 2 et bayésiennes décrites dans ce chapitre.
Nous avons défini la distribution de vraisemblance et les priors ce qui nous permet

d’accéder à la distribution a posteriori : la distribution jointe de

x =
(
x1, x2, ln

q1
qref

, ..., ln
qNimp

qref
, r

)
(3.26)

dépendante de y. Nous montrons dans cette sous-section que les formulations variation-
nelles et probabilistes sont en fait équivalentes, et sont simplement inférées à partir d’un
paradigme différent (en fait, un paradigme variationnel moins rigoureux). Autrement dit,
les formulations du problème en fonctions de probabilité ou en fonctions de coût sont
équivalentes.
Pour montrer cette équivalence, nous redéfinissons la fonction de coût

J introduite dans le chapitre 2 comme

J : x→ J (x) = − ln p(x,y)
= − ln p(x|y)p(y)
= − ln p(y|x)− ln p(x),

(3.27)

qui correspond à la partie variable en x de la distribution a posteriori p(x|y). On notera
dans la suite J (x) le coût d’une source x.

Supposons maintenant que nous décrivons la vraisemblance à partir de statistiques
gaussiennes, que nous imposons un prior gaussien sur les débits de rejet, et uniforme sur les
coordonnées et la variance de la fonction de vraisemblance. Dans ce paragraphe, le vecteur
source est ainsi défini comme :

x = (x1, x2,q, r). (3.28)
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Dans ce cas, la distribution a posteriori s’écrit

p(x|y) ∝e
− 1

2 (y−Hx)>R−1(y−Hx)√
(2π)Nobs |R|1/2

e−
1
2 q>B−1q

|B|1/2(
√

2π)Nimp

1
rmax

1r>0

× 1
x1,max − x1,min

1x1∈[x1,min,x1,max]
1

x2,max − x2,min
1x2∈[x2,min,x2,max].

(3.29)

Le coût d’une source étant calculé à partir du logarithme de sa probabilité, il n’est défini
que pour des probabilités non nulles. On ne dérive donc pas le coût associé aux fonctions
indicatrices. Nous expliquons pourquoi ça ne pose pas de problèmes en section 3.3.2.1. La
fonction de coût associée s’écrit alors

J (x) = 1
2(y−Hx)>R−1(y−Hx) + Nobs

2 ln (2π) + 1
2 ln |R|

+ 1
2q>B−1q + Nimp

2 ln (2π) + 1
2 ln |B|

+ ln(rmax) + ln(x1,max − x1,min) + ln(x2,max − x2,min).

(3.30)

Les coûts de sources x seront uniquement calculés dans le cadre d’une comparaison avec les
coûts d’autres sources. On peut donc retirer de la formule tous les paramètres indépendants
de x qui sont dans le cadre des probabilités des constantes de normalisation. Cela donne,
en multipliant par deux la fonction de coût :

J (x) = (y−Hx)>R−1(y−Hx) + ln |R|+ q>B−1q + ln |B|. (3.31)

En considérant R constant, i.e., x = (x1, x2,q), ln |R| devient une constante de normalisa-
tion et donc :

J (x) = (y−Hx)>R−1(y−Hx) + q>B−1q, (3.32)

ce qui est exactement la formulation variationnelle par les moindres carrés avec régularisation
de Tikhonov présentée dans le chapitre 2.

Si nous définissons maintenant la vraisemblance avec des statistiques log-normales et
un seuil yt, et le prior sur les logarithmes des débits de rejet comme une distribution
log-Gamma, la distribution a posteriori s’écrit

p(x|y) ∝ e
− 1

2 ln
(

y+yt
Hx+yt

)>
R−1 ln

(
y+yt

Hx+yt

)
√

(2π)Nobs |R|1/2
∏Nobs
i=1

yi
cref

Nimp∏
j=1

(
qj
qref

)k
e
−
(

qj
qref

)
/θ

θkΓ(k) (3.33)

où nous n’avons cette fois pas dérivé les coûts associés aux priors sur les coordonnées ou la
variance de l’erreur d’observation par souci de simplicité. La partie de la fonction de coût
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associée au prior s’écrit

Jprior (ln q) = − ln
Nimp∏
j=1

(
qj
qref

)k
e
−
(

qj
qref

)
/θ

θkΓ(k)

=
Nimp∑
j=1

(
−k ln

(
qj
qref

)
+
(
qj
qref

)
/θ + k ln(θ) + ln Γ(k)

)
,

(3.34)

tandis que le coût associé à la vraisemblance s’écrit

Jlikelihood(x) = − ln e
− 1

2 ln
(

y+yt
Hx+yt

)>
R−1 ln

(
y+yt

Hx+yt

)
√

(2π)Nobs |R|1/2
∏Nobs
i=1

(
yi+yt
cref

) , (3.35)

c’est-à-dire :

Jlikelihood(x) = 1
2 ln

( y + yt
Hx + yt

)>
R−1 ln

( y + yt
Hx + yt

)
+ Nobs

2 ln
(
2π
)

+ 1
2 ln

∣∣∣R∣∣∣+ Nobs∑
i=1

ln
(
yi + yt
cref

)
.

(3.36)

Les hyperparamètres θ, k, Nobs et l’ensemble des observations y sont tous définis anté-
rieurement à la reconstruction bayésienne de la source. En retirant toutes les parties de
normalisation, c’est-à-dire celles non-connexes à x on obtient

J (x1, x2, ln q,R) = Jlikelihood (x1, x2, ln q, r) + Jprior (x1, x2, ln q, r)

= 1
2 ln

( y + yt
Hx + yt

)>
R−1 ln

( y + yt
Hx + yt

)

+
Nimp∑
j=1

(
−k ln

(
qj
qref

)
+
(
qj
qref

)
/θ

)
+ 1

2 ln
∣∣∣R∣∣∣.

(3.37)

Si de plus, on modélise R par rI :

J (x1, x2, ln q,R) = 1
2r ln

( y + yt
Hx + yt

)>
ln
( y + yt

Hx + yt

)

+
Nimp∑
j=1

(
−k ln

(
qj
qref

)
+
(
qj
qref

)
/θ

)
+ Nobs

2 ln
(
r
) (3.38)

qui est la fonction de coût utilisée en section 3.4 et dans le chapitre 4.

Pour terminer, nous dérivons le coût d’un prior gaussien sur les logarithmes des débits
de rejet qui est utilisé plus tard dans le chapitre 6.

p (ln q) = e−
1
2 ln q>B−1 ln q

|B|1/2(2π)Nimp/2
, (3.39)
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où Nimp est le nombre d’impulsions, défini comme le nombre de débits de rejet indépendants
du temps, c’est-à-dire, la taille du vecteur q. Le coût correspondant s’écrit alors :

Jprior (ln q) = 1
2 ln q>B−1 ln q + 1

2 ln |B|

= 1
2b ln q> ln q + Nimp

2 ln |b|,
(3.40)

avec B = bI.

Maintenant que le problème bayésien est totalement défini, c’est-à-dire que la distribution
conditionnelle p(x|y) est défini, nous nous intéressons à la manière dont nous allons
reconstruire cette distribution. Dans la prochaine partie, on s’intéresse à l’échantillonnage
par méthodes MCMC.
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3.3 Méthodes de Monte-Carlo par Chaînes de Markov

Dans cette section, nous présentons les méthodes de Monte Carlo par Chaînes de Markov
(MCMC). Les méthodes MCMC sont une classe de méthodes d’échantillonnage (e.g., Gilks
et al. 1995) reposant sur le parcours de chaînes de Markov ayant pour loi stationnaire une
distribution que l’on désire échantillonner.
Une chaîne de Markov (Qt)t∈T est un modèle stochastique décrivant une suite d’évène-

ments possibles (ou de variables aléatoires) où la probabilité de chaque évènement dépend
uniquement de l’état lié à l’évènement précédent. Plus précisément :

P (Qt+1|Q1:t) = P (Qt+1|Qt). (3.41)

Les chaînes de Markov, construites d’une certaine manière, peuvent converger vers une
distribution cible. Le principe des méthodes MCMC est de construire une chaîne de Markov
qui converge vers la distribution a posteriori désirée p(x|y). De ce fait, par succession de
marches aléatoires, une telle chaîne de Markov va échantillonner la distribution invariante.
Un nombre suffisant d’échantillons suffit alors à décrire p(x|y).

3.3.1 L’algorithme Metropolis-Hastings

L’algorithme de Metropolis-Hastings (MH) est une méthode MCMC particulièrement
populaire (Hastings 1970). L’algorithme repose sur la théorie des processus de Markov qui
établit deux conditions nécessaires à l’existence et l’unicité d’une distribution stationnaire
vers laquelle la chaîne de Markov convergerait :

• l’ergodicité du processus Markovien, afin d’assurer l’unicité de la distribution inva-
riante ;

• la balance détaillée, condition suffisante, mais non nécessaire, qui assure l’existence
de la distribution stationnaire.

L’algorithme de Metropolis-Hastings repose sur l’idée de construire le processus Markovien
à partir de la condition de la balance détaillée. Appelons Py : x→ p(x|y) la distribution
cible, et x′ un ensemble de variables engendré à partir d’un autre ensemble de variables x,
la balance détaillée s’écrit :

Py(x′|x)Py(x) = Py(x|x′)Py(x′). (3.42)

On peut décomposer la probabilité Py(x′|x) d’engendrer x′ à partir de x comme le
produit de deux composants :

Py(x′|x) = g(x′|x)Ay(x′|x), (3.43)

avec g la probabilité que le vecteur x′ soit proposé par notre processus Markovien étant
donné l’état actuel x, et Ay la probabilité que le vecteur x′ soit accepté étant donné l’état
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courant x. On a alors :
Ay(x′|x)
Ay(x|x′) = Py(x′)g(x|x′)

Py(x)g(x′|x) . (3.44)

Pour respecter la condition de la balance détaillée, il faut donc que la probabilité d’ac-
ceptation Ay soit définie de manière à satisfaire l’égalité de l’équation (3.44). Un choix
classique est

Ay(x′|x) = min
(

1, Py(x′)g(x|x′)
Py(x)g(x′|x)

)
= min

(
1, p(x

′|y)g(x|x′)
p(x|y)g(x′|x)

)
. (3.45)

On peut dériver l’algorithme de Metropolis-Hastings à partir de cette définition. La chaîne
de Markov est initialisée avec un ensemble de variables initial x et on itère suivant trois
étapes :

• engendrer un nouveau candidat x′ à partir de l’état précédent xi et en fonction de la
probabilité de transition (prédéfinie) g : x→ x′ ;

• calculer le taux d’acceptation correspondant αy(x′|xi) dérivé de l’équation (3.44) :

αy(x′|xi) = p(y|x′)p(x′)g(xi|x′)
p(y|xi)p(xi)g(x′|xi)

; (3.46)

où l’on peut noter que la connaissance de p(y) n’est pas nécessaire car s’annulant
dans la définition du taux d’acceptation ;

• accepter ou rejeter le candidat :

– engendrer u ∼ U(0, 1) ;

– si u ≤ αy(x′|xi) : accepter et fixer xi+1 = x′ ;

– si u > αy(x′|xi) : rejeter et fixer alors xi+1 = xi.

Les échantillons représentant la distribution à échantillonner sont alors les états successifs
xi de la chaîne de Markov engendrés puis acceptés tout au long de la procédure. Dans la
suite, on choisira systématiquement des probabilités de transition g symétriques afin de
simplifier les équations.
L’algorithme de Metropolis-Hastings peut aisément être transposé dans le cadre varia-

tionnel, si l’on note que la condition d’acceptation associée est définie comme

ln(u) ≤ ln(α) = J (x)− J (x′), (3.47)

si l’on utilise des probabilités de transition réversibles, c’est-à-dire :

∀xi,x′, g(xi|x′) = g(x′|xi). (3.48)

Puisque ln(u) ≤ 0, on peut par exemple noter qu’un candidat est toujours accepté dans le
cas où son coût est inférieur au coût de l’état précédent.
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Finalement, il doit être noté que dans la procédure MCMC d’échantillonnage, les premiers
échantillons ne sont en général pas utilisés. Ces premiers échantillons représentent le "burn-
in", c’est-à-dire qu’ils sont "brûlés" afin de laisser le temps aux chaînes de Markov d’entrer
dans une région à forte probabilité, un endroit où les états de la chaîne de Markov sont
plus représentatifs de la distribution invariante.

x

x1 x2 lnq r

x′

x′1 x′2 lnq′ r′

αy(x′,x) = p(x′|y)
p(x|y)

u ∼ U(0, 1)

u < αy(x′,x)

u > αy(x′,x)

x = x′

x = x

x′1 ∼ Pg(·|x1)∼ Pg(·|x2)∼ Pg(·| lnq) ∼ Pg(·|r)

Proposition : x′ engendré à partir de x avec g Calcul du taux d’acceptation Accepter ou rejeter le candidat

Figure 3.4 – Algorithme de Metropolis-Hastings pour un état x = (x1, x2, ln q, r).

3.3.2 Définition des probabilités de transition

Il est nécessaire de définir les probabilités de transition utilisées dans la stratégie
d’échantillonnage. On peut noter que, sous réserve de la bonne application de l’algorithme,
le choix des distributions de probabilité de transition n’a pas d’impact sur la nature de
la distribution invariante échantillonnée. Cependant, l’efficacité, à savoir, la rapidité de
l’algorithme à converger puis à tirer suffisamment d’échantillons, repose en grande partie
sur le choix des probabilités de transition.

La réversibilité des probabilités de transition, g(x|x′) = g(x′|x), est un atout dans cette
recherche d’efficacité. Un grand nombre de distributions partagent cette propriété. Nous
utilisons la loi normale repliée ou la loi gaussienne pour définir nos propres transitions. La
densité de probabilité de la loi normale repliée est :

f(x;µ, σ2) = 1√
2πσ2

(
e−

(x−µ)2

2σ2 + e−
(x+µ)2

2σ2

)
1{x≥0}, (3.49)

avec µ la moyenne de la distribution et σ2 la variance de la loi normale associée. La
distribution normale repliée basique est repliée en 0, mais on peut tout à fait définir une
distribution similaire repliée sur un autre point.

Le raisonnement qui sous-tend l’utilisation de cette distribution est le suivant : supposons
que nous échantillonnons à partir d’une variable positive x, ce qui signifie que nous avons
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fixé une probabilité a priori au préalable sur x telle que p(x ≤ 0) = 0. Avec un tel prior,
une étape MH faisant une proposition x′ négative serait systématiquement une étape
perdue puisque la proposition serait systématiquement rejetée. Ce serait donc une perte de
temps. En fixant une distribution normale repliée comme probabilité de transition de x, on
s’assure que la proposition x′ ne sera jamais négative. Par conséquent, du temps de calcul
est épargné.

On note que les probabilités de transition suivantes sont définies indépendamment pour
chaque composante du vecteur source x de sorte que pour deux variables w et v décrivant
la source x, on a :

g((w′, v′)|(w, v)) = g(w′|w)g(v′|v). (3.50)

3.3.2.1 Probabilité de transition des coordonnées

Lorsque l’emplacement de la source est inconnu, la probabilité de transition sur la coor-
donnée longitude x1 ou la coordonnée latitude x2 peut être décrite comme une distribution
gaussienne repliée avec un écart-type σx1 ou σx2 et de telle sorte que les coordonnées soient
limitées dans le domaine où nous supposons que la source est possiblement située. Cela
veut dire que nous procédons à deux pliages de la loi normale. Ces limites dépendent
nécessairement du cas étudié. En pratique, on utilisera σx1 = σx2 .

Puisque nous sommes sur un domaine fini, et que la loi normale repliée est une distribution
définie sur un domaine infini, la distribution de transition que nous utilisons n’est pas
exactement une distribution normale repliée. En pratique, puisque notre domaine de
définition des coordonnées est bien plus grand que nos variances de transition, cela n’a
aucune conséquence.

3.3.2.2 Probabilité de transition des logarithmes des débits de rejets

En ce qui concerne la probabilité de transition du terme source, supposons tout d’abord
que nous utilisons le vecteur des débits de rejets q comme variable. En raison de la large
gamme de valeurs que les rejets peuvent avoir, les statistiques log-normales sont très
pratiques. Elles ont en outre l’avantage d’assurer la positivité des rejets. Par conséquent,
on peut utiliser une distribution log-normale à plusieurs variables :

q′|qi ∼ log−N (ln (qi) ,Σq) , (3.51)

avec q′ la proposition tirée à partir de qi, et Σq la matrice de covariance associée. Dans ce
cas, nous avons :

g(qi+1|qi) = e
− 1

2 ln
(

qi+1
qi

)>
Σq−1 ln

(
qi+1

qi

)
(2π)

Nimp
2 |Σq|1/2

∏Nimp
j=1

qji+1
qref

, (3.52)
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avec Σq qui peut être considérée comme diagonale, puisque l’on suppose que les rejets
sont deux à deux indépendants, et égal à σqI. En conséquence, chaque impulsion dépend
uniquement de sa valeur précédente. Cela entraîne

g(qi+1|qi)
g(qi|qi+1) =

∏Nimp
j=1 qji∏Nimp
j=1 qji+1

, (3.53)

qui fait apparaître une dissymétrie qui doit être prise en compte dans la définition du
taux d’acceptation de l’algorithme MH, et qui en pratique ralentit l’algorithme. Cette
dissymétrie explique pourquoi nous avons choisi d’utiliser les logarithmes des débits de
rejet plutôt que les débits de rejet eux-mêmes comme variables. Il est aussi plus aisé de
travailler sur les débits de rejet en ordre de grandeur.
On utilisera une probabilité de transition gaussienne de variance unique et commune

σln q pour chaque logarithme d’un débit de rejet.

Le choix d’une distribution Gamma pourrait aussi être considéré :

qi+1|qi ∼ Γ
(

qi
σq
,Σq

)
, (3.54)

avec Σq = σqI et ainsi E[qi+1|qi] = qi
σq
σq = qi.

3.3.2.3 Probabilité de transition de la variance des erreurs d’observation

Dans le cas où nous modélisons R comme une matrice proportionnelle à la matrice
identité R = rI, la probabilité de transition de l’hyperparamètre r doit assurer sa positivité.
Les statistiques log-normales sont là encore bien adaptées mais, contrairement aux rejets,
la plage de valeurs au sein de laquelle l’hyperparamètre r évolue est très restreinte. En
effet, R est la matrice de covariance d’une distribution log-normale et, en tant que telle, r
est un paramètre sans dimension représentant la variance des erreurs entre les observations
et les prédictions. De fait, l’ordre de grandeur de r reste globalement le même. Nous avons
choisi d’utiliser une distribution normale repliée définie dans les sections précédentes.

3.3.2.4 Définition des variances des probabilités de transition

Il reste à définir les variances de nos différentes probabilités de transition, à savoir choisir
σx1 , σx2 , σln q, σr. Pour définir ces variances, une façon classique de procéder est de les
choisir de telle sorte que le taux d’acceptation converge vers une valeur proche de 0.234, qui
est le taux d’acceptation optimal pour accélérer la convergence sous certaines hypothèses
(Roberts et al. 1997).

L’idée est donc de suivre le principe de Boucles d’or : les variances doivent être définies
ni trop grandes, sinon le taux d’acceptation serait trop bas, ni trop hautes, sinon le taux
d’acceptation serait trop élevé.
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On peut noter que le choix de ces variances n’affecte que la vitesse de convergence des
chaînes de Markov, et non la forme des distributions invariantes reconstruites.
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3.4 Application à l’évènement de détection de ruthénium 106
en Europe en 2017

Dans cette partie, nous allons appliquer les méthodes de modélisations inverses bayé-
siennes du terme source introduites dans ce chapitre afin de reconstruire les distributions a
posterori des variables décrivant la source d’un rejet d’origine inconnue de ruthénium 106,
ou 106Ru, en Europe en automne 2017.

3.4.1 Description du rejet de 106Ru d’origine inconnue

Nous introduisons ici l’évènement qui constituera notre cas d’application dans les chapitres
3, 4, et dans la majeure partie du chapitre 5.

3.4.1.1 Contexte

Au cours des mois de septembre et octobre 2017, de petites quantités de 106Ru ont
été détectées en Europe par plusieurs réseaux impliqués dans la surveillance de la conta-
mination radioactive atmosphérique. Bien que les niveaux de concentration de quelques
milliBecquerels par mètre cube d’air aient été trop faibles pour poser un problème sanitaire
ou environnemental, la détection à une échelle continentale a suggéré que le terme source
devait être assez élevé.

L’emplacement de la source n’étant pas confirmé, des recherches ont été effectuées pour
retrouver la zone de rejet, estimer la quantité de 106Ru rejetée, ainsi que l’heure et la durée
du rejet. Plusieurs autorités de sûreté nucléaire dont l’IRSN soupçonnent le complexe
nucléaire de Maïak, située en Fédération de Russie, d’être la source du rayonnement (Saunier
et al. 2019).

3.4.1.2 Travaux

Plusieurs méthodes ont été utilisées pour estimer la source du 106Ru :

• I. Kovalets et Romanenko 2017 et I. V. Kovalets et al. 2020 proposent de retrouver
l’emplacement de la source en se basant sur des méthodes par corrélations entre les
observations et l’ensemble de prédictions correspondantes produites par le modèle ;

• Sørensen 2018 applique des techniques de modélisation inverse pour retrouver la
source et le moment du rejet ;

• la source est reconstituée dans les travaux de Shershakov et al. 2019 en simulant la
transition inversée dans le temps des traceurs à partir de sources virtuelles situées
sur les sites de mesure : l’emplacement le plus probable est évalué dans le sud ou le
centre de l’Oural ;
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• Saunier et al. 2019 appliquent des méthodes de modélisation inverse pour reconstruire
la source de 106Ru en utilisant des techniques variationnelles, et identifient le sud de
l’Oural comme étant le lieu géographique le plus probable de l’accident pour un rejet
total de 250 TBq ;

• la localisation, le terme source et les erreurs sont également reconstruites par Dumont
Le Brazidec et al. 2020, Tichý et al. 2020 et Western et al. 2020 en utilisant des
méthodes bayésiennes.

3.4.1.3 Jeu de données

L’ensemble complet des données d’observation (> 1000 mesures de concentration atmo-
sphérique de 106Ru en septembre et octobre 2017) est décrit dans le travail de Masson
et al. 2019. Le 106Ru a été observé à des niveaux de concentration allant de quelques
microBecquerels par mètre cube d’air à plus de 170 miliBecquerels par mètre cube d’air en
Roumanie. Seules les stations situées les plus à l’ouest en Europe (Portugal, Espagne et
Irlande) n’ont pas détecté de 106Ru. Au total, 31 pays du continent européen ont reporté
des concentrations de 106Ru positives (Masson et al. 2019 ; Saunier et al. 2019).
La période d’échantillonnage de l’air n’est pas systématiquement la même dans les

différents pays. Elle varie entre 11 heures (en Roumanie) et 3 mois (en Russie). Il y a
également une grande variabilité dans la limite de détection des capteurs, i.e., le seuil de
concentration en dessous duquel un capteur ne mesure rien comme expliqué en section
2.1.2 du chapitre 2. Elle est très faible en France (moins de 1 µBq.m−3), mais plus élevée
en Allemagne ou en Roumanie. La limite de détection d’un capteur est très corrélée à
sa période de prélèvement. Les périodes de prélèvement en Roumanie sont courtes et
les limites de détection sont ainsi élevées. C’est le contraire en France où la période de
prélèvement peut atteindre une semaine.

La figure 3.5 reporte les valeurs maximales de concentration atmosphérique observées en
Europe (Masson et al. 2019). Notez qu’outre les observations de concentration atmosphé-
rique, des mesures de dépôt ont été recueillies par plusieurs pays européens. Néanmoins,
étant donné le nombre limité d’observations de dépôt par rapport au nombre d’observations
de concentration atmosphérique, nous ne prendrons pas en compte les mesures de dépôts
dans cette étude. L’ensemble des données d’observation utilisé est décrit en détail et est
disponible publiquement dans les travaux de Masson et al. (2019).

3.4.1.4 Modélisation de l’opérateur d’observation H

La dispersion atmosphérique du panache de 106Ru est simulée à l’aide du modèle eulérien
ldX décrit dans le chapitre 1. Les principaux paramètres physiques du transport sont établis
sur la base de travaux antérieurs (Saunier et al. 2019). Ils sont décrits pour la plupart en
section 1.3.2 du chapitre 1 et sont rappelés dans le tableau 3.1. Pour réaliser les simulations
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Figure 3.5 – Concentrations atmosphériques maximales de 106Ru en mBq.m−3 observées
en Europe en automne 2017. Les points bleus correspondent à des concentrations inférieures
à la limite de détection.

de cette section, de la partie 4.1.3 du chapitre 4 et de la section 5.4 du chapitre 5, nous
utilisons des données météorologiques provenant de deux sources :

• données Météo-France de réanalyse calculées à partir du modèle numérique ARPEGE
(Pailleux et al. 2000). Ces données sont celles utilisées par défaut en opérationnel à
l’IRSN ;

• données CEPMMT (Centre européen pour les prévisions météorologiques à moyen
terme) ou ECMWF (European Centre for Medium-Range Weather Forecasts), de
réanalyse ERA5 HRES (Vitart et al. 2019). Les données ECMWF sont en général
décrites sur des maillages plus fins.

L’un des derniers ensembles de données météorologiques publiés par ECMWF est l’en-
semble de données ERA5 produit par assimilation de données 4D-Var et EDA (Ensemble
Data Assimilation) à l’aide du système intégré de prévision (IFS) de ECMWF, avec 137
niveaux hybrides sigma/pression dans la verticale. Les données consistent principalement
en des analyses et des prévisions de 18 heures initialisées à 06 et 18 UTC. Les champs sont
obtenus en utilisant le système de requête MARS de ECMWF. L’ensemble de données
ERA5 est composé

• d’une réalisation haute résolution (HRES) ;
• d’un ensemble de dix membres à résolution réduite provenant de l’EDA. La prévision

d’ensembles est une méthode de prévision numérique que l’on utilise pour engendrer
un échantillon représentatif d’un système dynamique.

78



3.4 Application à l’évènement de détection de ruthénium 106 en Europe en 2017

L’ensemble de dix membres sera exploité dans le chapitre 5 en section 5.4. Dans cette
section, qui est une introduction aux résultats qui seront présentés en section 4.1.3 du
chapitre 4, nous n’utilisons que les données Météo-France.

ARPEGE Météo-France ECMWF ERA5

Domaine de calcul [6◦W; 70◦E] et [34◦N ; 68◦N]
Résolution horizontale 0.5◦ × 0.5◦ 0.28125◦ × 0.28125◦

Résolution verticale 11 couches de 0 à 4400m 15 couches de 0 à 8000m
Résolution temporelle 3 heures 1 heure
Mélange vertical Paramétrisation de Louis (K-diffusion) (Louis 1979)
Mélange horizontal Coefficient de diffusion des tourbillons horizontaux nul
Lessivage λ = Λ0p0, où Λ0 = 5.10−5h.(mm.s)−1 et p0 est l’intensité

des précipitations (Baklanov et Sørensen 2001)
Dépôt sec Vitesse de dépôt sec vd = 2.10−3 m.s−1

Table 3.1 – Principales caractéristiques de configuration des simulations pour l’évènement
de détection du 106Ru. L’étendue du domaine et les paramètres relatifs à la dispersion du
modèle sont les mêmes pour les deux sources de données météorologiques.

Les simulations du modèle commencent le 22 septembre 2017 à 00.00 UTC et se terminent
le 13 octobre 2017 (heure de la dernière observation). Nous supposons que le rejet s’est
produit au niveau du sol entre 0 et 120 mètres. Le domaine sera limité à un rectangle en
coordonnées latitude-longitude s’étendant de l’ouest de l’Europe à l’est du Kazakhstan.
Ceci fait suite à des travaux précédents (Saunier et al. 2019), qui excluaient la possibilité
que la source soit située ailleurs à partir de la répartition des mesures.

Comme précisé antérieurement, on suppose que tous les paramètres décrivant la source
(composition des radionucléides, hauteur du rejet, etc.) sont connus, à l’exception du
terme source q et des coordonnées x1, x2 de la source. De même, si on a montré que
l’opérateur d’observation calculé H s’échelonne linéairement avec le vecteur des rejets
(H(x1, x2,q)1q = H(x1, x2,1q)q) et, de cette façon, peut être calculé indépendamment de
q, il n’existe pas de relation particulière entre les opérateurs d’observation de deux lieux de
coordonnées différentes. Par conséquent, pour gagner du temps de calcul, le domaine spatial
est subdivisé en mailles régulières de résolution 2◦ × 2◦, où un ensemble d’opérateurs
d’observation {Hk} seront calculés aux nœuds, qui correspondent aux points bleus de la
figure 3.6. De cette façon, l’opérateur d’observation H(x1, x2,1) du produit H(x1, x2,1)q
sera déterminé comme une interpolation bilinéaire de ces Hk pré-calculés.

Le vecteur des débits de rejet q est défini comme un vecteur de sept débits de rejet
quotidiens uniformes allant du 22 au 28 septembre 2017. En effet, Saunier et al. 2019
estiment que le 106Ru a principalement été rejeté le jour du 26 septembre, ce qui motive
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Figure 3.6 – La boîte noire correspond au domaine de recherche de la source du 106Ru.
Pour chaque point bleu de coordonnées (x1, x2), un opérateur d’observation correspondant
H(x1, x2,1) est calculé.

donc notre choix. Nous reconstituons ainsi sept composantes indépendantes temporellement
(q22, ..., q28), chaque composante correspondant à une émission uniforme. Les sept variables
de débits de rejet sont initialisées aléatoirement dans [0 Bq.s−1, 1010 Bq.s−1].

Les autres variables sont initialisées aléatoirement dans l’espace des états possibles : plus
précisément, les coordonnées sont initialisées aléatoirement dans le domaine
[[6◦W; 70◦E]; [34◦N; 68◦N]], qui correspond au domaine où les données météorologiques sont
définies. La variance unique r de la matrice de covariance des erreurs d’observations R est
initialisée aléatoirement dans l’intervalle [1, 20].

Nous avons choisi σx = 0.3, σln q = 0.05 et σr = 0.03. Puisque chaque variance a un effet
levier sur le taux d’acceptation final, de nombreuses combinaisons de (σx, σq, σr) satisfont
ce taux d’acceptation optimal. Ce choix spécifique a été fait à partir d’expérimentations
pour accélérer la convergence (de sorte à se rapprocher du taux d’acceptation théorique
optimal évalué à 0.234).

La chaîne de Markov procède pendant 5× 105 itérations, ou marches aléatoires.
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3.4.2 Résultats

L’algorithme de Metropolis-Hastings est appliqué pour retrouver la source du 106Ru.
Nous présentons ci-dessous les résultats de cette première application.

Figure 3.7 – Distribution jointe des variables de coordonnées échantillonnées à l’aide
d’un algorithme MH avec initialisation en Angleterre des variables de coordonnées (a) et
initialisation aléatoire des variables de coordonnées (b).

Les deux histogrammes des deux figures 3.7 sont construits en utilisant l’algorithme MH
pour deux initialisations différentes. La figure 3.7.a est construite à partir d’une initialisation
en Angleterre, tandis que la figure 3.7.b est construite à partir d’une initialisation aléatoire.

On observe que les histogrammes reconstruits sont très différents. Autrement dit, les
échantillons récupérés avec nos chaînes de Markov sont fortement influencés par leur
initialisation, même après plusieurs centaines de milliers d’itérations. Ils apparaissent en
fait être capturés dans des bassins de minima locaux, indépendamment de la taille des
pas des sauts, i.e., des variances de probabilité de transition choisies. L’apparition des
minima locaux liée à la prise en compte des variables coordonnées est souvent due à un
manque d’information. Ici, ce manque d’information vient d’une mauvaise répartition
des observations. À cause de ces minima locaux, notre distribution invariante p(x|y) ne
peut pas être échantillonnée correctement en temps opérationnel, nous devons accélérer la
convergence de l’algorithme MH.
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L’accélération de la convergence de l’algorithme d’échantillonnage est le sujet du prochain
chapitre, où nous allons étudier deux méthodes :

• l’algorithme MCMC du parallel tempering, adapté à partir de l’algorithme de
Metropolis-Hastings,

• puis la méthode de la descente de Stein à gradient variable.
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Dans ce chapitre, nous étudions et appliquons plusieurs méthodes pour résoudre les
problèmes de minima locaux rencontrés dans le chapitre précédent. Plus précisément :

• nous utilisons d’abord un algorithme MCMC basé sur l’algorithme de Metropolis-
Hastings et le principe de température : le parallel tempering ;

• ensuite, dans une seconde partie, nous étudions une nouvelle méthode d’échantillon-
nage : la descente de Stein à gradient variable.
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4.1 Le parallel tempering

4.1.1 Etat de l’art sur l’accélération de la convergence des MCMC

Les méthodes de Monte-Carlo par chaînes de Markov sont souvent exposées à des
problèmes de convergence qui peuvent être dues à :

• des minima locaux, comme discuté dans le chapitre 3 en section 3.4.2 ;

• des variables dont l’ordre de grandeur change. Si la variance de la probabilité de
transition d’une variable est constante, alors elle peut être inadaptée à un changement
en ordre de grandeur de cette variable ;

• un domaine de définition des variables à échantillonner trop grand par rapport au
domaine qui sera effectivement échantillonné. Si le domaine d (où la probabilité a
posteriori p(x|y) est élevée) est beaucoup plus petit en ordre de grandeur que le
domaine complet D (où est évalué la source), alors :

– la variance de transition peut être trop grande pour échantillonner finement
dans d ;

– la variance de transition peut être trop petite pour explorer rapidement D.

Dans la suite, nous décrivons plusieurs catégories de méthodes pour résoudre ces pro-
blèmes (Robert et al. 2018) :

• les algorithmes Multiple try MCMC, qui constituent un ensemble d’approches reposant
sur la proposition de multiples candidats à chaque étape du MCMC pour améliorer
la sélection du prochain état de la chaîne (Martino et al. 2016) :

– par exemple, la stratégie de Delaying rejection, qui est basée sur l’algorithme
de Metropolis-Hastings, propose à chaque transition de tirer un candidat issu
d’une succession de propositions aléatoires plutôt que d’une seule et unique
proposition ;

– Jacob et al. (2011) et Haario et al. (2006), ou Martino et al. (2016) proposent
des méthodes basées sur l’utilisation de chaînes multiples avec des points de
départ multiples interagissant entre elles ;

• les chaînes MCMC adaptatives, qui sont des chaînes où les covariances des distri-
butions de transition ne sont pas constantes, et sont donc amenées à évoluer au
cours de l’échantillonnage. Plus précisément, la covariance est généralement recalcu-
lée à partir des échantillons précédents. Ces méthodes sont explorées dans Haario
et al. (2001) et Roberts et Rosenthal (2009). Craiu et al. (2009) utilisent plusieurs
chaînes (presque) indépendantes pour échantillonner, et mettent à jour la matrice de
covariance commune empirique à partir des échantillons de ces différentes chaînes ;
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• les méthodes basées sur le principe du tempering. Ce principe repose sur l’idée
d’aplatir la densité de probabilité de la distribution a posteriori. Une chaîne de
Markov explorant un territoire aplati se déplace plus facilement, et la probabilité
qu’elle reste coincée dans un minimum local diminue de facto.
On peut noter qu’une chaîne de Markov qui se déplace sur un tel territoire échan-
tillonne la distribution de probabilité a posteriori tempérée p(x|y) 1

T , aplatie grâce à
un terme T dit de température, plutôt que la distribution de probabilité a posteriori
p(x|y).
Le choix de la valeur de T a une grande influence sur l’efficacité de l’échantillonnage :
plus T est élevé, plus les minima locaux sont plats et larges. Par conséquent, plus la
valeur de T est élevée, plus l’échantillonneur a de chances de passer d’un minimum
local à un autre. Des méthodes utilisant le principe du tempering sont décrites dans
Gilks et al. (1995) ou Craiu et al. (2009) qui mettent à jour le terme de température
de leur système en utilisant un critère pour évaluer le degré de convergence de la
chaîne.

On pourrait aussi citer beaucoup d’autres méthodes, la littérature sur le sujet étant vaste,
comme le Monte-Carlo Hamiltonien où la corrélation entre les états échantillonnés successifs
est réduite. Craiu et al. (2009) proposent des méthodes pour améliorer l’initialisation des
chaînes. Par exemple, l’utilisation de méthodes déterministes comme des descentes de
gradients peuvent inférer la position des espaces de haute probabilité à explorer.

Dans la prochaine partie, nous proposons un algorithme se servant de l’idée de tempering.
Nous basons cette décision sur notre observation que les chaînes MH du chapitre 3 étaient
plongées dans de profonds minima locaux, et que des algorithmes comme les Multiple Try
MCMC ne seraient pas suffisants.

4.1.2 L’algorithme du parallel tempering

Dans ce qui suit, nous présentons l’algorithme du parallel tempering (PT) introduit à
l’origine par Swendsen et J.-S. Wang (1986), également appelé dans la littérature méthodes
de Monte Carlo par Chaînes de Markov Metropolis-Couplés (MCMCMC) ou échange de
température (temperature swapping) (Earl et Deem 2005 ; Baragatti 2011 ; Atchadé et al.
2011).

Le parallel tempering est un algorithme basé sur l’utilisation d’un terme de température T ,
qui est défini comme un terme servant à aplatir la distribution a posteriori. Plus précisément,
ce terme T est ajouté au posterior qui devient p(x|y) 1

T plutôt que p(x|y). L’algorithme
du parallel tempering repose sur le principe de combiner différentes chaînes MCMC à
différentes températures. Les températures élevées T > 1 aplatissent la distribution cible,
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permettant ainsi aux chaînes correspondantes d’explorer plus efficacement l’intégralité de
l’espace des états possibles et d’éviter les minima locaux.

La méthode a déjà été utilisée par Yee 2008 qui décrit une stratégie utilisant le parallel
tempering pour la modélisation inverse dans le cas de plusieurs sources radioactives. C’est
un algorithme populaire dans d’autres domaines comme, par exemple, celui de l’inférence
phylogénétique (Altekar et al. 2004). Nous décrivons le processus en détail ci-dessous.

Nous définissons tout d’abord la distribution cible π : x→ π(x) = p(x|y). Une chaîne à
la température T , que nous allons aussi appeler une chaîne T -tempérée, est une chaîne qui
a pour distribution cible :

π
1
T : x→ π(x)

1
T

(∫
π(x)

1
T dx

)−1
, (4.1)

avec T ≥ 1. Selon cette définition, les chaînes tempérées échantillonnent à partir d’une
distribution a posteriori aplatie : plus la température est élevée, plus il est facile pour la
chaîne tempérée de surmonter le problème des minima locaux et donc d’échantillonner
rapidement à partir de sa distribution cible. On peut noter, en particulier, qu’une chaîne
non-tempérée, c’est-à-dire une chaîne dont la température est égale à 1, est une chaîne qui
échantilonne la distribution a posteriori qui nous intéresse π(x) = p(x|y).
Définissons maintenant T0 = 1 < T1 < T2 < ... < TNT une liste de températures et les

NT + 1 chaînes de Markov correspondantes, c’est-à-dire, les chaînes qui vont échantillonner
les distributions invariantes notées π, π

1
T1 , π

1
T2 , ..., π

1
TNT , respectivement.

Dans l’algorithme du parallel tempering, chaque chaîne fonctionne en parallèle avec les
autres en suivant un algorithme de Metropolis-Hastings. Des mouvements d’échanges entre
les chaînes à des niveaux de températures adjacents sont autorisés selon un certain rapport
d’acceptation calculé de la même manière que dans l’algorithme de Metropolis-Hastings, et
donc satisfaisant également le critère de la balance détaillée. Le principe de l’algorithme du
parallel tempering repose alors sur la connexion de chaînes de Markov à haute température
à mélange plus ou moins rapide, avec une chaîne de Markov à basse température à mélange
lent (Robert et al. 2018). Par mélange, nous entendons, exploration de l’espace des états.
Plus précisément, le parallel tempering fait la navette entre deux dynamiques décrites

sur la figure 4.1 :
• Single-temperature move : sur certaines itérations, les vecteurs source x de chacune des

NT + 1 chaînes sont mis à jour avec un processus d’acceptation MCMC traditionnel
tel que l’algorithme Metropolis-Hastings ;

• Temperature swap (de deux chaînes à des températures adjacentes) : sur certaines
itérations, des échanges des vecteurs sources x de chaînes à températures adjacentes
sont proposés. Les probabilités de tels échanges sont calculées selon la théorie de
Metropolis-Hastings pour satisfaire la balance détaillée. Tout se passe comme si cette
étape d’échange n’était qu’une étape MH supplémentaire.
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Déterminons alors le taux d’acceptation qui correspond à l’échange des variables des
chaînes Tj et Tk en le dérivant de la balance détaillée. Nous appelons xj les variables
de la chaîne Tj avant l’échange, et xk les variables de la chaîne Tk. Pour la chaîne Tj ,
la probabilité de transition définie dans le ratio d’acceptation de la théorie MH est
π

1
Tk . En effet, la probabilité qu’un vecteur de variables x soit proposé à la chaîne

de température Tj depuis la chaîne de température Tk est simplement la probabilité
π

1
Tk (x) de la chaîne à la température Tk d’échantillonner le vecteur de variables x. Le

taux d’acceptation MH de la chaîne à la température Tj pour effectuer la transition
vers xk étant donné xj est donc (Baragatti 2011 ; Atchadé et al. 2011) :

α
Tj ,Tk
y (xj ,xk) = min

1, π
1
Tj (xk)π

1
Tk (xj)

π
1
Tj (xj)π

1
Tk (xk)

 . (4.2)

De fait, pour la chaîne T0-tempérée (où T0=1), toute proposition d’échange avec
la chaîne T1-tempérée est équivalente à une marche Metropolis-Hastings réversible.
C’est ce qui assure à notre chaîne de température T0 de converger vers π(x).
Le parallel tempering, de cette manière, peut être vu comme un algorithme de
Metropolis-Hastings où la qualité des marches aléatoires proposées a été grandement
améliorée.
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4.1 Le parallel tempering

Dans ce qui suit, par souci de lisibilité, nous définissons et utilisons βj = 1
Tj
.

4.1.2.1 Single-temperature move

Cette étape correspond à une marche aléatoire classique d’un algorithme MH, à la
différence que NT chaînes de Markov réalisent cette marche aléatoire indépendamment des
autres, convergeant ainsi vers une distribution invariante différente.
Nous supposons que les probabilités de transition (à la même température) entre deux

ensembles de variables tels que définis précédemment sont symétriques (ce sera effecti-
vement le cas lors des applications). Le rapport d’acceptation α

Tj
y (x′j |xj) = α

βj
y (x′j |xj)

correspondant à l’acceptation de la proposition x′j donnée depuis xj pour la chaîne à
température inverse βj est :

α
βj
y (x′j |xj) =

πβj (x′j)
πβj (xj)

=
π(x′j)βj
π(xj)βj

=
p(y|x′j)βjp(x′j)βj
p(y|xj)βjp(xj)βj

, (4.3)

qui ne dépend pas des constantes de normalisation de πβj . D’autre part :

ln
(
α
Tj
y (x′j |xj)

)
= βj

(
ln
(
p(y|x′j)p(x′j)

)
− ln (p(y|xj)p(xj))

)
= βj

(
J (xj)− J (x′j)

)
.

(4.4)

4.1.2.2 Temperature swap

Dans cette partie, nous décrivons plus en détails l’étape temperature swap. Nous essayons
de permuter les états xj et xk des chaînes de températures inverses βj et βk, respectivement.

Le taux d’acceptation correspondant αTj ,Tky = α
βj ,βk
y est calculé exactement comme pour

le déplacement single-temperature move :

α
βj ,βk
y (xj ,xk) = min

(
1, π

βj (xk)πβk(xj)
πβj (xj)πβk(xk)

)

= min
(

1, π(xk)βjπ(xj)βk
π(xj)βjπ(xk)βk

)

= min
(

1, (p(y|xk)p(xk))βj (p(y|xj)p(xj))βk
(p(y|xj)p(xj))βj (p(y|xk)p(xk))βk

)
.

(4.5)

En prenant le logarithme de ce taux d’acceptation, on obtient une quantité commensurable
à une fonction de coût :

lnαβj ,βky (xj ,xk) = min
(

0, ln (p(y|xk)p(xk))βj (p(y|xj)p(xj))βk
(p(y|xj)p(xj))βj (p(y|xk)p(xk))βk

)
= min

(
0, βj ln

(
p(y|xk)p(xk)

)
+ βk ln

(
p(y|xj)p(xj)

)
− βj ln

(
p(y|xj)p(xj)

)
− βk ln

(
p(y|xk)p(xk)

)
.

(4.6)
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Cela donne par conséquent :

lnαTj ,Tky (xj ,xk) = min (0,−βjJ (xk)− βkJ (xj) + βjJ (xj) + βkJ (xk))
= min (0, (βk − βj)J (xk) + (βj − βk)J (xj))
= min (0, (βk − βj)(J (xk)− J (xj))) .

(4.7)

En substance, voyons ce que cette formule implique pour les échanges de température.
Nous voulons calculer la probabilité d’échange entre le vecteur source xk−1 d’une chaîne à
température Tk−1 avec le vecteur source xk d’une chaîne à température Tk pour Tk−1 < Tk.
En suivant la procédure de Metropolis-Hastings, un nombre aléatoire u ∼ U(0, 1) est

engendré et l’échange est accepté si :

ln u ≤ lnαTk−1,Tk
y (xk−1,xk)

≤ (βk−1 − βk)(J (xk−1)− J (xk)).
(4.8)

Puisque Tk−1 < Tk alors βk−1 > βk et ainsi l’échange est automatiquement accepté si
J (xk) ≤ J (xk−1). Si les variables de la chaîne à température élevée sont meilleures (c’est-
à-dire si leur coût est moindre), les deux chaînes échangeront leurs variables. Toutefois,
l’échange peut également être accepté si J (xk−1) ≤ J (xk) et la différence est du même
ordre de grandeur que

lnU(0, 1)
βk−1 − βk

. (4.9)

Algorithmiquement, on peut noter qu’échanger les variables est équivalent à échanger
les températures excepté au niveau du temps de calcul. L’échange de deux températures
sera toujours équivalent à l’échange de deux nombres réels alors que le nombre de variables
peut être important.
Dans la figure 4.2, nous résumons la procédure du parallel tempering comme une sorte

de filtre.
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Toutes les sources x possibles dans l’espace des états

Seules les sources probables sont échantillonnées

xNT ∼ PπNT

xj ∼ Pπβj

x1 ∼ Pπβ1

L’échange est réalisé ou non
selon αTj ,Tj−1(xj, xj−1)

Les chaînes de Markov à différentes
températures explorent l’espace des états
avec plus ou moins de liberté

L
es

sources
probables

sont
filtrées

Figure 4.2 – L’algorithme du parallel tempering, un principe de filtre.
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4.1.2.3 Cas des variables hyperparamètres

On suppose que l’on utilise une vraisemblance gaussienne, que l’on ne prend pas en
compte les priors, ni la probabilité d’évidence p(y) pour simplifier les calculs suivants. On
suppose aussi que le vecteur source est seulement le vecteur des débits de rejet q et de
l’hyperparamètre r :

x = (q, r) (4.10)

c’est-à-dire que l’on suppose la localisation connue. Pour β une température inverse, on
peut écrire la distribution invariante tempérée :

pβ(x|y) = p(x|y)β∫
p(x|y)βdx

=
1

(2πr)β/2 e
−β (y−Hq)2

2r∫
p(x|y)βdx

=
β−1/2

(2πr)(β−1)/2
1

(2π r
β

)1/2 e
− (y−Hq)2

2r/β∫
p(x|y)βdx .

(4.11)

Or, nous avons ∫ 1
(2π rβ )1/2 e

− (y−Hq)2
2r/β dq = C (4.12)

une constante dépendant de H, donc

∫
pβ(x|y)dx = 1⇔

∫ β−1/2

(2πr)(β−1)/2∫
p(x|y)βdx

(∫ 1
(2π rβ )1/2 e

− (y−Hq)2
2r/β dq

)
dr = 1

⇔ C

∫ β−1/2

(2πr)(β−1)/2∫
p(x|y)βdxdr = 1,

(4.13)

et ainsi,
∫
p(x|y)βdx dépend de la définition de r. Or nous avons considéré que

∫
p(x|y)βdx

était une constante de normalisation dans les calculs précédents, ce qui est faux si elle
dépend de la définition d’une variable. Nous avons choisi d’imposer un r commun aux
chaînes de températures différentes de sorte que r ne soit plus une variable dans l’étape
temperature swap de l’algorithme.

4.1.2.4 Optimisation de l’algorithme

Avant tout calcul, il faut choisir la manière dont les différentes chaînes vont interagir
entre elles et leurs caractéristiques. En particulier, nous devons définir le nombre de chaînes,
leurs températures caractéristiques respectives et le moment où deux chaînes vont échanger
leurs états entre elles. Nous avons précédemment décidé de n’autoriser que les échanges
entre chaînes à des températures adjacentes comme dans (Robert et al. 2018). Il est possible
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néanmoins d’adopter d’autres approches comme Baragatti (2011) qui décrit un processus
aléatoire.

Le choix du nombre de températures et de l’espacement entre elles est crucial. Si l’écart
entre deux niveaux de température est trop important, le taux d’acceptation des échanges
sera trop faible, i.e., les échanges seront rarement acceptés, ce qui retardera le moment de
la convergence de l’ensemble du processus. Néanmoins, si l’écart entre deux niveaux de
température est trop faible, il est possible que le mélange ne soit amélioré qu’à partir de
l’utilisation d’un très grand nombre de chaînes intermédiaires, ce qui requerrait une trop
grande puissance de calcul. De plus, un très grand nombre de chaînes intermédiaires peut
ralentir le processus si les informations provenant des états chauds tardent à avoir une
influence sur les chaînes froides. Ce choix de l’écart entre les températures est un autre
"principe de Boucles d’or" : il faut qu’il ne soit ni trop grand, ni trop petit (Robert et al.
2018).

Baragatti (2011) suggère d’initialiser les températures en réglant la température la plus
élevée et la température la plus basse. La plus basse doit bien sûr être fixée à T0 = 1,
et la plus haute doit être choisie suffisamment élevée pour que la chaîne correspondante
converge rapidement vers sa distribution cible π

1
TNT . En d’autres termes, la température

TNT la plus élevée doit être fixée de manière que la chaîne correspondante explore très
rapidement tout l’espace des états possibles en s’assurant qu’aucun mode n’est oublié.

Une fois que la température la plus élevée est choisie, il existe plusieurs stratégies pour
inférer les autres températures :

• comme présentée dans Robert et al. (2018), la littérature historique suggère d’utiliser
un espacement géométrique entre les températures, ce qui correspond à dériver une
constante c de telle sorte que TNT = cNT . Ensuite, chaque température Ti est alors
égale à ci ;

• une deuxième stratégie consiste à utiliser un espacement logarithmique entre les
températures, en dérivant cet espacement toujours à partir d’une constante c.

Globalement, les paramètres c et NT doivent être choisis de manière que le taux d’ac-
ceptation des NT − 1 échanges converge vers une valeur comprise entre 0.1 et 0.3. En
effet, Atchadé et al. (2011) ou Roberts et Rosenthal (2014) prouvent que, dans certaines
conditions, le taux d’acceptation d’échange optimal entre deux niveaux de température
devrait converger précisément vers 0.234.
Pour y parvenir, une troisième stratégie consiste à utiliser un espacement variable et

appliquer la procédure suivante :

• choisir TNT suffisamment élevée pour que la chaîne correspondante converge rapide-
ment vers sa distribution cible correspondante ;
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• dériver TNT−1 de manière que le taux d’acceptation des échanges entre la chaîne
TNT et la chaîne TNT−1 converge vers 0.234. Ensuite TNT−2 peut être déterminé de
manière que le taux d’acceptation des échanges entre la chaîne TNT−1 et la chaîne
TNT−2 converge vers 0.234 et ainsi de suite ;

• la dernière température doit être fixée à 1.

Toutefois, ce taux d’acceptation optimal des échanges, et les conditions associées supposées
dans (Atchadé et al. 2011 ; Roberts et Rosenthal 2014) demeurent un sujet de discussion
ouvert et il convient donc de les utiliser avec prudence. Dans notre cas, nous avons décidé
de fixer un espacement géométrique pour plus de simplicité.

En règle générale, il faut que la distribution de probabilité des chaînes à haute température
soit proche d’une distribution uniforme sur l’ensemble de l’espace des états possibles. Comme
nous utilisons des algorithmes MCMC pour échantillonner à partir de ces distributions,
nous utilisons des marches aléatoires avec des variances de probabilité de transitions
spécifiques. Ces variances sont définies de manière à améliorer le mélange de la chaîne
froide (à température T = 1) et sont donc généralement trop faibles pour permettre aux
chaînes à température élevée d’explorer rapidement l’ensemble de l’espace des états. Pour
résoudre ce problème, les variances de nos probabilités de transition sont modifiées : si on
note σ la variance de probabilité de transition de la chaîne froide notée (T = 1), la variance
de probabilité de transition de la chaîne à la température T est choisie telle que

σT = σ
√
T . (4.14)
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4.1.3 Application au cas 106Ru

L’algorithme du parallel tempering (PT) est appliqué pour retrouver la source liée à la
détection de 106Ru. Cet évènement est introduit en section 3.4 du chapitre 3. Sept chaînes
parallèles à des températures différentes sont initialisées avec un espacement géométrique
(avec un taux géométrique c de 3). Le taux d’espacement et le nombre de températures ont
été choisis de manière à optimiser le taux de convergence selon la théorie du MCMC, c’est-
à-dire, faire converger les taux d’acceptation des échanges vers des valeurs d’environ 0.2.
Les deux sources de données météorologiques, ARPEGE Météo-France et ERA5 ECMWF,
sont utilisés indépendamment. Les paramétrisations sont identiques à celles définies pour
l’application de l’algorithme Metropolis-Hastings en section 3.4.1 du chapitre 3.

Chaque chaîne, comme pour l’algorithme de Metropolis-Hastings, échantillonne un
vecteur source composé de la longitude, de la latitude, des logarithmes de sept débits de
rejet allant du 22 au 28 septembre, et de la variance de vraisemblance r. Les variances des
probabilités de transition sont modifiées comme décrit précédemment. L’algorithme du
parallel tempering procède pendant 5× 105 itérations. Le temps de calcul sur une machine
de 12 coeurs est faible (< 15 minutes).

4.1.3.1 Problème de régularisation à haute température

Avant de présenter les résultats de l’application du parallel tempering, dans cette section,
nous présentons la justification du choix d’une distribution a priori log-gamma sur les
logarithmes des débits de rejet présenté en section 3.2.3.2 du chapitre 2. Pour cela, nous
appliquons deux fois l’algorithme de Metropolis-Hastings pour reconstruire la distribution
a posteriori suivante :

π
1
Ty : x→ p(x|y)

1
T

(∫
p(x|y)

1
T dx

)−1
, (4.15)

avec T = 36 = 729 (ce qui est une température très élevée et, par conséquent, une
distribution a posteriori concomitante très aplatie). Dans les deux cas, on utilise la même
vraisemblance mais des distributions a priori différentes :

• dans le premier cas, on suppose θ l’hyperparamètre d’échelle de la distribution
log-gamma a priori égal à 30,

• et dans le second cas, θ =∞.

On fait fonctionner les deux chaînes MH pendant 104 itérations. En effet, on s’attend à
ce que la convergence de l’algorithme MH soit très rapide, puisque les distributions cibles
sont censées être très plates.
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Figure 4.3 – Les figures (a) et (b) représentent la distribution conjointe des coordonnées,
et la distribution des logarithmes des débits de rejet, respectivement, retrouvées en utilisant
un algorithme MH pour une distribution a priori choisie comme log-gamma avec hyperpa-
ramètre θ = 30. Les figures (c) et (d) représentent les distributions reconstruites dans le
cas d’un a priori log-gamma avec hyperparamètre θ =∞. On observe un bon mélange sur
les deux figures du haut, et un mauvais mélange sur les deux figures du bas.

Nous obtenons en figure 4.3 des résultats différents dans les deux situations :

• dans le cas θ = 30 (figures 4.3a et 4.3b), les distributions échantillonnées sont
construites comme on pouvait s’y attendre : la distribution jointe des coordonnées et
les distributions des logarithmes des débits de rejet sont très plates ;

• cependant, dans le second cas, avec θ = ∞, la figure 4.3c indique que les chaînes
échantillonnent principalement les variables des coordonnées dans une zone située
autour de [70◦E, 34◦N]. De plus, la figure 4.3d montre que les logarithmes des débits
de rejet atteignent des valeurs très élevées (jusqu’à un terme source 1034 fois plus
grand que celui de l’ampleur totale de l’accident de Fukushima-Daiichi ce qui est
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évidemment totalement absurde).

Dans le cas θ = 30 (figures 4.3a et 4.3b), l’a priori pour les logarithmes des débits de rejet
(même aplatis) est très contraignant : le terme source est empêché d’atteindre des valeurs
excessivement élevées. Dans l’autre cas (figures 4.3c et 4.3d), les rejets très élevés ne sont
contraints que par les observations.
La différence entre les deux configurations est le résultat d’un manque de contrainte.

Le domaine de recherche n’est pas entièrement couvert par les observations : il existe des
zones spatiales où des débits de rejet très élevés provenant de ces positions n’impliqueront
pas de prédictions très élevées. Autrement dit, il existe des zones spatiales dont les rejets
ne sont pas contraints par les observations.
On remarque en effet que, lorsque la chaîne de Markov échantillonne le vecteur source

avec des débits de rejet élevés q, elle converge alors nécessairement vers certaines zones
spatiales (ici un domaine s’étendant de la Turquie au Pakistan) où des rejets n’auraient
pas activé les réseaux de surveillance. Dans le cas où nous choisissons de ne pas imposer de
prior contraignant sur les débits de rejet, alors les débits de rejet ne peuvent être contraints
que par les observations. Si ceux-ci ne sont pas contraints par les observations, alors ils ne
sont pas contraints.

Par conséquent, une chaîne à haute température peut rester figée dans des minima locaux
de coordonnées. Comme la convergence de notre chaîne d’intérêt (à T = 1) est conditionnée
par la convergence des chaînes à haute température, c’est un problème. La fixation d’une
contrainte élevée en utilisant la distribution log-gamma avec θ adapté résout ce problème.

4.1.3.2 Reconstruction de la source

Le processus d’échantillonnage a été réalisé en deux étapes : dans un premier temps,
l’algorithme PT a été appliqué sur le domaine spatial de recherche défini dans le tableau
3.1.

Les figures 4.4.a et 4.4.b décrivent la reconstruction de la longitude et de la latitude de
la source à l’aide des données de Météo-France ARPEGE et de ECMWF ERA5. Il montre
que les régions situées entre la Volga et le sud de l’Oural sont les zones les plus fiables
de rejet. Cependant, la densité de la longitude reconstruite à partir des données ERA5
est significativement différente de celle reconstruite à partir des données Météo-France (la
différence des moyennes des deux densités approche 8◦ ∼ 800 km).

Pour améliorer la précision de la reconstruction de la source, et pour montrer que cet
écart est dû à une erreur de représentativité liée à l’interpolation spatiale de la position
(décrite en section 1.4.2.2), un sous-domaine d de dimensions [47◦E ; 62◦E] et [53◦N ; 58◦N]
a été extrait et divisé en mailles de 0.5◦×0.5◦. Un opérateur d’observation fixe Hi a ensuite
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ERA5 ECMWF

Figure 4.4 – Densités de probabilité des variables de coordonnées décrivant la source de
106Ru échantillonnée à l’aide de l’algorithme du parallel tempering appliqué sur le domaine
défini dans le tableau 3.1 : longitude (a), latitude (b).

été calculé sur chaque maille. La résolution de la grille où sont calculés les opérateurs
d’observation sur ce sous-domaine d est donc de 0.5◦ × 0.5◦, au lieu de 2◦ × 2◦.

Tous les résultats présentés ci-après sont réalisés sur le domaine complet défini dans le
tableau 3.1, à la différence que la simulation de la dispersion d’une source située dans d
est calculée par interpolation bilinéaire sur les Hi au lieu des Hk introduit dans la section
3.4.1.4.

Moyenne Médiane MAP Écart type
Longitude (ARPEGE) 58.968◦E 58.934◦E 58.915◦E 0.150◦

Longitude (ERA5) 58.614◦E 58.614◦E 58.625◦E 0.050◦

Latitude (ARPEGE) 55.721◦N 55.728◦N 55.724◦N 0.153◦

Latitude (ERA5) 56.325◦N 56.324◦N 56.292◦N 0.039◦

Log. du débit de rejet, 26 Sept. (ARPEGE) 21.407 21.414 21.434 0.071
Log. du débit de rejet, 26 Sept. (ERA5) 21.098 21.097 21.093 0.046
Variance obs. error (ARPEGE) 0.459 0.458 0.451 0.017
Variance obs. error (ERA5) 0.403 0.402 0.387 0.014

Table 4.1 – Paramètres statistiques des distributions des variables d’intérêt échantillonnées
à l’aide des données ARPEGE Météo-France ou ECMWF ERA5. La dispersion dans le
domaine d est calculée par interpolation bilinéaire des Hi au lieu des Hk.

Les figures 4.5.a et 4.5.b décrivent les distributions de probabilité de la longitude et
de la latitude de la source en utilisant les deux sources de données météorologiques. Les
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Figure 4.5 – Densité de probabilité des variables décrivant la source de 106Ru échantillon-
née à l’aide de l’algorithme du parallel tempering : longitude (a), latitude (b), TRRA sur
le 26 septembre (c), et la variance de vraisemblance r (d). La dispersion sur le domaine d
est calculée par interpolation bilinéaire sur les Hi au lieu des Hk.

paramètres décrivant les distributions sont décrits dans le tableau 4.1. Avec les don-
nées ECMWF ERA5, la moyenne de la distribution des coordonnées de la source est
[58.614◦E ; 56.325◦N], alors qu’avec les données de Météo-France, la moyenne est donnée
par [58.9685◦E ; 55.72◦N]. La localisation de la source estimée dans les travaux de Saunier
et al. (2019) donne également une estimation similaire.

La différence en longitude entre les deux résultats est de 0.354◦, et en latitude de 0.605◦.
C’est une petite différence par rapport à la résolution spatiale des champs météorologiques
ARPEGE (0.5◦×0.5◦). Les deux distributions indiquent que la source est vraisemblablement
située dans le sud de l’Oural. De plus, la forme des densités indique que la probabilité que
la source soit située ailleurs en Europe est très faible.
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Les écarts-types des distributions de longitude et de latitude présentés dans le tableau 4.1
correspondant aux champs ARPEGE sont plus de trois fois supérieurs à ceux correspondant
aux champs ERA5. Les distributions reconstruites correspondant aux champs ERA5 sont
presque gaussiennes, tout comme la distribution de la latitude utilisant les champs ARPEGE.
Cependant, la distribution de la longitude utilisant les champs ARPEGE a une forme
log-normale.

La figure 4.5.c décrit les densités du rejet total sur le 26 septembre, puisque la majeure
partie du 106Ru a été libérée ce jour-là selon les échantillons. Les deux densités ont une
forme gaussienne. En utilisant la météorologie ERA5, la moyenne de la distribution du
TRRA (Total Retrieved Released Activity) sur le 26 septembre est de 125 TBq et le TRRA
est compris entre 113 TBq et 139 TBq. En utilisant la météorologie ARPEGE, la moyenne
de la distribution du TRRA sur le 26 septembre est de 171 TBq et le TRRA est compris
entre 140 TBq et 207 TBq. L’écart-type de la distribution correspondante à ARPEGE est
à nouveau supérieur à son homologue reconstruite en utilisant les données provenant du
centre européen, mais les valeurs de la distribution retrouvées sont très similaires.
Ces résultats sont cohérents avec les estimations réalisées par l’IRSN en utilisant des

approches variationnelles (Saunier et al. 2019). Ils sont aussi cohérents avec les résultats de
Western et al. 2020 ou Tichý et al. 2020 qui utilisent des méthodes bayésiennes.

La figure 4.5.d montre les densités de probabilité des variances de l’erreur d’observation r
en utilisant les deux météorologies. Les deux distributions ont des formes gaussiennes et une
moyenne de 0.403 et 0.459 pour les données ECMWF ERA5 et de Météo-France ARPEGE,
respectivement. La variance d’erreur d’observation liée aux champs météorologiques ERA5
est plus petite que la variance d’erreur ARPEGE. Ceci est cohérent étant donné que les
résolutions spatiales et temporelles des champs HRES ERA5 sont plus fines que les champs
ARPEGE de Météo-France. Les deux écarts-types pour les deux météorologies sont très
faibles et très similaires. Les incertitudes sont faibles et indiquent une solide confiance dans
nos résultats. Néanmoins, il est difficile d’interpréter ces valeurs de variance : ce sont en
effet des quantités adimensionnelles.

La figure 4.6.a décrit les histogrammes des logarithmes des débits de rejet à l’aide des
données ERA5, et explique pourquoi nous nous concentrons sur les distributions du rejet du
26 septembre. En effet, on estime que le rejet du 26 septembre est plus de 10 fois supérieur
à celui du 28 septembre, et de tous les autres jours.

La figure 4.6.b décrit l’évolution de la moyenne de la distribution du TRRA du 22 au 28
septembre, en utilisant les deux sources de données météorologiques.

On peut noter que l’utilisation d’un prior de régularisation sur les rejets moyens tel qu’un
prior gaussien (Tichý et al. 2016) diminuera de facto l’importance des rejets quotidiens

100



4.1 Le parallel tempering

−5 0 5 10 15 20
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Figure 4.6 – La figure (a) montre les histogrammes des logarithmes du TRRA pour les
différentes dates, échantillonnées à l’aide de l’algorithme du parallel tempering, et des
données météorologiques ECMWF ERA5. La figure (b) montre l’évolution de la moyenne
de la distribution reconstituée du TRRA.

obtenus.
On peut également noter qu’en utilisant les champs météorologiques ARPEGE, il apparaît

une probabilité non nulle (mais très faible) que le rejet se soit produit principalement sur
le 25 septembre au lieu du 26 septembre. Ces échantillons ne sont pas visibles dans les
figures ci-dessous (car de trop faible importance).

4.1.3.3 Quelques conclusions

Pour échantillonner les distributions de probabilité de ces variables, deux méthodes
MCMC ont été utilisées. Tout d’abord, une approche MCMC traditionnelle, l’algorithme
MH, a été testée en section 3.4 du chapitre 3. Puis, devant des problèmes de minima locaux
qui empêchaient l’algorithme de converger en temps opérationnel, nous avons appliqué un
nouvel algorithme MCMC : le parallel tempering.

L’échantillonnage des distributions des coordonnées décrit une zone située dans le sud de
l’Oural. Parmi les installations nucléaires connues dans cette région qui sont susceptibles
de rejeter de grandes quantités de 106Ru, le site de Mayak est le plus pertinent. Plus
précisément, le maximum de la distribution des coordonnées est atteint en [58.6◦E ; 56.3◦N]
pour les données ERA5 et [58.9◦E ; 55.7◦N] pour les données ARPEGE. De plus, la forme
des densités indique que la probabilité que la source soit située ailleurs en Europe est très
faible.
Les résultats montrent que le 106Ru a été principalement rejeté le 26 septembre avec

des quantités comprises entre 100 et 200 TBq. La variance liée à l’erreur d’observation est
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estimée entre 0.40 et 0.45 en utilisant des statistiques log-normales.

Néanmoins, les distributions présentées ci-dessus ne sont pas totalement satisfaisantes.
En effet, les coordonnées [60.8◦E ; 55.7◦N] du site de Mayak ne sont pas incluses dans les
densités de probabilité de la longitude et de la latitude. Or, c’est l’installation nucléaire de
la région désignée par nos densités de probabilité la plus pertinente. En d’autres termes, il
est probable que les incertitudes ne soient pas bien quantifiées : les distributions semblent
ne pas avoir la bonne variance.
Puisque tout l’enjeu de la méthode bayésienne est de bien agréger les incertitudes du

problème, ce sujet est central. Dans le prochain chapitre, nous développons et proposons
des méthodes pour améliorer la quantification des incertitudes dans le cadre des MCMC
lors de la reconstruction de la source d’un accident nucléaire.
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4.2 Descente de Stein à gradient variable

Dans la seconde partie de ce quatrième chapitre, nous décrivons et appliquons un
algorithme récent d’échantillonnage : la descente de Stein à gradient variable, notamment
décrit par Q. Liu et D. Wang 2016.

Nous avons décidé de développer et d’appliquer cet algorithme dans l’espoir de disposer
d’une méthode d’échantillonnage plus efficace (plus rapide) que les méthodes MCMC
développées dans les autres chapitres de cette thèse, à savoir les chapitres 3, 4, 5, et 6.

Dans cette partie, après avoir introduit et formalisé l’algorithme dans notre cadre bayésien
en sections 4.2.1 et 4.2.2, nous appliquerons cette méthode au cas des rejets de 106Ru. La
qualité des distributions reconstruites et de l’algorithme sont évaluées en comparaison avec
les résultats obtenus avec l’algorithme du parallel tempering en section 4.1.3.2.

4.2.1 Description de la méthode

Dans cette section, nous décrivons les principes de la méthode d’échantillonnage par
descente de Stein à gradient variable.

La descente de gradient de Stein est une descente de gradient d’un ensemble de particules.
Un algorithme de descente de gradient classique permet de minimiser une fonction de coût,
et ainsi d’en trouver le minimum. Pour une fonction de coût, ce minimum équivaut au
maximum de la distribution de probabilité associée (quand elle existe).

Chaque particule dans l’algorithme par descente de Stein à gradient variable tente donc
de minimiser une fonction de coût. Or, le but est de retrouver une distribution, et non pas
le minimum de la fonction. C’est pour cette raison qu’une quantité de répulsion est ajoutée.
Plus précisément, lors de la descente de gradient des particules et du fait de l’ajout de
cette quantité, celles-ci se repoussent mutuellement de telle sorte qu’elles échantillonnent
la distribution invariante.

La méthode ainsi que les démonstrations mathématiques qui assurent la convergence
rigoureuse des particules sont décrites par Q. Liu et D. Wang 2016. Nous présentons
maintenant en détail l’algorithme 4.1 d’échantillonnage de Stein.
L’algorithme est initialisé avec un ensemble de particules de taille Np :

{x0
i }

Np
i=1, (4.16)

qui est amené à évoluer. Chaque particule xi de cet ensemble est un vecteur de variables
décrivant la source, par exemple :

xi = (x1, x2, ln q, r)i . (4.17)

Chaque particule xi est mise à jour à l’aide de la fonction φ̂. Cette fonction dépend de
deux quantités :
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Algorithme 4.1 : Descente de Stein à gradient variable

Input : Une distribution invariante p(x|y) et un ensemble initial de particules
{x0

i }
Np
i=1 de taille Np où x0

i est une particule de dimension le nombre de
variables du problème.

Output : Un ensemble de particules {xi}Npi=1 qui estiment la distribution invariante
p(x|y).

1 for l = 1 : Niter do
2 xl+1

i ← xli + εlφ̂(xli) où φ̂(x) = 1
Np
∑Np
k=1

[
k(xlk,x)∇xl

k
ln p(xlk|y) +∇xl

k
k(xlk,x)

]
3 end
4 return {xNiter

i }Npi=1

• la première quantité
k(xk,x)∇xk ln p(xk|y) (4.18)

est fondamentalement un terme de descente de gradient liant les différentes particules ;
• la seconde quantité

∇xkk(xk,x) (4.19)

est la quantité de répulsion qui empêche les particules d’être trop proches les unes
des autres et qui permet d’échantillonner correctement la distribution invariante.

L’ensemble des particules sont ainsi progressivement mises à jour et convergent vers
la distribution p(x|y). Dans cet algorithme, plusieurs termes doivent être définis, plus
particulièrement :

• la fonction noyau k(•, •) qui évalue la similitude entre deux particules est étudiée en
section 4.2.2.1 ;

• εl la valeur qui définit l’amplitude de la correction apportée à chaque itération. Cette
quantité est définie en section 4.2.3.1 lors de l’application de nos méthodes au cas du
106Ru ;

• le nombre d’itérations Niter, le nombre de particules Np qui dépendent du cas d’étude
sont aussi définies en section 4.2.3.1.

De plus, le terme ∇x ln p(x|y), c’est-à-dire le gradient de notre distribution conditionnelle
doit être calculé. Plus précisément, les dérivées partielles associées doivent être calculées
pour chacune des variables. Le vecteur source que nous considérons dans cette section est

x = (x1, x2, ln q, r) (4.20)

avec R = rI. Nous allons donc calculer le gradient ∇x ln p(x|y) pour x rassemblant les
variables de longitude, de latitude, de logarithme de débit de rejet, et de variance d’erreur
d’observation.
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Les prochaines parties décrivent les calculs des différentes quantités à évaluer.

4.2.2 Dérivation du noyau et du gradient du logarithme de la distribution a
posteriori

Dans les prochaines sous-sections, nous décrivons :

• le choix et le calcul des termes liés au noyau en section 4.2.2.1 ;

• en section 4.2.2.3, la dérivée partielle des opérateurs d’observation Hx1,x2 par rapport
aux variables de longitude et de latitude. Ce calcul est utile pour évaluer la dérivée
partielle de ln p(x|y) en fonction des coordonnées en section 4.2.2.4 ;

• la dérivée partielle de ln p(x|y) en fonction des logarithmes des débits de rejet en
section 4.2.2.5 ;

• la dérivée partielle de ln p(x|y) en fonction du coefficient diagonal de la matrice de
covariance de l’erreur d’observation en section 4.2.2.6.

4.2.2.1 Choix de la fonction du noyau

Nous avons choisi d’utiliser un noyau RBF (Radial Basis Function) en nous basant sur
le choix de Q. Liu et D. Wang 2016. Pour deux vecteurs x = (xj)j∈[1,n] et x′ = (x′j)j∈[1,n],
le noyau RBF s’écrit :

k(x,x′) = exp
(
−1
h
||x− x′||22

)
= exp

−1
h

n∑
j=1

(xj − x′j)2

 . (4.21)

Ce noyau a pour dérivées partielles :

∂k(x,x′)
∂xj

= −2
h

(xj − x′j)k(x,x′). (4.22)

Une nouvelle valeur h doit être définie : une proposition est faite en section 4.2.3.1.

4.2.2.2 Calcul du gradient

Dans cette section, nous calculons les composantes du gradient de ln p(x|y) pour x =
(x1, x2, ln q, r) :

∇x ln p(x|y) =



∂ ln p(x|y)
∂x1

∂ ln p(x|y)
∂x2

...
∂ ln p(x|y)
∂ ln qt
...

∂ ln p(x|y)
∂r


. (4.23)
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Pour cela, nous devons définir la distribution a posteriori p(x|y). Celle-ci dépend, d’après
la formule de Bayes, de la vraisemblance ainsi que des priors. La vraisemblance est ici
définie comme dans la section 4.1.3.2 comme une loi log-normale de seuil yt. Les priors
sont supposés uniformes. Nous n’avons en effet pas besoin de définir de prior log-gamma
sur les logarithmes des débits de rejet dans ce cas, car nous n’utilisons pas de MCMC.
La distribution a posteriori dépend alors de la vraisemblance :

p(x|y) ∝ e
− 1

2 ln
( y + yt

Hx + yt

)>
R−1 ln

( y + yt
Hx + yt

)
√

(2π)Nobs |R|1/2
∏Nobs
i=1 (yi + yt)

. (4.24)

Cela donne, avec R = rI et en omettant les constantes de régularisation :

ln p(x|y) = − 1
2r ln

(
y + yt

Hx + yt

)>
ln
(

y + yt
Hx + yt

)
− Nobs

2 ln
(
r
)
. (4.25)

En effet, les constantes de normalisation peuvent être supprimées puisque la quantité
d’intérêt est la dérivée de cette distribution de probabilité et non la distribution elle-même.
Pour calculer les dérivées partielles de cette quantité, nous avons besoin de calculer les

dérivées partielles de l’opérateur d’observation interpolé en espace, ce qui est le sujet de la
prochaine section.

4.2.2.3 Dérivée partielle des opérateurs d’observation

Comme décrit dans le chapitre 1, nos opérateurs d’observation effectifs sont des interpo-
lations de matrices calculées sur chaque maille d’une grille. Plus précisément, l’opérateur
d’observation aux coordonnées (x1, x2) est interpolé sur la grille de l’ensemble des opérateurs
d’observation précalculés et cette interpolation dans le cadre général s’écrit :

Hx = H(x1, x2)q =
x1,M∑

u1=x1,m

x2,M∑
u2=x2,m

Hu1,u2wu1,u2(x1, x2)q

=
Nint∑
j=1

Hjwj(x1, x2)q
(4.26)

où

• Nint correspond au nombre d’opérateurs d’observation utilisés pour l’interpolation de
H(x1, x2) ;

• x1,m et x1,M correspondent à la longitude minimum et maximum de l’ensemble des
opérateurs d’observation utilisés pour l’interpolation de H(x1, x2) ;

• x2,m et x2,M correspondent à la latitude minimum et maximum de l’ensemble des
opérateurs d’observation utilisés pour l’interpolation de H(x1, x2).
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Dans le cas d’une interpolation bilinéaire, pour par exemple x1 = 10.5◦E, x2 = 5.5◦N, et
une distance entre deux opérateurs d’observation précalculés de 1◦, nous avons :

• Nint = 4 ;

• x1,m = 10◦E et x1,M = 11◦E ;

• x2,m = 5◦N et x2,M = 6◦N.

Bien que nous continuions ici de travailler avec des interpolations bilinéaires, nous avons
décrit l’équation générale (4.26) car nous souhaitons montrer que tous les opérateurs
d’observation interpolés peuvent être décrits par la même formule analytique, à partir de
la grille d’opérateurs d’observation précalculée. De cette façon, H(x1, x2) est une fonction
qui dépend d’un certain nombre (constant) de matrices constantes.

Pour les calculs ultérieurs, nous utilisons une interpolation bilinéaire. Pour une certaine
position (x1, x2), nous pouvons définir les quatre matrices constantes de la grille d’opérateurs
d’observation qui entourent spatialement l’opérateur d’observation H(x1, x2) associé :

HNW,HNE,HSW,HSE (4.27)

comme décrit sur la figure 4.7. L’interpolation de H(x1, x2) est réalisée à partir de ces
matrices :

H(x1, x2) = wnw(x1, x2)HNW + wne(x1, x2)HNE

+ wsw(x1, x2)HSW + wse(x1, x2)HSE.
(4.28)

Rigoureusement, H(x1, x2) pourrait être défini comme une somme sur tous les opérateurs
d’observation de la grille précalculée. Chaque poids serait alors nul à l’exception de ceux
des quatre matrices autour comme le montre l’équation (4.26). Le problème est donc
correctement défini. Puisque cela ne change rien aux calculs, nous utiliserons cependant la
définition de l’équation (4.28) pour ne pas complexifier le problème.

Pour les prochains calculs, nous avons besoin de définir les longitudes (x1,w, x1,e) et les
latitudes (x2,s, x2,n) qui définissent le carré représenté sur la figure 4.7 à quatre coins de
coordonnées

(x1,w, x2,s), (x1,w, x2,n), (x1,e, x2,s), (x1,e, x2,n). (4.29)

Les coordonnées (x1, x2) où l’opérateur d’observation H(x1, x2) est calculé sont comprises
dans ce carré. De plus, nous introduisons p le pas de la grille des opérateurs précalculés :

p = x2,n − x2,s = x1,e − x1,w. (4.30)

Dans le cas d’une interpolation bilinéaire, les poids sont des fonctions linéaires des coor-
données. À partir des informations précédentes, nous pouvons calculer les poids, ce qui
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HSW = Hx1,w,x2,s HSE = Hx1,e,x2,s

HNE = Hx1,e,x2,nHNW = Hx1,w,x2,n

H(x1, x2)

p

• •

••

•

Figure 4.7 – Position de l’opérateur d’observation Hx1,x2 et des quatre opérateurs
d’observation utilisés pour son interpolation.

donne :

p2H(x1, x2) = (x1,w + p− x1)(x2 − x2,s)HNW + (x1 − x1,w)(x2 − x2,s)HNE

+ (x1,w + p− x1)(x2,s + p− x2)HSW + (x1 − x1,w)(x2,s + p− x2)HSE.

(4.31)

L’opérateur d’observation, fonction linéaire de x1 et x2 par interpolation, peut maintenant
être dérivé :

∂H(x1, x2)
∂x1

= 1
p2 (x2 − x2,s)(HNE −HNW + HSW −HSE) + 1

p
(HSE −HSW) (4.32)

et

∂H(x1, x2)
∂x2

= 1
p2 (x1 − x1,w)(HNE −HNW + HSW −HSE) + 1

p
(HNW −HSW). (4.33)

4.2.2.4 Dérivée partielle en fonction des variables de longitude et de latitude

Maintenant que nous disposons de la dérivée partielle d’un opérateur d’observation en
fonction des coordonnées, nous pouvons calculer la dérivée partielle du logarithme de la
distribution a posteriori en fonction des coordonnées. Pour simplifier la notation, nous
considérons dans ce qui suit que ln y = ln y

cref
et nous rappelons que :

ln
(

y + yt
Hx + yt

)
=


ln(y1 + yt)− ln((Hx)1 + yt)
...

...

ln (yNobs + yt)− ln ((Hx)Nobs + yt)

 (4.34)
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où (Hx)i est le coefficient i du vecteur Hx. On peut développer, d’abord avec la formule
générale 4.26 :

ln
(

y + yt
Hx + yt

)>
R−1 ln

(
y + yt

Hx + yt

)

= 1
r

Nobs∑
i=1

(ln(yi + yt))2 +

ln

Nint∑
j=1

(Hjq)iwj(x1, x2) + yt

2

− 2 ln(yi + yt) ln

Nint∑
j=1

(Hjq)iwj(x1, x2) + yt


.

(4.35)

On peut ensuite dériver selon la longitude, les étapes de calcul n’étant pas écrites, mais
reposant sur les résultats de la section 4.2.2.3 :

∂ ln
(

y + yt
Hx + yt

)>
R−1 ln

(
y + yt

Hx + yt

)
∂x1

= 1
r

Nobs∑
i=1

Li
∂
(∑Nint

j=1 (Hjq)iwj(x1, x2) + yt
)

∂x1

(4.36)

avec

Li = Li(x1, x2, ln q) = 2
− ln(yi + yt) + ln

(∑Nint
j=1 (Hjq)iwj(x1, x2) + yt

)
∑Nint
j=1 (Hjq)iwj(x1, x2) + yt

. (4.37)

Par la suite, en utilisant l’égalité

∂ ln(F (x))2

∂x
=

2∂F (x)
∂x

F (x) ln(F (x)), (4.38)

et la formule particulière 4.28, nous pouvons dériver après quelques étapes de calculs :

∂ ln p(x|y)
∂x1

= − 1
2r

Nobs∑
i=1

Li

(
1
p2 (x2 − x2,s)((HNE −HNW + HSW −HSE)q)i

+ 1
p

((HSE −HSW)q)i
)
.

(4.39)

Le même cheminement peut être utilisé pour calculer la dérivée du logarithme de la
distribution a posteriori compte tenue de la latitude :

∂ ln p(x|y)
∂x2

= − 1
2r

Nobs∑
i=1

Li

(
1
p2 (x1 − x1,w)((HNE −HNW + HSW −HSE)q)i

+ 1
p

((HNW −HSW)q)i
)
.

(4.40)
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4.2.2.5 Dérivée partielle en fonction des logarithmes des débits de rejet

Nous décrivons maintenant la dérivée partielle de la distribution a posteriori en fonction
des logarithmes des débits de rejet. Nous commençons par dériver la distribution a posteriori
en fonction d’un débit de rejet qt associé à l’impulsion t. Comme pour la section 4.2.2.4
précédente, les étapes de calculs sont omises. Nous avons

∂ ln
(

y + yt
Hx + yt

)>
R−1 ln

(
y + yt

Hx + yt

)
∂qt

= 1
r

Nobs∑
i=1

Li(x1, x2, ln q)
Nint∑
j=1

htj,iwj(x1, x2) (4.41)

où Hj désigne une des matrices de la grille précalculée d’opérateurs d’observation, et où
htj,i correspond au coefficient d’indice (i, t) de Hj . Nous rappelons que Hj est une matrice
de dimensions Nobs ×Nimp et q un vecteur de dimension Nimp. Cela donne

∂ ln p(x|y)
∂qt

= − 1
2r

Nobs∑
i=1

Li(x1, x2, ln q)
Nint∑
j=1

htj,iwj(x1, x2). (4.42)

Nous en déduisons maintenant par rapport au logarithme du débit de rejet :

∂ ln
(

y + yt
Hx + yt

)>
R−1 ln

(
y + yt

Hx + yt

)
∂ ln qt

=
∂ ln

(
y + yt

Hx + yt

)>
R−1 ln

(
y + yt

Hx + yt

)
∂qt

∂qt
∂ ln qt

= 1
r

Nobs∑
i=1

Li(x1, x2, ln q)
Nint∑
j=1

htj,iwj(x1, x2)qt,

(4.43)

et donc
∂ ln p(x|y)
∂ ln qt

= − 1
2r

Nobs∑
i=1

Li(x1, x2, ln q)
Nint∑
j=1

htj,iwj(x1, x2)qt. (4.44)

4.2.2.6 Dérivée partielle en fonction du coefficient diagonal de la matrice de
covariance de l’erreur d’observation

Finalement, nous décrivons la dernière dérivée partielle de la distribution a posteriori
qui dépend du coefficient diagonal de la matrice de covariance de l’erreur d’observation.
Nous avons simplement :

∂ ln p(x|y)
∂r

= 1
2r2 ln

(
y + yt

Hx + yt

)>
ln
(

y + yt
Hx + yt

)
− Nobs

2
1
r
. (4.45)

4.2.3 Application à l’accident du 106Ru

Dans cette section, maintenant que les quantités liées au noyau et à la pdf conditionnelle
ont été calculées, nous appliquons la méthode de descente de Stein à gradient variable
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à la reconstruction de la source de 106Ru. L’objectif est d’évaluer la pertinence de cette
méthode d’échantillonnage.

Nous utilisons la même paramétrisation physique que dans la section 4.1.3, c’est-à-dire
lors de l’application de l’algorithme du parallel tempering. Le jeu de données utilisé est
lui légèrement modifié : les observations mesurées à des stations proches de l’installation
nucléaire de Mayak dans le sud de l’Oural sont retirées. En effet, les distributions re-
construites dans la section 4.1.3 montrent que les sources considérées comme probables
se situent dans cette zone. Or, ldX est un modèle de transport à longue distance et les
prédictions d’un tel modèle ne sont pertinentes qu’à partir d’une certaine distance de la
source considérée. Plus précisément, le modèle n’est valide qu’à partir d’une distance du
point de rejet correspondant à environ 5 mailles. Ceci est principalement dû à l’effet de
dilution dans la première maille liée au modèle eulérien.
La modification du vecteur d’observations a pour effet d’augmenter les variances des

distributions de la longitude et de la latitude. Cela n’affecte pas les conclusions de la section
4.1.3.3.

D’autre part, le domaine spatial étudié est le sous-domaine d décrit en section 4.1.3.2.
Ce domaine est de dimensions [47◦E ; 62◦E] et [53◦N ; 58◦N] et un opérateur d’observation
y est calculé tous les 0.5◦.

Les données météorologiques utilisées sont les données ERA5 de ECMWF. Comme
précisé dans la section 4.2.2.2 :

• la vraisemblance est définie comme dans la section 4.1.3.2 comme une loi log-normale
de seuil yt = 1mBq.m−3 ;

• les priors sont supposés uniformes.

4.2.3.1 Paramétrisation de l’algorithme

Afin d’accélérer la convergence des particules, nous avons décidé de paramétriser l’algo-
rithme de la manière suivante :

• le taux d’apprentissage initial ε est choisi égal à 0.1. Ce taux est adapté à chaque
variable de chaque particule tout au long de l’algorithme d’échantillonnage de Stein à
l’aide de l’algorithme Adagrad (Duchi et al. 2011). Cette méthode permet de choisir
automatiquement un taux d’apprentissage adapté à la variable tout au long de la
progression des particules.
Pour décrire en détail cet adaptation du taux d’apprentissage, nous avons besoin de
définir la matrice des directions de descente de gradient, ou matrice des corrections, φ.
On peut noter qu’à chaque itération de l’algorithme, nous modifions Np vecteurs de
taille Nvar, où Np correspond au nombre de particules et Nvar au nombre de variables.
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Autrement dit, à chaque itération, Np ×Nvar paramètres de correction sont calculés,
ces paramètres étant compris dans les vecteurs[

φ̂(xl1), ..., φ̂(xlNp)
]

(4.46)

La matrice des directions de descente de gradient φ est définie à partir de ces
paramètres. Plus précisément, la composante (i, j) de cette matrice correspond au
paramètre qui met à jour la variable j de la particule i.
Nous décrivons maintenant comment le taux d’apprentissage est adapté à partir de
cette matrice φ. À chaque itération de l’algorithme d’échantillonnage, une matrice G
de taille Np ×Nvar est mise à jour à l’aide de φ :

Gi,j = Gi,j + φ2
i,j (4.47)

pour tout i et tout j.
Cette matrice G met à jour à chaque itération le taux d’apprentissage initial de sorte
que la correction apportée à l’itération l pour la variable j de la particule i notée
(xli)j soit : ε√

Gi,j
φ̂(xli)j . (4.48)

• Le réel h utilisé pour définir le noyau RBF est mis à jour tout au long du parcours
des particules selon la proposition de Q. Liu et D. Wang 2016.

• Un bruit stochastique dépendant d’un terme de température T introduit par un mé-
canisme d’annealing est utilisé. Plus précisément, à chaque mise à jour des particules,
celles-ci sont perturbées par le bruit

ε = u
√

2Tθ (4.49)

où u est un bruit gaussien : u ∼ N (0, 1), et θ un réel constant égal à 10−3. T la
température est initialisée à 100 et sa valeur est réduite progressivement tout au long
de l’algorithme pour atteindre 1 au bout de 3.104 itérations

• Nous utilisons un total de 100 particules et procédons pendant 105 itérations.

4.2.3.2 Application de la méthode

La méthode d’échantillonnage par gradient de Stein variable est appliquée dans cette
partie au cas du 106Ru. Les variables des particules sont initialisées indépendamment :

• les variables de longitude des particules sont initialisées à partir d’une distribution
gaussienne de moyenne 55◦E et d’écart-type 1.73◦ ;

• les variables de latitude sont initialisées comme échantillons d’une distribution gaus-
sienne de moyenne 54◦E et d’écart-type 1◦. Ce choix d’une faible variance s’explique
par la petite taille du domaine d selon la latitude ;
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• les variables de logarithmes des débits de rejet des particules sont initialisées à partir
d’une distribution gaussienne de moyenne 10 et de variance 5. Nous rappelons que le
logarithme du débit de rejet sur le 25 ou le 26 septembre était estimé à des valeurs
∼ 21 lors de l’application de l’algorithme du parallel tempering en section 4.1.3. Par
conséquent, des valeurs en dessous de 15 peuvent être considérées comme négligeables ;

• enfin, les variables de variance d’erreur d’observation sont initialisées à l’aide d’une
distribution gaussienne de moyenne 1 et de variance 0.05.

Nous reconstruisons les densités de probabilité de la longitude, de la latitude, et du
TRRA. Ces densités de probabilité sont présentées dans la figure 4.8. Plusieurs choses

Figure 4.8 – Densité de probabilité des variables décrivant la source de 106Ru échantillon-
née à l’aide de la descente de Stein à gradient variable : longitude (a), latitude (b), TRRA
(c).

peuvent être observées :

• le TRRA reconstruit sur le graphe 4.8.c est compris entre 100 et 200 TBq ce qui est
cohérent avec les résultats obtenus avec le parallel tempering ;

• néanmoins, les densités de probabilité de la longitude et de la latitude montrent
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clairement que l’algorithme n’a pas convergé et qu’à peu près la moitié des particules
sont bloquées dans des minima locaux de coordonnées.

Ces problèmes de minima locaux ont été notées dès les premières expérimentations et
l’ajout d’un bruit stochastique puis d’un terme de température avaient pour but explicite
de les résoudre. Malgré cette modification de l’algorithme, les particules ne convergent
pas vers la distribution invariante p(x|y) (ce dont on peut se convaincre en étudiant la
distribution du coût associé aux variables échantillonnées, non décrite ici).
Les problèmes de minima locaux semblent très liés à la recherche de la position de la

source. En effet, dans l’expérimentation suivante, l’algorithme est appliqué à l’identique
sauf que les variables de longitude des particules sont initialisées à partir d’une distribution
gaussienne de moyenne 59◦E et de variance 1◦. Les densités de probabilité reconstruites de
la longitude et de la latitude sont décrites dans la figure 4.9.

Figure 4.9 – Densités de probabilité des variables décrivant la source de 106Ru échan-
tillonnée à l’aide de la descende de Stein à gradient variable : longitude (a), latitude (b).
Les longitudes des particules sont initialisées à l’aide d’une distribution gaussienne de
moyenne 59◦E et de variance 1◦.

La densité de probabilité de la longitude et de la latitude jointe décrit maintenant une
zone située dans le sud de l’Oural, cohérente avec les résultats de la section 4.1.3.2.

Plusieurs heures peuvent être nécessaires pour que toutes les particules convergent malgré
l’utilisation de l’algorithme Adagrad. En comparaison, l’algorithme du parallel tempering
ne nécessite qu’une dizaine de minutes pour reconstruire rigoureusement les distributions a
posteriori.

Il peut toutefois être noté que le temps de convergence des particules vers la distribution
invariante (éventuellement biaisée comme c’est le cas ici) est très dépendant du nombre de
particules utilisé. Ainsi, le temps de convergence n’est que de quelques minutes pour une
dizaine de particules.
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En conclusion,

• les expérimentations révèlent que les particules peuvent rester indéfiniment coincées
dans des minima locaux de coordonnées, à l’instar de nos chaînes de Markov lors de
l’application de l’algorithme de Metropolis-Hastings en section 3.4.2 ;

• la convergence d’un grand nombre de particules, et donc l’exécution d’un échantillon-
nage rigoureux, requiert un temps bien plus important que la méthode MCMC du
parallel tempering.

Pour ces deux raisons, les études avec cette méthode n’ont donc pas été poursuivies.

Dans le prochain chapitre, nous abordons le problème de la quantification d’incerti-
tudes et proposons plusieurs méthodes pour améliorer leur estimation dans le cadre d’un
échantillonnage par méthodes MCMC. Le chapitre 5 se lit comme une suite directe à la
conclusion 4.1.3.3 de la première partie de ce chapitre.
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Dans le chapitre précédent, nous avons développé une méthode bayésienne nous per-
mettant de reconstruire les distributions de variables décrivant la source d’un rejet de
radionucléides. Cette méthodologie bayésienne nous permet de quantifier :

• les incertitudes liées à une variable spécifique, c’est-à-dire les variances et formes de
nos distributions ;

• et les incertitudes liées à la fonction de vraisemblance, plus globales. Ce sont les
hyperparamètres de la matrice de covariance d’erreur d’observation définissant R,
que l’on modélise comme des variables réelles.

Les variances de nos distributions étant directement proportionnelles à la valeur de la
matrice R, ces deux types d’incertitudes sont très dépendantes. Par ailleurs, on peut
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noter que la méthodologie bayésienne nous permet également de quantifier les incertitudes
des incertitudes, puisque nous pouvons reconstruire les distributions des paramètres de
la matrice de covariance d’erreur d’observation, qui quantifient les incertitudes de ces
coefficients.

Dans l’application décrite dans la section 4.1.3 du chapitre 4, nous évoquions le fait que les
incertitudes liées aux distributions des variables décrivant la source étaient mal quantifiées.
Cette faible valeur de confiance que nous accordions à nos distributions reconstruites était
estimée à partir de notre observation que le complexe nucléaire de Mayak n’était pas inclu
dans la distribution des coordonnées. Cette valeur de confiance accordée est liée à un autre
type d’incertitudes.
En fait, deux concepts indépendants correspondant à des incertitudes peuvent être

introduits :
• les incertitudes reconstruites dans le cadre de notre formalisme bayésien ;
• les incertitudes qui correspondent à notre intuition, que l’on ne peut objectiver. Cette

intuition peut être basée
– sur une donnée qui est bien assimilée dans le cadre bayésien, mais d’une façon

qui ne nous convient pas ;
– sur une donnée qui n’est pas assimilée dans le cadre bayésien (parce que l’on ne

l’aura pas intégré). On peut par exemple penser à l’incertitude liée au modèle
de transport : nous utilisons au sein du cadre bayésien un unique modèle de
transport, et de fait, un unique opérateur d’observation H qui est assimilé
comme la vérité.

La valeur de confiance que nous accordions à nos distributions reconstruites correspond
à ce deuxième type d’incertitudes, tandis que les incertitudes mal reconstruites étaient
évoquées au sens de la variance de nos distributions.

L’objectif de ce chapitre est de
• réduire les incertitudes du problème, dans le sens d’augmenter notre confiance en nos

distributions ;
• ou de mieux quantifier les incertitudes, cette fois-ci dans le sens de mieux évaluer la

forme et la variance de nos distributions ;
les deux étant équivalents. Le cœur du problème se situe dans notre choix de quantifier
les incertitudes (dans le sens de la matrice R) dans le cadre bayésien, plutôt que de les
quantifier à l’extérieur de celui-ci. Si l’on souhaite que les incertitudes soient bien quantifiées,
il faut donner au formalisme bayésien la capacité de les assimiler.
Pour cela, nous allons chercher dans ce chapitre à mieux intégrer différentes sources

d’incertitudes dans le cadre de reconstruction bayésien, et à veiller à ce qu’elles soient bien
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assimilées par celui-ci.

Au préalable, il nous faut déterminer où se trouvent nos différentes sources d’incertitudes.
L’équation (3.2) peut être développée comme suit :

p(x|y) ∝ plikelihood(y|Hx1,x2(m)q,R)pprior(x1, x2, ln q,R, ...) (5.1)

où les incertitudes sont contenues dans

• le vecteur des observations y ;

• la définition des modèles physiques : les données météorologiques m et le modèle de
dispersion représenté par l’opérateur d’observation associé H ;

• la définition de la vraisemblance : son choix et la conception de la matrice de covariance
des erreurs associée R ;

• les choix de :

– la représentation de l’évolution temporelle du débit de rejet par un vecteur de
débits de rejet q ;

– la représentation de l’opérateur d’observation Hx1,x2 , quand la position est
inconnue, par interpolation bilinéaire ;

– la représentation des observations. Les observations sont des mesures réalisées à
des stations spécifiques. Ces stations sont contenues dans une maille, et nous
calculons les prédictions correspondantes au centre de cette maille et non à la
position exacte des stations.

• le choix des distributions a priori.

Ces différentes sources d’incertitudes sont décrites dans l’équation 5.1. Les incertitudes
liées au modèle physique sont en vert. Celles liées à des choix de représentation, de modéli-
sation mathématique, sont en bleu. Les incertitudes associées au choix des distributions de
probabilité sont en rouge.

p(x|y) ∝ p(x)p(y|Hx1,x2(m)q,R)

Définition de la vraisemblance

Observations

Modèle de transport

Représentation de la position

Représentation du vecteur des débits de rejet

Variance d’erreur d’observation

Météorologie

Choix des priors

Figure 5.1 – Description des sources d’incertitudes dans la formule de Bayes appliquée
au cas de la reconstruction de sources.

119



5 Méthodes de quantification des incertitudes

Dans ce chapitre, nous développons plusieurs méthodes pour mieux quantifier les in-
certitudes qui émanent des modèles physiques et de la définition de la distribution de la
vraisemblance. Plus précisément, nous étudions :

• dans un premier temps, la définition de la vraisemblance comme distribution de
probabilité en section 5.1 ;

• ensuite, en section 5.2 la définition de la matrice de covariance de la vraisemblance,
i.e., la définition de la matrice R ;

• enfin, la modélisation et l’intégration d’incertitudes météorologiques et du modèle de
transport dans notre formalisme bayésien en section 5.3.

Puis nous appliquons ces méthodes en section 5.4 sur l’évènement du 106Ru. Dans une
dernière partie, en section 5.5, la méthode de reconstruction de source bayésienne est
validée sur un autre cas d’application très récent : celui des émissions de radionucléides
pendant l’épisode des feux de Tchernobyl en avril 2020.
Le travail théorique décrit dans ce chapitre accompagné de l’application des méthodes

sur l’évènement du 106Ru ont fait l’objet de l’article Dumont Le Brazidec et al. 2021.
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5.1 Fonction de vraisemblance

5.1 Fonction de vraisemblance

p(x|y) ∝ p(x)p(y|Hx1,x2(m)q,R)

Définition de la vraisemblance

Observations

Modèle de transport
Représentation de la position

Représentation du vecteur des débits de rejet

Variance d’erreur d’observation

Météorologie

Choix des priors

Figure 5.2 – Description des sources d’incertitudes dans la formule de Bayes appliquée au
cas de la reconstruction de sources. On se concentre sur la définition de la vraisemblance
p(y|x).

Dans cette première partie, nous nous concentrons sur les incertitudes provenant du
choix de la fonction de vraisemblance comme décrit dans l’équation (5.2). C’est un choix
qui, en effet, comporte de l’incertitude comme nous tentons de l’expliciter en sections 5.1.1
et 5.1.2. Le choix de la vraisemblance étant par ailleurs subjectif, nous définissons une
liste de critères en section 5.1.3.1 afin de choisir de manière juste. Enfin, nous proposons
plusieurs distributions de probabilité pour définir la vraisemblance dans la partie 5.1.3.2,
en discutant leurs pertinences respectives.

5.1.1 Choix de la fonction de vraisemblance

La fonction de coût est la réponse à une question de jugement ; elle mesure le préjudice,
ou coût, de la différence entre une observation et une prédiction.

Figure 5.3 – Deux panaches (pour deux sources différentes x) et deux observations.
Chacun des panaches reproduit mieux une des deux mesures. Comment choisir le panache
le plus approprié, et donc évaluer la meilleure source ?

Sur la figure 5.3, sont représentés :
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5 Méthodes de quantification des incertitudes

• deux panaches correspondant au transport de radionucléides émanant de deux sources
différentes ;

• deux observations : une en Roumanie et une en Russie.

Un des panaches permet de mieux reproduire la première observation, tandis que l’autre
panache permet de mieux reproduire la deuxième observation.

De cette situation émerge la question suivante : quel est le meilleur des deux panaches ?
Laquelle question engendre une nouvelle autre question : quelle est la meilleure source ?
Abstraction faite des a prioris, la meilleure source est celle qui correspond le mieux aux
observations. Ceci entraîne alors une troisième question : comment définir à quel point une
source correspond bien aux observations ?
La réponse à cette dernière question, ouverte, est donnée par le choix d’une fonction

de coût ou d’une fonction de vraisemblance, les deux étant liées par les équivalences
variationnelles et bayésiennes décrites en section 3.2.4 du chapitre 3. Ce choix arbitraire est
nécessaire puisqu’il permet de disposer d’une fonction capable de prononcer un jugement
sur la pertinence d’une source.

5.1.2 Incertitudes dans le choix de la vraisemblance

Le choix de la fonction de vraisemblance est donc un choix de modélisation, qui com-
porte de l’incertitude, comme toute modélisation. La décision d’utiliser, par exemple, une
vraisemblance log-normale de seuil yt = 1mBq.m−3 a un impact décisif sur les distributions
finales. Cette fonction de vraisemblance ne constitue pas nécessairement le meilleur choix.
Il n’existe d’ailleurs pas de critères objectifs pour juger de la pertinence d’une fonction de
vraisemblance. Intuitivement, il semble que l’on peut néanmoins juger de la justesse d’une
fonction de vraisemblance à l’auge de deux critères :

• le premier étant que la distribution doit avoir autant que possible, selon les incertitudes
du problème, un extremum à la vraie solution du problème (dans notre cas : la vraie
source) ;

• le deuxième étant que la distribution des incertitudes doit être aussi proche du doute
humain raisonnable et pertinent que possible.

C’est ce second critère qui est totalement subjectif et pour lequel il n’existe pas de définition
claire.

On peut essayer de comprendre le problème du choix de la vraisemblance par une analogie.
La fonction de coût (ou de vraisemblance) est un choix de répartition de l’information.

Supposons que nous recherchons un paramètre qui configure un certain modèle. Supposons
aussi que trois précédents utilisateurs aient déjà utilisé ce modèle auparavant avec le bon
paramètre, mais qu’ils aient tous les trois une certaine propension à ne pas dire la vérité,
ou à se tromper. Nous pouvons affecter une valeur de vérité à chacun d’entre eux. Nous
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5.1 Fonction de vraisemblance

disposons alors de trois valeurs du modèle pondérées par leurs valeurs de vérité, et nous
pouvons donc inférer la distribution de probabilité de la valeur du paramètre à partir de
ces données. Nous disposons d’incertitudes autour de la valeur du paramètre.

Mais il existe bien une seconde incertitude, celle relative à la répartition de la confiance,
c’est-à-dire l’incertitude par rapport aux valeurs de vérité assignées aux utilisateurs. Nous
pourrions évaluer cette incertitude à partir d’autres expériences, où nous pourrions estimer
la valeur de vérité pertinente à accorder à chaque précédent utilisateur du modèle.

Dans le cas de reconstruction de sources d’accidents nucléaires, si l’on disposait d’un très
grand nombre de cas réels dont on connaît la source, on pourrait étudier les performances
de différents choix de vraisemblance. Ainsi, il semble qu’il existe bien des incertitudes réelles
et quantifiables, ou en tout cas il existe bien une manière de juger de manière objective
des performances d’une fonction de vraisemblance. Mais comme nous ne disposons pas
d’un très grand nombre de cas réels 1, nous sommes obligés de nous fonder sur des critères
subjectifs pour juger si la quantification des incertitudes liées au choix d’une vraisemblance
est juste.

5.1.3 Propositions de distributions de probabilité adaptées

Dans le domaine de l’évaluation de sources de radionucléides, la plupart des vraisem-
blances sont définies comme étant :

• gaussiennes (Yee 2008 ; Winiarek et al. 2012 ; Saunier et al. 2013 ; Bardsley et al.
2014 ; Yee et al. 2014 ; Winiarek et al. 2014 ; Rajaona et al. 2015 ; Tichý et al. 2016),

• ou plus récemment log-normales (Delle Monache et al. 2008 ; Y. Liu et al. 2017 ;
Saunier et al. 2019 ; Dumont Le Brazidec et al. 2020, 2021), ou similaires à une
distribution log-normale (Senocak et al. 2008).

Nous nous intéressons dans un premier temps au choix gaussien classique. La densité
de probabilité d’une loi gaussienne multivariée (pdf), de moyenne Hx et de matrice de
covariance R, s’écrit

p(y|x) = 1
(2π)Nobs/2|R|1/2

exp
(
−(y−Hx)>R−1(y−Hx)

2

)
(5.2)

avec Nobs la taille du vecteur y. On suppose dans un premier temps que la matrice de
covariance R est égale à rI avec r un coefficient diagonal positif et I la matrice identité.
La fonction de coût, c’est-à-dire l’opposé de la log-vraisemblance de la fonction de densité

1. Cependant, nous pourrions considérer une approche basée sur des cas synthétiques, qui peuvent être
engendrés en grand nombre.
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5 Méthodes de quantification des incertitudes

de probabilité gaussienne (pdf) s’écrit (en omettant les constantes de normalisation)

J (x) = − ln p(y|x) = Nobs ln r
2 + (y−Hx)>(y−Hx)

2r . (5.3)

Ce choix accompagné de l’hypothèse classique R = rI équivaut à considérablement favoriser
les valeurs élevées : par exemple, la valeur de la fonction de coût gaussienne d’un couple
observation-prédiction c1 = (y = 100 mBq.m−3, yS = 120 mBq.m−3) est cent fois supérieure
à celle de c2 = (y = 10 mBq.m−3, yS = 12 mBq.m−3).
En d’autres termes, réduire la différence entre l’observation et la prédiction du couple

c1 est un objectif cent fois plus important que pour le couple c2. Cela signifie que la
modélisation inverse avec la loi gaussienne et R = rI est dominée par les mesures les plus
élevées. Ainsi, toute mesure qui sera un ordre de grandeur plus petit que l’observation la
plus élevée sera négligée dans la reconstruction de la source. Si l’on considère que toutes
les observations doivent apporter de l’information, alors la fonction gaussienne ne paraît
pas un choix judicieux de vraisemblance.
Ce problème de la loi gaussienne est dû au choix de modélisation de la matrice R par

une seule variable r. En pratique, R sera très souvent modélisée par un nombre restreint
de paramètres, et donc, l’évaluation des différences sera souvent biaisée par l’ordre de
grandeur des observations.
Dans la prochaine section, plutôt que d’examiner chaque distribution de probabilité,

nous définissons plusieurs critères qu’une vraisemblance bien fondée nous semble devoir
satisfaire.

5.1.3.1 Définition de critères

Dans cette section, nous proposons une liste de critères objectifs pour juger de la
pertinence d’une vraisemblance.
En effet, on ne peut définir de meilleure vraisemblance, mais on peut rendre ce choix

moins arbitraire en considérant une liste de critères. Les critère évidents qu’une fonction
de coût doit satisfaire sont les suivants :

• la fonction est de valeur nulle lorsque les observations et les prédictions sont égales,
• la valeur de cette fonction augmente lorsque la différence entre les valeurs observées

et prédites augmentent.
Ces critères sont satisfaits par beaucoup de distributions de probabilité. Nous proposons
donc d’y ajouter la liste suivante de critères plus précis et sélectifs :

• support positif : la vraisemblance doit être définie sur l’intervalle semi-infini [0,+∞[,
puisque les observations et les prédictions sont toutes positives par nature ;

• symétrie entre le vecteur de prédictions et le vecteur d’observations, c’est-à-dire,

p(y; Hx,R) = p(Hx; y,R). (5.4)
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Le couple
(
y = 20mBq.m−3, yS = 40mBq.m−3

)
doit avoir la même pénalité que(

y = 40mBq.m−3, yS = 20mBq.m−3
)
. Autrement dit, on suppose que la surestima-

tion des observations doit être à peu près autant pénalisée que leur sous-estimation ;
• relativité : le rapport du coût d’un couple

(
20mBq.m−3, 40mBq.m−3

)
avec le coût

d’un couple
(
200mBq.m−3, 400mBq.m−3

)
doit être atténué et proche de 1 en règle

générale. C’est ce critère qui rend la recherche de la source indépendante de l’ordre
de grandeur des observations ;

• avec un paramètre de position (qui joue le rôle des prédictions modélisées) et une
matrice de covariance. En statistique, le paramètre de position d’une distribution de
probabilité est le paramètre qui détermine le "lieu" ou le déplacement de la distribution
Dans le cas de la loi gaussienne définie dans l’équation (5.3), par exemple, la variable
y est localisée par rapport au terme de position yS = Hx, le vecteur des prédictions.

5.1.3.2 Suggestions de fonctions de vraisemblance

Trois distributions de probabilité satisfaisant cette liste de critères ont été distinguées : la
distribution log-normale déjà utilisée dans plusieurs études, et les distributions log-Laplace
et log-Cauchy.
La densité de probabilité log-Laplace est définie telle que

plog−Laplace(x;µ, σ) =


1

2σxe
− | ln x−µ|

σ , si x > 0;
0, sinon,

(5.5)

et la densité de probabilité log-Cauchy s’écrit

plog−Cauchy(x;µ, σ) =


1

xπσ

(
1+( ln x−µ

σ )2
) , si x > 0;

0, sinon.
(5.6)

Nous écrivons ces densités de probabilité dans le cadre de la reconstruction de sources en
remplaçant

• x par yi + yt,
• µ par ln ((Hx)i + yt),
• σ par ri dans le cas log-Laplace, et √ri dans le cas log-Cauchy,

avec

R =



r1 0 ... ... ... 0
0 r2 0 ... ... ...

... 0 ri ... ... ...

... ... 0 ... 0 ...

... ... ... ... rNobs−1 0
0 ... ... ... 0 rNobs .


(5.7)
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Cela donne :

plog−Laplace(y; ln Hx,R, yt) =
Nobs∏
i=1

1
2ri(yi + yt)

e
− | ln(yi+yt)−ln((Hx)i+yt)|

ri , (5.8a)

plog−Cauchy(y; ln Hx,R, yt) =
Nobs∏
i=1

1
(yi + yt)π

√
ri
(
1 + (ln(yi+yt)−ln(Hxi+yt))2

ri

) , (5.8b)

où les quantités à l’intérieur des logarithmes ne sont pas adimensionnées pour raisons
de lisibilité. Ces distributions conduisent, modulo une constante de normalisation, aux
fonctions de coût suivantes :

Jlog−normal(y; Hx,R,yt) = 1
2‖ ln(y + yt)− ln(Hx + yt)‖22,R−1 + 1

2 ln |R|, (5.9a)

Jlog−Laplace(y; Hx,R,yt) = ‖ ln(y + yt)− ln(Hx + yt)‖1,R−1 + ln |R|, (5.9b)

Jlog−Cauchy(y; Hx,R,yt) =
Nobs∑
i=1

ln
(
ri + (ln(yi + yt)− ln((Hx)i + yt))2

)
− 1

2 ln(ri),

(5.9c)

où yt est le vecteur de seuil positif utilisé pour garantir que la fonction logarithmique
soit définie pour des observations nulles. Les normes l2 et l1 sont définies comme suit :
‖v‖2 =

√
v>v et ‖v‖1 = ∑

i |vi|, respectivement.

Ces trois distributions sont des cas particuliers de la distribution Bêta Prime généralisé
(ou GB2) (Satchell et Knight 2000 ; McDonald 2008). Elles partagent un point commun :
toutes trois sont construites à partir de la soustraction du logarithme de l’observation par
le logarithme de la prédiction. En raison de la propriété ln a

b = ln(a) − ln(b), plusieurs
critères définis précédemment sont satisfaits :

• le coût est fonction du rapport entre l’observation et la prédiction ;

• un paramètre de position apparaît sous la forme ln((Hx)i + yt) ;

• à l’aide d’un carré ou d’une valeur absolue, une symétrie entre l’observation et la
prédiction est garantie.

La différence entre les propositions log-normales, log-Laplace, et log-Cauchy réside dans
le traitement de la quantité relative :

ln(yi + yt)− ln((Hx)i + yt). (5.10)

Ainsi :

• construite avec la norme l2, la loi log-normale pénalise majoritairement les grandes
différences (relatives), au détriment des petites différences ;
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• construite avec la norme l1, la courbe log-Laplace de la différence relative est plus
plate en comparaison avec la courbe log-normale. Cela signifie que la reconstruction
de p(x|y) ne sera pas sensible à un couple en particulier, même si la différence entre
l’observation et la prévision de ce couple est très importante.
Une raison de choisir la distribution log-Laplace est donc d’éviter que des outliers
ou valeurs aberrantes ne pilotent la recherche de la source. On définit ici un outlier,
ou valeur aberrante, comme une observation très mal reproduite, qui contraste
grandement avec les valeurs « normalement » mesurées ;

• la distribution log-Cauchy est celle qui présente le comportement le plus intéressant.
Cette distribution mélange les natures log-normales et log-Laplace. La fonction
logarithme quantifiant les écarts entre observations et prédictions atténue la pénalité
des grandes différences, mais supprime également les pénalités des petites différences.
L’utilisation de la distribution log-Cauchy permet donc d’éviter de trop pénaliser les
écarts aux valeurs aberrantes, tout en négligeant les faibles différences.

Différence relative observation-prédiction très grande faible

Log-normal coût très important coût négligeable
Log-Laplace coût important coût non négligeable
Log-Cauchy coût important coût négligeable

Table 5.1 – Calcul du coût-pénalité d’une différence relative entre l’observation et la
prédiction d’un même couple, selon le choix de la vraisemblance.

Le tableau 5.1 résume le traitement d’une différence relative entre une observation et
une prédiction associée selon le choix de la vraisemblance retenue.

Quel que soit le choix de la vraisemblance, le choix de la valeur de yt est crucial pour
évaluer la pénalité d’un couple composé d’une observation ou d’une prédiction nulle. Ce
choix indique comment le coût d’une observation nulle et d’une prédiction non nulle (ou le
contraire) devrait se comparer à celui d’un couple strictement positif.

Pour faire ce choix, nous partons du principe que la pénalité sur un couple (20, 0)mBq.m−3

doit être un important multiple de la pénalité sur un couple (400, 100)mBq.m−3. C’est un
jugement basé sur l’intuition qu’une observation élevée non reproduite devrait engendrer
une pénalité bien plus importante qu’une observation très élevée mal reproduite.
En se référant au tableau 5.2, on peut en déduire pour la distribution log-normale

qu’un seuil raisonnable, c’est-à-dire respectant la condition précédente, doit se situer
entre 0.5 mBq.m−3 et 3 mBq.m−3. Selon le même principe, les seuils acceptables pour les
distributions log-Laplace ou log-Cauchy se situent entre 0.1 mBq.m−3 et 0.5 mBq.m−3.
Il est important de noter que ce choix est dépendant du cas d’étude et des quantités
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5 Méthodes de quantification des incertitudes

mesurées. Ici, nous avons considéré une situation où des concentrations de plusieurs
centaines de mBq.m−3 avaient été mesurées.

Nous devons également considérer que la distribution log-Cauchy a besoin d’un second
seuil jt pour être correctement définie. En effet, si pour un couple, les deux observations
yi et la prédiction (Hx)i sont égales (ce qui arrive généralement quand toutes deux sont
égales à zéro), alors la variance r associée tendra naturellement vers 0. Si r tend vers 0, le
coût Jlog−Cauchy tend vers −∞ comme on peut le voir dans l’équation (5.11) avec jt égal à
zéro.
Pour éviter cela, nous pouvons définir jt = 0.1 mBq.m−3 et

Jlog−Cauchy(y; Hx, r, yt) =
Nobs∑
i=1

ln
(
r + (ln(yi + yt)− ln((Hx)i + yt))2

r
+ jt
cref

)
, (5.11)

avec cref = 1 mBq.m−3.
Le choix de la vraisemblance a en pratique un impact significatif sur la forme de la

distribution a posteriori, comme nous le verrons dans l’application sur l’évènement 106Ru
de ce chapitre. Pour mieux décrire les incertitudes du problème, l’approche proposée
ici consiste à simplement utiliser et comparer les distributions obtenues avec ces trois
vraisemblances.
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5 Méthodes de quantification des incertitudes

5.2 Modélisation de la matrice de covariance

p(x|y) ∝ p(x)p(y|Hx1,x2(m)q,R)

Définition de la vraisemblance

Observations

Modèle de transport
Représentation de la position

Représentation du vecteur des débits de rejet

Variance d’erreur d’observation

Météorologie

Choix des priors

Figure 5.4 – Description des sources d’incertitudes dans la formule de Bayes appliquée
au cas de la reconstruction de sources. On se concentre sur la définition de la modélisation
de la matrice de covariance de la vraisemblance R.

Dans cette deuxième partie, nous nous concentrons sur les incertitudes provenant du
choix de modélisation de la matrice de covariance de la vraisemblance, comme décrit dans
la figure 5.4. Cette matrice est également définie comme la matrice de covariance de l’erreur
d’observation, ou comme la matrice d’échelle dans le cas où la vraisemblance n’est pas
gaussienne. Elle est notée R.
Dans une première section, nous décrivons une faiblesse de la modélisation R = rI en

présentant un "faux" paradoxe. Nous définissons ensuite un principe en section 5.2.2.1 :
celui de la pertinence d’une observation.
Afin d’améliorer la modélisation de R, une méthode de tri au sein du MCMC est

développée en section 5.2.2.2. Notre choix de modélisation est ensuite évalué en section
5.2.2.3. Puis, une méthode de tri généralisée est proposée en section 5.2.3. Enfin, une autre
modélisation, spatiale, indépendante du principe de pertinence est explicitée en section
5.2.4.

5.2.1 Limitations de la modélisation de R

La définition de la vraisemblance, et donc la forme de la distribution a posteriori,
est fortement influencée par le choix de modélisation de la matrice de covariance de
l’erreur d’observation R. Cette matrice est de taille Nobs × Nobs, où Nobs est le nombre
d’observations. En ce qui concerne cette matrice, le nombre de variables que l’on souhaite
idéalement échantillonner est donc égal à Nobs × Nobs. Dans les cas réels de reconstruction
de sources d’accident nucléaire, le nombre d’observations peut être important (de quelques
centaines à quelques milliers) alors que les méthodes d’échantillonnage bayésiennes ne
peuvent généralement estimer efficacement qu’un nombre limité de variables.

Pour limiter le nombre de variables, la plupart des travaux (Chow et al. 2008 ; Delle
Monache et al. 2008 ; Winiarek et al. 2012 ; Saunier et al. 2013 ; Rajaona et al. 2015 ; Tichý
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et al. 2016 ; Y. Liu et al. 2017) décrivent la matrice de covariance des erreurs comme une
matrice diagonale avec un coefficient diagonal unique et commun. Or, cette variance unique
agglomère à la fois l’erreur d’observation (bruit et biais du capteur intégré), des modèles
(incertitude des champs météorologiques et du modèle de transport), et de représentation
entre une observation et une prédiction modélisée (e.g., Rajaona et al. 2015). Saunier
et al. 2019 étudient l’impact d’un tel choix sur l’évènement du 106Ru. Winiarek et al. 2014
l’étudient dans le cas de l’accident de Fukushima-Daiichi, et Y. Liu et al. 2017 l’étudient
dans les cas de Tchernobyl et de Fukushima-Daiichi. C’est en effet une simplification
importante puisque l’erreur est fonction du temps et de l’espace, et n’est donc évidemment
pas constante pour tout couple observation-prédiction.
Du fait de cette variance unique, on peut faire émerger dans des cas synthétiques des

résultats très paradoxaux, comme dans la situation décrite dans le prochain paragraphe.

Nous nous plaçons dans le cadre d’un évènement de rejet dont on cherche à reconstruire
la source à l’aide d’un vecteur d’observations y de taille Nobs. Supposons, pour simplifier
le problème, que la fonction de coût soit calculée à partir d’une distribution de probabilité
gaussienne, alors nous avons :

J (x|y) = 1
2

Nobs∑
i=1

(yi − (Hx)i)2

r
+ Nobs ln(r)

2 . (5.12)

Supposons que nous ajoutons à cet ensemble d’observations y un second ensemble d’obser-
vations y∗ = 0N∗obs

de taille N∗obs pour lequel les prédictions correspondantes sont également
nulles. Cela peut se produire par exemple si nous ajoutons des observations qui précèdent
la date de début de l’accident. Dans ce cas, en effet, les stations n’auront rien détecté. Si
les observations sont en-dehors de notre cadre de modélisation, alors les prédictions seront
aussi de facto nulles.

Si nous prenons en compte ce nouvel ensemble d’observations, la fonction de coût devient :

J (x|y,y∗) = 1
2

Nobs+N∗obs∑
i=1

(yi − (Hx)i)2

r
+ 1

2(Nobs + N∗obs) ln(r)

= 1
2

Nobs∑
i=1

(yi − (Hx)i)2

r
+ 1

2(Nobs + N∗obs) ln(r),

(5.13)

puisque pour chaque observation yi du nouvel ensemble y∗, yi = (Hx)i = 0.
Supposons maintenant que N∗obs tende vers l’infini, alors la variance de l’erreur d’obser-

vation r tend nécessairement vers 0 d’après l’équation (5.13). De plus, si r → 0, alors les
distributions échantillonnées sont de plus en plus étroites : seules les sources x avec les
coûts les plus faibles sont échantillonnées.
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5 Méthodes de quantification des incertitudes

En effet, selon la valeur de r, l’écart entre deux sources x et x′ (de r égal) mesuré par
∣∣∣∣∣∣12

Nobs∑
i=1

(yi − (Hx)i)2

r
− 1

2

Nobs∑
i=1

(yi − (Hx′)i)2

r

∣∣∣∣∣∣ (5.14)

est plus ou moins important. Si r est petit, l’écart sera grand, et la moins bonne des deux
sources sera moins souvent échantillonnée que si r était grand. En effet, une source est
plus ou moins échantillonnée selon la différence entre son coût, pour une paramétrisation
donnée du problème, et le coût minimum (le coût de la meilleure source).
Par conséquent, pour une variance r qui tend vers 0, la distribution a posteriori jointe

tend à piquer autour de son maximum global, i.e., la source qui maximise p(x|y).
Dans cette configuration, l’ajout d’un nombre donné d’observations par exemple anté-

rieures à l’accident va donc affecter la forme des distributions, réduisant leur écart type et
réduisant ainsi la probabilité de certaines sources.
Le paradoxe, apparent puisqu’il est explicitement lié à la modélisation de la matrice

de covariance R, est qu’un ajout d’observations indépendantes de l’accident (puisque les
observations lui sont par exemple antérieures) affecte la reconstruction de source. Autrement
dit, l’ajout d’une observation qui ne peut discriminer entre deux sources probables a pour
conséquence l’augmentation de la probabilité de l’une d’entre elles (la plus probable) et la
réduction de celle de l’autre (incidemment, la moins probable).

Avec R = rI, la variance r est une sorte de moyenne des variances d’erreur des couples
observation-prévision. Comme nous l’avons vu dans cette situation synthétique, certaines
observations peuvent réduire artificiellement et de manière importante la valeur de r, et
ainsi diminuer la variance de nos densités a posteriori.

On s’intéresse dans la prochaine sous-section 5.2.2 à une méthode pour résoudre ce faux
paradoxe efficacement, et proposer une meilleure modélisation de la matrice de covariance,
ou matrice d’échelle, R.

5.2.2 Proposition d’une méthode de tri en fonction de la pertinence

Dans cette sous-section, nous proposons une méthode, basée sur une classification entre
observations dites pertinentes et observations dites non-pertinentes, pour mieux modéliser
la matrice R.

5.2.2.1 Caractérisation de la pertinence d’une observation

Pour caractériser la pertinence d’une observation, nous nous plaçons dans le cadre d’une
modélisation de la matrice de covariance de la vraisemblance R avec Nobs paramètres
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diagonaux distincts. Autrement dit, on suppose :

R =



r1 0 ... ... ... 0
0 r2 0 ... ... ...

... 0 r3 ... ... ...

... ... 0 ... 0 ...

... ... ... ... rNobs−1 0
0 ... ... ... 0 rNobs .


(5.15)

Dans ce cadre, la pertinence d’une observation est définie comme le trait commun des
observations qui ne peuvent être retirées de l’ensemble des observations sans modifier les
densités de probabilités a posteriori reconstruites du terme source ou de la position, i.e.,
des variables qui ne sont pas des variances.
Les observations qui remplissent ce critère sont celles :
• qui apportent de l’information, i.e., qui vont contribuer à ce que soient privilégiées

des sources à d’autres ;
• c’est-à-dire, qui vont augmenter la probabilité d’au moins une source (et donc réduire

la probabilité d’autres sources) ;
• c’est-à-dire, qui vont juger que les prédictions yS d’une source correspondent mieux

aux observations y que les prédictions d’autres sources.
Et ainsi, une observation non-pertinente est :

• une observation yi, telle que quelle que soit la source x dans l’ensemble des sources
noté X , la prédiction associée yS,i = (Hx)i est constante ;

• c’est-à-dire, une observation yi, telle que la prédiction associée yS,i = (Hx)i est
indépendante de x, pour toute source x dans X ;

• c’est-à-dire, une observation yi, telle que la prédiction associée yS,i est toujours nulle
quelle que soit la valeur de x, pour toute source x dans X . Cette dernière implication
est inférée du fait que, si yS,i n’était pas nulle et H étant linéaire, alors yS,i dépendrait
de x.

En d’autres termes, une observation non discriminante est une observation qui ne
contribue jamais à discriminer une source d’une autre. Il s’agit d’une observation pour
laquelle, si la matrice R était modélisée comme une matrice diagonale avec Nobs variances
indépendantes, la variance ri correspondant à cette observation serait nulle (puisque
l’observation est toujours vérifiée, c’est-à-dire, égale à sa prédiction associée).
Une telle observation pourrait donc être supprimée par prétraitement des données. Il

suffirait de calculer les prédictions de toutes les sources considérées, et de regarder quelles
observations remplissent la condition ci-dessus. Seulement, nous souhaitons restreindre le
principe de pertinence.
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En effet, il semble fastidieux d’explorer tout l’espace des sources X , et de considérer
qu’une observation est non-pertinente, seulement si elle est non-pertinente pour l’entièreté
des sources. Par exemple, si on mesure de faibles quantités d’un certain radionucléide au
mois de septembre, il n’est pas nécessaire de considérer un rejet en mars.
Ainsi, on comprend intuitivement qu’il ne faut pas considérer l’espace des sources X

pour définir le principe de pertinence, mais plutôt l’espace des sources probables

{x | p(x|y) > εp} (5.16)

où εp est défini petit. À partir de cette réflexion, on peut définir le critère de pertinence.
Une observation yi est pertinente si :

∃x ∈ {x | p(x|y) > εp} : |yi − (Hx)i| > εd, (5.17)

où l’on définit εd petit. Cela pose néanmoins un problème : puisque l’on définit la probabilité
d’une source x conditionnellement à un vecteur d’observations y, il est impossible de définir
y directement à partir de cet espace des sources probables. Ce serait une définition circulaire,
c’est-à-dire qu’on définirait y en fonction de y.

On peut noter que ce principe de pertinence est différent du principe de redondance d’une
observation. La redondance, i.e., le fait d’apporter une information déjà apportée, apporte
bien de l’information qui permet de discriminer en faveur de sources déjà privilégiées.

5.2.2.2 Tri des observations au sein du MCMC

Maintenant que nous avons défini le principe de pertinence d’une observation, nous allons
décrire une méthode de tri des observations en deux groupes pertinent et non-pertinent au
sein du MCMC.

Comme défini précédemment, on souhaite trouver les observations toujours égales aux
prédictions calculées quelle que soit la source x probable, c’est-à-dire la source x dans

{x | p(x|y) > εp} (5.18)

On ne peut prétraiter ces observations car cela impliquerait de connaître à l’avance les
sources suffisamment probables. Or, c’est justement le but de l’échantillonnage.

Il faut donc intégrer ce processus à l’intérieur de l’échantillonneur MCMC. Nous avons
évoqué plus tôt la circularité du problème dont il faut tenir compte. Classer des observations
en deux groupes pertinents et non-pertinents est équivalent à modéliser R d’une certaine
façon, c’est-à-dire, définir x le vecteur des variables décrivant la source d’une certaine façon.
Or, la classification des observations est dépendante de la modélisation de la source x.
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5.2 Modélisation de la matrice de covariance

La méthode de tri doit donc tenir compte de la circularité du problème. Dans la suite,
on dérive une condition liée à la circularité que la méthode de tri doit satisfaire.
Nous proposons à cette fin un exemple où l’on utilise une vraisemblance gaussienne

afin de simplifier les calculs. Les conclusions restent applicables pour des vraisemblances
log-normales, log-Laplace, ou log-Cauchy.

On suppose que les observations ont été classifiées en deux groupes : pertinent et
non-pertinent. On a alors :

R =



rnp 0 ... ... ... 0
0 rnp 0 ... ... ...

... 0 rp ... ... ...

... ... 0 ... 0 ...

... ... ... ... rp 0
0 ... ... ... 0 rnp


(5.19)

avec rnp la variance que l’on assigne aux observations non pertinentes et rp la variance des
observations pertinentes. Nous avons donc :

J (x) =
Nobs,p∑
i=1

(yi − (Hx)i)2

2rp
+ Nobs,p

2 ln(rp)+
Nobs,np∑
i=1

(yi − (Hx)i)2

2rnp
+ Nobs,np

2 ln(rnp) (5.20)

avec Nobs,p le nombre d’observations pertinentes, et Nobs,np le nombre d’observations
non-pertinentes.

On note yi une observation particulière classée comme pertinente, c’est-à-dire associée à
un coefficient rp. On suppose que yi respecte le critère suivant, défini comme critère de
non-pertinence à partir de l’équation 5.17 :

∀x ∈ {x | p(x|y) > εp} : |yi − (Hx)i| < εd, (5.21)

avec p(x|y) la distribution pour la modélisation courante de R, et où l’on définit εd et εp
très petits. Autrement dit, pour toute source x probable (dans la configuration courante),
yi est égale à εd près à la prédiction associée (Hx)i.
On note ici le problème de circularité : si l’on classe yi comme non-pertinente, alors

on modifie R, et donc nécessairement p(x|y). Suite à cette modification, une observation
classée comme pertinente peut alors devenir non-pertinente, et le contraire est également
possible. Puisqu’à chaque fois que l’on reclassifie une observation, la définition de p(x|y)
est modifiée, alors la classification peut très bien ne pas converger.

On décrit ci-dessous plus précisément la façon dont p(x|y) peut être modifiée suite à la
classification d’une observation pertinente en non-pertinente, et ce que cela peut entraîner.

Suite à la classification d’une observation pertinente en non-pertinente, le nombre Nobs,p

diminue ce qui entraîne, selon l’équation (5.20), que la valeur de rp échantillonnée par le
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MCMC augmente en moyenne (pour εd suffisamment petit). On a en effet :

rp,optimal =
∑Nobs,p
i=1 (yi − (Hx)i)2

Nobs,p
(5.22)

où rp,optimal est la valeur de rp qui minimise la fonction de coût. Si Nobs,p diminue alors
rp,optimal augmente. C’est aussi le cas des valeurs rp échantillonnées qui augmentent en
moyenne.
Or, une variance rp plus élevée implique une plus grande variabilité autorisée à la

différence yi − (Hx)i. Autrement dit, si la variance rp est plus élevée, des sources x qui
produisent des prédictions Hx telles que les différences yi − (Hx)i sont plus importantes
vont être échantillonnées.

Cela veut dire que, la variance de la distribution a posteriori p(x|y) augmentant, le
support de la distribution, c’est-à-dire l’ensemble des sources probables {x, p(x|y) > εp},
est agrandi. On utilise par la suite le terme de support pour désigner l’ensemble des sources
un minimum probables.
Une observation qui a été classée comme non-pertinente pourrait alors, du fait de

l’agrandissement de cet ensemble de sources probables, devenir pertinente. Ce problème
doit absolument être évité, car cette observation pertinente serait alors associée à une
variance extrêmement faible. En effet, les valeurs de rnp sont par définition proches de

rnp,optimal =
∑Nobs,np
i=1 (yi − (Hx)i)2

Nobs,np

<

∑Nobs,np
i=1 ε2d
Nobs,np

= ε2d,

(5.23)

et on désire choisir εd très petit pour les raisons explicitées plus haut. Une observation
yi qui serait pertinente, mais classée comme non pertinente, aurait donc une très faible
variance rnp mais une différence non négligeable yi − (Hx)i qui serait alors très amplifiée
par cette très faible variance. Le couple associé (yi, (Hx)i) aurait alors un coût très élevé
et dominerait la recherche de la source.

À partir de cet exemple, nous avons dérivé une nouvelle condition que doit satisfaire notre
méthode de tri. Plus précisément, en plus de tenir compte de la circularité du problème,
on souhaite donc satisfaire deux conditions :

• classifier les observations en deux groupes selon si elles sont pertinentes ou non ;
• ne classer aucune observation pertinente dans le groupe des observations non-

pertinentes.
De ces deux conditions, on peut déduire l’algorithme 5.1 qui permet de classer les observa-
tions en tenant compte du fait que le problème est circulaire.
Le principe de l’algorithme est :
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Algorithme 5.1 : Procédure MCMC intégrant la classification des observations en
groupes pertinents et non-pertinents.

Input : Un vecteur d’observations y = yp et ynp = {∅} (et donc N∗obs = 0).
Output : Un ensemble d’échantillons x et deux vecteurs d’observations yp et ynp.

1 Attendre Nburn−in jusqu’à la convergence d’un algorithme MCMC échantillonnant
notre vecteur source x.

2 for i = 1 : Nobs do
3 if |yi − (Hx)i| < εd then
4 yp = {yp} − {yi}
5 ynp = {ynp, yi}
6 N∗obs = N∗obs + 1
7 end
8 end
9 for k = Nburn−in : Nitérations do

10 for i = 1 : N∗obs do
11 if |yi − (Hx)i| > εd then
12 yp = {yp, yi}
13 ynp = {ynp} − {yi}
14 N∗obs = N∗obs − 1
15 end
16 end
17 Itération de l’algorithme MCMC.
18 return échantillon courant x
19 end
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• d’initier toutes les observations en les supposant pertinentes puis d’attendre la
convergence du MCMC ;

• de classifier les observations en deux groupes pertinent et non-pertinent une seule
fois ;

• de n’autoriser ensuite que la reclassification de certaines observations supposées
non-pertinentes et en fait pertinentes (et non le contraire).

Une justification rigoureuse de l’utilisation de ce regroupement à l’aide du critère
d’information d’Akaike est proposée en section 5.2.2.3.
Notons que cette classification équivaut finalement à supprimer des observations. On

peut en effet remarquer que les deux choix de modélisation suivants :

• une observation yi est classifiée comme non-pertinente, et n’est jamais ré-évaluée
pertinente ;

• une observation est supprimée de l’ensemble des observations, et n’est plus utilisée
dans la suite du problème ;

sont équivalents, à εd près.

5.2.2.3 Évaluation de la modélisation avec le critère AIC

Nous utilisons ici le critère d’Aitchike (Aitchike Information Criterion) pour comparer
deux modèles :

• un premier modèle (O) où une seule variable r est utilisée pour décrire la matrice de
covariance R ;

• un deuxième modèle (D) où deux variables r1 et r2 décrivent R. Dans ce cas, puisque
chaque coefficient diagonal de R correspond à une observation, il existe deux groupes
d’observations (notés 1 et 2).

Ce critère est utilisé en général pour résoudre le problème de l’arbitrage biais-variance
(T. Hastie et al. 2009). Les deux critères correspondants s’écrivent :

AIC(O) = 2× 1− 2 ln(L(O)); (5.24a)
AIC(D) = 2× 2− 2 ln(L(D)) (5.24b)

où L(O) est définie comme le maximum de vraisemblance lié à l’utilisation du premier
modèle, et L(D) le maximum de vraisemblance lié à l’utilisation du second modèle. Nous
utilisons dans la suite une vraisemblance gaussienne pour simplifier les calculs. Ces calculs
sont toujours valables si on utilise une vraisemblance log-normale, log-Cauchy, ou log-
Laplace.
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Dans le premier cas :
1
2AIC(O) = 1− ln(L(O))

= 1 + Nobs
2 ln(r) + S

2r

(5.25)

où S = ∑Nobs
i=1 (yi − (Hx)i)2, et où les constantes de normalisation ont été supprimées. On

peut alors minimiser cette expression en utilisant la variance r optimale :

dNobs
2 ln(r) + S

2r
dr

= Nobs
2r −

S

2r2 → ropti = S

Nobs
. (5.26)

De cette manière, et en omettant les constantes de normalisation :
1
2AIC(O) = 1 + Nobs

2 ln S

Nobs
+ Nobs

2 . (5.27)

Dans le second cas :
1
2AIC(D) = 2− ln(L(D))

= 2 + N1
2 ln(r1) + S1

2r1
+ N2

2 ln(r2) + S2
2r2

.
(5.28)

où Sk = ∑Nk
i=1 (yi − (Hx)i)2, N1 +N2 = Nobs, et N1, N2 le nombre d’observations appar-

tenant au groupe 1 et au groupe 2, respectivement. Avec rk,opti = Sk
Nk

, en omettant les
constantes de normalisation :

1
2AIC(D) = 2− ln(L(D))

= 2 + N1
2 ln S1

N1
+ N1

2 + N2
2 ln S2

N2
+ N2

2 .
(5.29)

Donc, en comparant les vraisemblances maximales des deux modèles :
1
2 (AIC(O)−AIC(D)) = 1 + Nobs

2 ln S

Nobs
+ Nobs

2

−
(

2 + N1
2 ln S1

N1
+ N1

2 + N2
2 ln S2

N2
+ N2

2

)
= − 1 + N1

2 ln (S1 + S2)N1
(N1 +N2)S1

+ N2
2 ln (S1 + S2)N2

(N1 +N2)S2
.

(5.30)

On peut noter que N1, N2 > 0 sont des entiers, et que S = S1 + S2 est une constante non
nulle. Ainsi :

S2 → 0⇒ (S1 + S2)N2
(N1 +N2)S2

→ +∞⇒ AIC(O)−AIC(D)→ +∞. (5.31)

Plus la somme S2 est petite, meilleur le modèle (D) est par rapport à (O). Or, c’est
exactement selon ce principe que l’algorithme de tri des observations fonctionne. C’est-à-
dire, l’objectif de l’algorithme de tri est précisément de sélectionner le plus grand ensemble
d’observations avec le plus petit coût S2.
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On peut écrire R = S1
S2

et M = N1
N2

:

1
2 (AIC(O)−AIC(D)) = −1 + N1

2 ln (S1 + S2)N1
(N1 +N2)S1

+ N2
2 ln (S1 + S2)N2

(N1 +N2)S2

= −1 + N2M

2 ln
((

1 + S2
S1

) 1
N1+N2
N1

)
+ N2

2 ln
((

S1
S2

+ 1
) 1

N1+N2
N2

)

= −1 + N2M

2 ln
((

1 + 1
R

) 1
1 + 1

M

)
+ N2

2 ln
(

(R+ 1) 1
1 +M

)
.

(5.32)

Par exemple, si l’on considère les observations relatives à l’évènement 106Ru :
N1 +N2 = Nobs = 1600, et N1

N2
= M , et donc N2 = Nobs

1+M . Cela entraîne :

1
2 (AIC(O)−AIC(D)) = −1 + NobsM

2(1 +M) ln
(

1 + 1
R

1 + 1
M

)
+ Nobs

2(1 +M) ln
( 1 +R

1 +M

)
. (5.33)

Et on peut alors tracer AIC(O) - AIC(D) en figure 5.5.
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Figure 5.5 – AIC(O)-AIC(D). Les valeurs négatives sont multipliées par 100 pour raisons
de lisibilité.
Les valeurs négatives indiquent que le modèle (O) à un groupe est préférable.
Les valeurs positives indiquent que le modèle (D) à deux groupes est préférable.
En abscisse, est décrit le rapport entre la somme S1 liée au groupe 1 du modèle (D) et la
somme S2 liée au groupe 2 du modèle (D).
En ordonnée, est décrit le rapport entre le nombre d’observations N1 lié au groupe 1 du
modèle (D) et le nombre d’observations N2 lié au groupe 2 du modèle (D).

L’AIC pénalise le fait de créer plusieurs groupes, quand le coût (ici, la vraisemblance)
de ces différents groupes est semblable. Autrement dit, l’AIC condamne les classifications
chères et inutiles. Si N1 est proche de N2, le modèle (D) n’est pas intéressant si S1 est
également proche de S2. Plus généralement, pour un rapport entre les deux groupes égal à
N1
N2

= β > 1, il n’est pas intéressant d’utiliser (D) uniquement si le rapport des sommes des
coûts est proche de β. C’est-à-dire, le modèle (D) est jugé inutile par rapport au modèle
(O) si le coût moyen des observations liées au groupe 1 est proche du coût moyen des
observations liées au groupe 2.
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5.2.3 Tri général des observations

Cette classification à l’aide de deux variances est une simplification d’un modèle plus
ambitieux qui classifierait les observations en k groupes en fonction de leur variance. Cette
courte section n’a pas fait l’objet d’une application décrite dans la thèse.

On se place dans le cadre où seuls les paramètres diagonaux ont une importance. Les
autres hyperparamètres sont supposés égaux à 0. Supposons que l’on décide de modéliser
R avec Nobs hyperparamètres :

Rc =



r1,c 0 ... ... ... 0
0 r2,c 0 ... ... ...

... 0 r3,c ... ... ...

... ... 0 ... 0 ...

... ... ... ... rNobs−1,c 0
0 ... ... ... 0 rNobs,c


. (5.34)

Cela serait, comme expliqué précédemment, trop coûteux en temps de calcul. La classifica-
tion en observations pertinentes et non pertinentes revient 2 à :

• repérer les observations dont, si on utilisait une modélisation Rc comme ci-dessus,
les variances associées ri,c seraient nulles ou très petites ;

• assigner une variance rnp commune à toutes ces observations (ce qui est approprié
puisque toutes ces variances sont très proches les unes des autres) ;

• assigner une variance rp commune à toutes les autres observations, ce qui représente
une simplification importante.

Une bonne modélisation de R est celle dont la variance d’une observation ri est proche
de la variance ri,c si on utilisait Rc.
Utiliser une seule variance r pour toutes les observations est problématique, car cette

seule variance est une sorte de moyenne de l’ensemble des variances (r1,c, ..., rNobs,c). Comme
on l’a vu précédemment, une telle variance moyenne va être trop faible pour l’ensemble
des observations qui seraient associées à une variance ri,c importante.

Avec l’algorithme de tri, on résout une partie du problème en séparant les observations à
variance nulle, ou très faible, des autres observations et en réhaussant ainsi la variance rp

commune aux observations pertinentes.

On pourrait néanmoins aller plus loin, et décider de modéliser R de manière à regrouper
les observations de variance ri,c proche. Pour cela, il faudrait connaître Rc et les variances
(r1,c, ..., rNobs,c). Or, il est possible de calculer la variance optimale ri,c d’une observation

2. Ce n’est pas rigoureusement équivalent.
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pour une source x donnée. Celle-ci est simplement égale, pour une vraisemblance gaussienne,
à :

(yi − (Hx)i)2. (5.35)

Ainsi, on pourrait proposer une classification des observations en k groupes, où chaque
observation yi aurait une variance dans {r1, ..., rk} selon l’ordre de grandeur de (yi−(Hx)i)2.
La prédiction (Hx)i étant variable tout au long de l’échantillonnage MCMC, il faudrait
recalculer périodiquement la modélisation de R, ou alors accepter que la modélisation ne
soit pas parfaite mais néanmoins que chaque observation ait une variance plus adaptée en
moyenne.
On peut noter que la classification en fonction de la variance est une classification en

fonction du coût puisque ces deux quantités sont directement proportionnelles. Ainsi, une
telle classification est validée, par essence, par le critère d’Aitchike.

5.2.4 Classification spatiale des observations

Nous proposons maintenant une deuxième approche pour améliorer la construction
de la matrice de covariance R et l’estimation des incertitudes associées. La variance ri
d’une observation yi dépend de la position de la station liée à yi. L’erreur de modélisation
physique, qui est une partie de l’erreur dont R est la matrice de covariance, est une fonction
spatialement dépendante.

On peut regrouper les observations en fonction de leur position spatiale dans k groupes,
où les observations d’un même groupe se voient attribuer la même variance d’erreur
d’observation. Avec ce regroupement, nous avons

x = (x1, x2, ln q, r1, ..., rk) (5.36)

les variables sources d’intérêt, et R une matrice diagonale où le coefficient diagonal i se
voit attribuer rj avec j ∈ {1, .., k} selon le groupe auquel l’observation yi appartient.

En utilisant une classification spatiale et l’algorithme de tri présenté en section 5.2.2, x
devient

(x1, x2, ln q, r1, ..., rk, rnp) (5.37)

avec, par exemple,

R =



r2 0 ... ... ... 0
0 r2 0 ... ... ...

... 0 rnp ... ... ...

... ... 0 ... 0 ...

... ... ... ... rk 0
0 ... ... ... 0 rnp


. (5.38)
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5.3 Méthodes d’ensemble

p(x|y) ∝ p(x)p(y|Hx1,x2(m)q,R)

Définition de la vraisemblance

Observations

Modèle de transport

Représentation de la position

Représentation du vecteur des débits de rejet

Variance d’erreur d’observation

Météorologie

Choix des priors

Figure 5.6 – Description des sources d’incertitudes dans la formule de Bayes appliquée
au cas de la reconstruction de sources. On se concentre sur l’étude de l’incertitude émanant
des modèles physiques.

Dans cette troisième partie, nous nous concentrons sur les incertitudes émanant des
modèles physiques comme décrit dans l’équation 5.6 : la météorologie et le modèle de
dispersion atmosphérique.

Une source importante d’incertitudes dans la modélisation inverse pour l’estimation
du terme source trouve son origine dans les données météorologiques et les modèles
de transport (Sato et al. 2018) qui sont utilisés pour simuler le transport du panache.
Les incertitudes des prévisions météorologiques proviennent d’erreurs dans les conditions
initiales et d’approximations dans les constructions des modèles numériques.
Elles peuvent être réduites et évaluées grâce à l’utilisation de méthodes de prévisions

d’ensemble (Leith 1974). Plusieurs réalisations d’une même prévision sont considérées, où
pour chaque réalisation, les conditions initiales et le modèle numérique sont perturbés.
Pour réduire et mieux estimer les incertitudes, on peut utiliser une combinaison de ces
prévisions. Cette approche est connue sous le nom de prévision d’ensemble multi-modèles
(Zhou et Du 2010). Plus précisément, les membres de l’ensemble peuvent être combinés par
agrégation séquentielle, où chaque membre de l’ensemble se voit attribuer un poids. Une
prévision agrégée est alors formée par la combinaison linéaire pondérée des prévisions de
l’ensemble, où les poids sont calculés en utilisant diverses méthodes telles que des algorithmes
d’apprentissage automatique (Mallet et al. 2009) ou des algorithmes de moindres carrés
(Mallet et Sportisse 2006). Ces poids peuvent dépendre d’observations ou d’analyses
antérieures (Mallet 2010).
De la même façon, l’incertitude liée au modèle de transport peut être réduite par des

méthodes d’ensemble, telles que celles présentées par Delle Monache et Stull 2003 qui
utilisent un mélange de plusieurs modèles de qualité de l’air.
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5.3.1 Création de l’ensemble d’opérateurs d’observation

Comme expliqué dans la section 1.4, l’opérateur d’observation linéaire H est calculé
avec un modèle de transport atmosphérique, qui prend les champs météorologiques comme
données d’entrées. Pour améliorer les prévisions et donc mieux quantifier les incertitudes,
plusieurs opérateurs d’observation calculés avec divers paramètres physiques configurant
le modèle de transport et les champs météorologiques peuvent être combinés de façon
linéaire. Cette combinaison produit alors une prévision unique, espérée plus habile que
toute prévision individuelle.

Nous souhaitons donc construire un ensemble d’opérateurs d’observation caractérisé à la
fois :

• par une variabilité météorologique. En ce qui concerne celle-ci, les prévisions météo-
rologiques d’ensemble peuvent être utilisées pour la représenter. Les membres d’un
ensemble météorologique sont basés sur un ensemble de modèles de taille Nm, où
chaque modèle dispose de sa propre formulation physique. L’ensemble d’opérateurs
d’observation peut être construit à partir d’un ensemble météorologique ;

• par une variabilité de la paramétrisation du modèle de transport. Nous ne mélangeons
pas les résultats de différents modèles de transport dans cette thèse, mais nous
pouvons utiliser plusieurs paramétrisations physiques du même modèle de transport.
D’abord, nous pouvons faire un inventaire des paramètres du modèle de transport
qui peuvent avoir un impact important sur la dispersion d’un radionucléide. Girard
et al. 2014 font cet inventaire dans le cas de l’accident de Fukushima-Daiichi. Dans
un cas avec peu d’épisodes de précipitation, trois paramètres spécifiques du modèle
de transport en particulier peuvent avoir un impact important sur la dispersion d’un
radionucléide et sont soumis à d’importantes incertitudes : le dépôt sec, la hauteur
du rejet et la valeur du coefficient de diffusion turbulente verticale (Kz). C’est alors à
partir d’une collection d’échantillons de ces trois paramètres que l’on peut construire
notre ensemble d’opérateurs d’observation.

Par conséquent, pour créer un ensemble d’opérateurs d’observation incluant à la fois les
incertitudes provenant des champs météorologiques et du modèle de transport, on peut
calculer une collection d’opérateurs d’observation H1, ...,HNe à partir de quatre paramètres
(Ne est la taille de notre ensemble d’opérateurs d’observation).

Plus précisément, chaque Hi avec i ∈ [1,Ne] est la sortie d’un modèle de transport
paramétré par :

• un membre choisi dans un ensemble de champs météorologiques, donc une valeur
discrète dans [1,Nm] ;
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• une vitesse de dépôt constante tirée dans [vd,min, vd,max], deux valeurs qui dépendent
du radionucléide considéré ;

• une répartition de la hauteur de rejet entre les différentes couches verticales ;

• une constante multiplicative sur les valeurs de Kz.

L’ensemble d’opérateurs d’observation est donc calculé à partir d’une collection de
paramètres. Cette collection est obtenue à partir de l’échantillonnage des valeurs des
paramètres.

Une fois l’ensemble d’opérateurs d’observation construit, l’idée est de combiner les
membres de cet ensemble de manière linéaire pour obtenir une prédiction plus précise. Un
poids wi peut être associé à chaque opérateur d’observation de l’ensemble :

yS = Hx =
Ne∑
k=1

wkHkx =
Ne∑
k=1

wkyS,k (5.39)

avec yS,k le vecteur des prédictions calculé à partir de l’opérateur d’observation Hk. Ainsi,
la prédiction est une combinaison linéaire des prédictions de chaque membre de l’ensemble.

Une question légitime est celle de la physicité de l’opérateur d’observation ainsi créé par
combinaison linéaire. Autrement dit, on peut se demander si l’objet ∑Ne

k=1wkHk représente
toujours un transport physique. On peut répondre à cette question de deux manières :

• d’un point de vue physique, cela dépend de deux choses :

– de la variance de l’ensemble d’opérateurs d’observation. Si la variance est faible,
c’est-à-dire si les opérateurs d’observation de l’ensemble dévient peu d’une
moyenne, alors on peut considérer que l’objet ∑Ne

k=1wkHk représente toujours
approximativement un transport physique ;

– de la répartition des poids : si un ou quelques poids wk ont des valeurs signi-
ficativement plus importantes que les autres poids, alors de la même manière
on peut considérer que l’opérateur d’observation combiné représente toujours
approximativement un transport physique. Il ne dépend en effet réellement
que d’un opérateur d’observation ou de l’agrégation de quelques opérateurs
d’observation ;

• d’un point de vue mathématique, la question n’a que peu de sens. On peut en effet
soutenir la position que la physicité de l’opérateur d’observation importe peu et que
seule la qualité des prédictions compte. C’est la position défendue par l’usage de
certaines méthodes d’apprentissage automatique : on entraîne un modèle à produire
les meilleures prédictions, et ceci peu importe qu’il résolve convenablement des
équations physiques ou non.
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Enfin, on peut noter que chaque poids wk peut être considéré comme une variable positive
à échantillonner, et peut ainsi être inclu dans l’ensemble des variables échantillonnées par
l’algorithme MCMC. Les poids sont dépendants les uns des autres grâce à la condition
nécessaire ∑Ne

k=1wk = 1, ce qui signifie que Ne − 1 variables de poids peuvent être ajoutées
à

x = (x1, x2, ln q,R, w1, ..., wNe−1) . (5.40)

Dans la suite, nous nommons ensemble d’opérateurs d’observation ou ensemble amélioré
la collection (H1, ...,HNe).

5.3.2 Évaluation de la qualité d’un ensemble

Il existe différents critères pour juger de la qualité d’un ensemble de prévisions probabi-
listes (Murphy 1993 ; Delle Monache et al. 2006) :

• la fiabilité : la correspondance de l’observation moyenne conditionnelle et des prévi-
sions conditionnelles, moyennées sur l’ensemble des prévisions. L’étude de la fiabilité
d’un ensemble à l’aide de diagrammes de fiabilité est présentée en section 5.3.2.2 ;

• la précision : le niveau de concordance entre les prévisions et les observations, évaluée
par le score Brier, ou un score d’erreur de moyenne absolue ;

• la compétence : la précision des prévisions par rapport à la précision des prévisions
produites par une méthode standard, mesurée par un score de compétence de Brier ;

• la discrimination : la capacité du système de prévision à distinguer clairement les
situations conduisant à la survenance d’un évènement d’intérêt de celles conduisant à
la non-survenance de l’évènement. L’étude de la discrimination à l’aide d’une courbe
ROC est présentée en section 5.3.2.3 ;

• la résolution : la capacité de la prévision à distinguer des situations ayant des
fréquences d’occurrence nettement différentes ;

• et la netteté : la capacité à prévoir des valeurs extrêmes ;

Trois types de méthodes pour étudier en particulier la variance, la fiabilité et la discrimi-
nation de notre ensemble sont utilisées en section 5.4.2.4 :

• les histogrammes de rang (Anderson 1996 ; Talagrand et al. 1997) utiles pour évaluer
la moyenne et la variance d’un ensemble ;

• les diagrammes de fiabilité qui sont des graphiques de la fréquence observée d’un
évènement tracée par rapport à la probabilité prévue d’un évènement ;

• les courbes ROC, qui tracent le taux de vrais positifs par rapport au taux de faux
positifs en utilisant plusieurs seuils de probabilité.
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Dans la suite, nous considérons que nous travaillons avec l’ensemble d’opérateurs d’obser-
vation de taille Ne. Le vecteur des prédictions correspondant au membre j de cet ensemble
est noté yjS.

Pour représenter les différents critères, nous avons besoin d’un ensemble de Nobs observa-
tions binaires et d’une matrice de taille (Nobs,Ne) de prédictions binaires correspondantes
pour chaque membre de l’ensemble d’opérateurs d’observation. Nous appelons observations
ou prédictions binaires des observations ou prédictions ne pouvant prendre que la valeur 0
ou 1.

Le vecteur des observations binaires et la matrice des prédictions binaires sont construits
à partir d’un évènement qui peut être défini comme :

• {y > t} avec y une observation non binaire et t un seuil ;

• {y < t} avec y une observation non binaire et t un seuil ;

• {t1 < y < t2} avec y une observation non binaire et t1, t2 des seuils.

Par exemple, à partir de notre vecteur d’observations y et l’évènement {y > t} défini par
un certain seuil t, on peut construire yb le vecteur d’observations binaires correspondant à
y où :

∀i

yb,i = 1, si yi > t,

yb,i = 0, sinon,
(5.41)

et de la même façon, on peut construire pour chaque membre de notre ensemble amélioré
et une source x (car les prédictions d’un membre Hj de l’ensemble amélioré dépendent
forcément d’une source x : yjS = Hjx), un vecteur de prédictions binaires.

5.3.2.1 Histogrammes de rang

Les histogrammes de rang sont utilisés pour diagnostiquer l’écart moyen d’un ensemble
par rapport aux observations. Ceci permet de

• diagnostiquer les erreurs de moyenne ou de variance de l’ensemble ;

• mesurer la fiabilité d’un ensemble : un histogramme de rang mesure à quel point l’ob-
servation est statistiquement indissociable des prédictions des membres de l’ensemble
(Talagrand et al. 1997 ; Hamill 2001).

Autrement dit, l’histogramme de rang mesure si la distribution de probabilité des obser-
vations est bien représentée par l’ensemble, il quantifie la "propagation" d’un ensemble.
L’histogramme de rang est construit de la manière suivante :

• pour chaque observation spécifique, les prédictions associées des membres de l’en-
semble sont classées, de la plus basse à la plus haute : par exemple, pour l’observation
yi, on classe (yjS,i)1≤i≤Ne ;
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• ensuite, l’observation est rangée entre les deux prédictions qui l’encadrent : on classe
yi dans [ykS,i, ylS,i], ordonné, et on note sa position.

Au final, les observations sont rangées en quantité plus ou moins importante dans différentes
boîtes qui correspondent aux intervalles entre les membres classés. On peut alors compter
le nombre total d’occurrences, i.e., le nombre total d’observations, dans chaque intervalle.
L’histogramme de rang correspond alors à l’ensemble de ces intervalles où le nombre
d’observations associé est plus ou moins important. En général, un bon histogramme de
rang est plat bien que ce critère soit insuffisant (Hudson et Ebert 2017).

5.3.2.2 Diagrammes de fiabilité

Comme indiqué par Bröcker et L. A. Smith 2007, un ensemble est fiable par rapport
à un évènement si celui-ci se produit effectivement avec une fréquence relative observée
compatible avec la probabilité relative de prévision calculée par l’ensemble.

Les diagrammes de fiabilité mesurent la capacité à donner des estimations de probabilité
non biaisées pour des prédictions dichotomiques. Autrement dit, ils fournissent un diagnostic
permettant de vérifier si la probabilité de prévision de l’ensemble est fiable ou non. Pour
construire des diagrammes de fiabilité, il faut calculer le vecteur des probabilités de
prévision, c’est-à-dire que pour chaque observation, il faut calculer la probabilité prévue
que l’observation binaire soit égale à 1.
Avec les membres d’un ensemble, nous avons pour chaque observation yi la probabilité

de prévision que l’observation binaire soit égale à 1 :

fi =
Ne∑
j=1

yj,bS,i
Ne

(5.42)

avec yj,bS,i la prédiction binaire de l’opérateur d’observation j de l’ensemble amélioré, et
associé à l’observation i. Le vecteur des probabilités de prévision f est donc de taille Nobs.
En résumé, nous avons :

yb =



yb1
yb2
...

...

...

ybNobs


où ∀i, yi ∈ {0; 1} et f =



f1

f2

...

...

...

fNobs


où ∀i, fi ∈ [0, 1]. (5.43)

Pour évaluer la fiabilité des prévisions probabilistes, nous devons évaluer si les probabili-
tés prévues correspondent aux observations, c’est-à-dire que nous devons évaluer si une
observation binaire ybi qui correspond à une probabilité de prévision fi égale par exemple à
0.3 ne sera finalement égale à 1 que 30% du temps. Bien sûr, ceci est absurde puisque nous
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ne disposons que d’une seule réalisation de notre observation (par définition). Nous devons
donc, pour réaliser une comparaison, définir des intervalles où nous pouvons rassembler
des observations rapprochées et les faire se comporter comme un ensemble cohérent.
Ainsi, on définit un ensemble d’intervalles (Bk)k, des intervalles deux à deux distincts

couvrant l’espace [0, 1]. De cette façon, chaque prévision de probabilité fi tombe dans un
sous-intervalle Bk unique de [0, 1].
On peut alors définir :

Ik = {i; fi ∈ Bk}, (5.44)

qui correspond aux indices des probabilités de prévision tombant dans un certain sous-
intervalle. De cette façon, on peut calculer la probabilité observée :

lk = 1
Card(Ik)

∑
i∈Ik

ybi . (5.45)

Cette probabilité observée peut être comparée à la prévision probabiliste moyenne des
indices en Ik :

mk = 1
Card(Ik)

∑
i∈Ik

fi. (5.46)

Plus ces deux quantités sont proches, plus on dit que la prévision probabiliste est fiable.

5.3.2.3 Courbes ROC

Les courbes ROC (Receiver Operating Characteristic) mesurent la capacité de l’ensemble
à faire la distinction entre les évènements et les non-évènements. De fait, comme pour les
autres méthodes, on utilise des observations et des prédictions dichotomiques.

En substance, la courbe ROC est le tracé du taux de réussite par rapport au taux de
fausses alarmes en utilisant un ensemble de seuils de probabilité variables pour prendre
la décision oui/non, c’est-à-dire pour définir si une certaine prévision probabiliste est une
réussite ou non. Plus précisément, la courbe ROC est la courbe du TPR (True Positive
Rate), par rapport au FPR (False Positive Rate). Ces diverses quantités sont définies dans
la suite, et plus précisément dans les équations 5.48, 5.49, 5.50.

Pour tracer la courbe ROC, on utilise comme dans les sections précédentes :

• le vecteur des observations binaires qui satisfont ou non la condition d’un évènement
prédéfini pour un certain seuil t ;

• la matrice des prédictions binaires pour chaque membre de l’ensemble amélioré
(l’ensemble d’opérateurs d’observation).

Puis, un ensemble de seuils {sj} est défini entre 0 et 1. Pour chaque seuil, la positivité
d’une prévision est établie en comparant la prévision probabiliste au seuil. Plus précisément,
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une prévision probabiliste correspondant à l’observation i sera assimilée à un "oui" si, pour
un certain seuil s, fi > s, où on rappelle que

fi =
Ne∑
j=1

yj,bS,i
Ne

. (5.47)

De cette façon, on peut calculer les scores "True Positive" (TP), "False Positive" (FP),
"False Negative" (FN), "True Negative" (TN) :

TP(s) =
Nobs∑
i=1

1{fi>s}1{ybi=1},

FP(s) =
Nobs∑
i=1

1{fi<s}1{ybi=1},

FN(s) =
Nobs∑
i=1

1{fi>s}1{ybi=0},

TN(s) =
Nobs∑
i=1

1{fi<s}1{ybi=0}.

(5.48)

Pour les (s1, ..., sn) précédemment définis, on peut dessiner les points définissant la courbe
ROC, soit le TPR : ( TP(s1)

TP(s1) + FN(s1) , ...,
TP(sn)

TP(sn) + FN(sn)

)
(5.49)

contre le FPR : ( FP(s1)
TN(s1) + FP(s1) , ...,

FP(sn)
TN(sn) + FP(sn)

)
. (5.50)

Par ailleurs, l’aire sous la courbe (AUC) est une mesure utile utilisée pour calculer le
score de compétence

2(AUC− 0.5). (5.51)
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5.4 Application au cas du 106Ru

Dans cette partie, nous appliquons les méthodes décrites dans ce chapitre à l’évènement
de rejet de 106Ru. L’objectif est d’étudier l’apport de chaque méthode à la reconstruction
des diverses distributions. Plus précisément, nous nous demandons si les méthodes élaborées
avancent une réponse satisfaisante au problème soulevé à la fin de la section 4.1.3.3 du
chapitre 4.
Autrement dit, est-ce que
• la définition de meilleures vraisemblances et leur usage ;
• la modélisation de la matrice de covariance de la vraisemblance R à partir d’un

critère de pertinence ;
• l’incorporation des incertitudes météorologiques et du modèle de transport au sein

du formalisme bayésien ;
améliorent la quantification d’incertitudes à travers la reconstruction des densités de
probabilité des variables décrivant la source du 106Ru?
Nous répondons à ces questions dans les prochaines sections.

5.4.1 Paramétrisation

Toutes les simulations de cette section sont réalisées à partir des champs météorologiques
ERA5 de ECMWF. Ces champs météorologiques sont décrits dans la section 3.4.1.4 du
chapitre 3.
Nous rappelons que l’ensemble de données ERA5 est composé
• d’une réalisation haute résolution (HRES) de résolution spatiale 0.28125 degrés et

de résolution temporelle 1 heure. Nous utilisons dans un premier temps ces champs
météorologiques pour étudier la pertinence de l’usage de plusieurs vraisemblances,
sans l’intégration des incertitudes météorologiques et du modèle de transport ;

• d’un ensemble de dix membres à résolution réduite (EDA) de résolution spatiale
0.5625 degrés et de résolution temporelle 3 heures. Un ensemble amélioré d’opérateurs
d’observation de taille Ne = 50 est construit selon la méthodologie articulée dans la
section 5.3. Plus précisément, chaque Hi avec i ∈ [1,Ne] est construit à partir de ldX
paramétré par
– un membre choisi dans l’EDA de ECMWF, donc une valeur discrète dans [1, 10] ;
– une vitesse de dépôt constante tirée dans

[vd,min = 0.5× 10−3m.s−1, vd,max = 5× 10−3m.s−1] (5.52)

(le choix de référence étant vd = 2×10−3m.s−1). Cette valeur est choisie à partir
du choix de Girard et al. 2014, où l’on considère que les dépôts secs du 106Ru et
du 137Cs sont similaires ;
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5.4 Application au cas du 106Ru

– une répartition aléatoire de la hauteur de rejet entre le premier niveau (0 à 40
mètres) et le deuxième niveau (40m à 120m). Nous avions effectivement considéré
précédemment que le rejet était réparti entre les deux premières couches. Cette
hypothèse est conservée mais la répartition entre les deux couches est étudiée ;

– une constante multiplicative sur les valeurs de Kz choisie dans [0.333, 3] aussi
choisie à partir du travail de Girard et al. 2014 ;

D’autre part, dans le cas du 106Ru, les pluies sont faibles sur l’ensemble du territoire
concerné par la propagation du panache, sauf pour la Scandinavie et la Bulgarie. Ceci
suggère que le dépôt humide a une faible influence sur les simulations, comparé aux
autres processus, et qu’il ne constitue pas une variable intéressante à échantillonner.

Le tableau 5.3 décrit la configuration du modèle de transport ldX utilisée pour simuler la
dispersion des radionucléides. Le choix des paramètres non décrits précédemment est basé
sur l’analyse effectuée par Saunier et al. (2019) et Dumont Le Brazidec et al. (2020).
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5.4 Application au cas du 106Ru

Le jeu de données utilisé est décrit dans la section 4.2.3 du chapitre 4. Il s’agit du jeu de
données dont on a supprimé les observations liées aux stations localisées dans le sud de
l’Oural, proche de l’installation de Mayak. Nous rappelons que cette modification a pour
effet d’augmenter les variances des distributions de la longitude et de la latitude.

Les simulations sont effectuées du 22 septembre 2017 à 00.00 UTC au 13 octobre 2017,
ce qui correspond à la date de la dernière observation.

Le domaine spatial HRES où nous calculons les opérateurs d’observation H a été choisi
sur la base de travaux antérieurs (Saunier et al. 2019 ; Dumont Le Brazidec et al. 2020).
Le domaine spatial de l’ensemble amélioré est d’envergure réduite en raison des limitations
de puissance de calcul, et se concentre sur les domaines géographiques d’origine les plus
probables du rejet, déduits des résultats obtenus avec les champs HRES présentés dans la
section 4.1.3.2 du chapitre 4. Cela n’a pas d’impact sur les distributions reconstruites : la
probabilité que le rejet provienne d’une autre zone avait été identifié comme très faible
dans la section 4.1.3.2.

La distance entre deux opérateurs d’observation est de 0.5 degrés pour les simulations avec
l’opérateur d’observation ERA5 HRES et de 1 degré avec l’ensemble amélioré d’opérateurs
d’observation.

Le vecteur des logarithmes de débits de rejet ln q est défini comme un vecteur de taille
Nimp = 9 impulsions quotidiennes du 22 au 30 septembre compris, comme discuté dans
Dumont Le Brazidec et al. 2020.

5.4.1.1 Choix des priors

Comme dans la section 4.1.3 du chapitre 4, les priors sur la longitude, la latitude, la
variance de l’erreur d’observation sont supposés être uniformes. Puisque nous ne disposons
d’aucune information a priori, le prior sur les poids des membres est aussi supposé uniforme.

Les priors indépendants sur les logarithmes des débits de rejets sont choisis comme des
distributions log-gamma pour éviter que les valeurs de rejets n’augmentent de manière
irréaliste.

5.4.1.2 Paramètres de l’algorithme MCMC

Les variables sont échantillonnées à l’aide de l’algorithme du parallel tempering défini
dans la section 4.1.2. Dix chaînes à des températures différentes ti = ci avec c = 1.5 sont
utilisées dans l’algorithme du parallel tempering.

Les probabilités de transition utilisées pour les marches aléatoires des chaînes de Markov
sont définies indépendamment pour chaque variable et basées sur la distribution normale
repliée telle que décrite dans (Dumont Le Brazidec et al. 2020) et dans le chapitre 3 en
section 3.3.2.
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5 Méthodes de quantification des incertitudes

La probabilité de transition des poids des membres de l’ensemble amélioré est également
définie comme une distribution normale repliée. Les poids sont d’abord mis à jour indé-
pendamment les uns des autres, puis chaque proposition est mise à jour par la somme des
poids, i.e.,

∀i ∈ [1,Ne] wki ∼ FN (wk−1
i , σw) puis wki = wki∑Ne

j=1w
k
j

(5.53)

où FN est la distribution normale repliée, avec σw l’écart-type et wk−1
i la valeur du poids

du membre k avant la marche aléatoire.
Les variances des probabilités de transition sont choisies sur la base d’expérimentations

et sont fixées à σx1 = σx2 = 3.10−1, σln q = 3.10−2, σr = 10−2, et σw = 5.10−4.
La valeur de la variance σr est adaptative et recalculée toutes les 1000 itérations. De

plus, dans le cas où nous utilisons plusieurs variables pour définir les coefficients diagonaux
de la matrice R, la variance de transition σr n’est pas uniforme pour toutes ces variables
(elle doit dépendre de la valeur de la variable variance r associée). Ce choix permet de
faciliter la convergence et l’échantillonnage des chaînes.

Toutes les variables sont initialisées de manière aléatoire. Lorsque l’algorithme de discri-
mination des observations pertinentes décrit dans la section 5.2 est utilisé, une prédiction
et une observation sont considérées comme égales si leur différence est inférieure à εd = 0.1
mBq.m−3. Ce choix de seuil est un compromis entre

• une valeur ni trop haute, car cela pourrait mener à juger non-pertinentes des obser-
vations qui apportent de l’information ;

• une valeur ni trop basse, car cela pourrait conduire à diminuer artificiellement la
valeur r commune aux observations pertinentes, ce que l’algorithme de tri a pour but
d’éviter.
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5.4.2 Application des méthodes

5.4.2.1 Sommaire

Pour étudier les impacts des techniques proposées dans le chapitre 5 c’est-à-dire :

• l’utilisation de différentes vraisemblances proposées en section 5.1 ;

• l’utilisation de nouvelles modélisations de la matrice de covariance des erreurs propo-
sées en section 5.2 ;

• les méthodes d’ensemble proposées en section 5.3 ;

les densités de probabilité des variables décrivant la source du 106Ru sont échantillonnées
selon différentes configurations :

• dans la section 5.4.2.2, les densités de longitude reconstruites avec ou sans l’algorithme
de tri des observations en fonction de la pertinence sont comparées, ceci dans le but
d’évaluer l’utilité de l’algorithme ;

• dans la section 5.4.2.3, l’objectif est d’analyser l’impact de l’utilisation de plusieurs
vraisemblances. Les distributions a posteriori sont reconstruites à l’aide de la mé-
téorologie HRES. L’algorithme de tri des observations est appliqué et deux cas sont
explorés :

– pas de regroupement spatial des observations,

x = (x1, x2, ln q, r1, rnp), (5.54)

– et le regroupement spatial des observations avec la modélisation correspondante
de la matrice de covariance des erreurs R comme décrit en section 5.2.4 :

x = (x1, x2, ln q, r1, ..., rk, rnp), (5.55)

où nous utiliserons k = 3 ;

• l’ensemble amélioré d’opérateurs d’observation de 50 membres, construit à partir de
l’ERA5 EDA de 10 membres et la perturbation des paramètres de ldX, est analysé
dans la section 5.4.2.4. Ensuite, les variables décrivant la source x sont échantillonnées
en utilisant l’ensemble amélioré dans la section 5.4.2.5 :

x = (x1, x2, ln q, r1, rnp, w1, ..., wNe). (5.56)

Les densités sont reconstruites à l’aide de l’algorithme de tri des observations et des
diverses vraisemblances.

Notez que, lorsque l’algorithme de tri des observations est utilisé, dans tous les cas, environ
la moitié des observations sont jugées comme non discriminantes.
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5.4.2.2 Application de l’algorithme de tri en fonction de la pertinence

Nous présentons ici une expérience montrant l’intérêt de la méthode de tri des observa-
tions pertinentes et non pertinentes. Une reconstruction des variables décrivant la source
est proposée en utilisant les 30 premiers membres de l’ensemble amélioré d’opérateurs
d’observation. L’ensemble amélioré est étudié dans la section 5.4.2.5. Une vraisemblance
log-Laplace avec un seuil égal à 0.1 mBq.m−3 est utilisée dans deux configurations de
reconstruction de la source du 106Ru : avec ou sans application de l’algorithme de tri des
observations.
Ainsi, le vecteur des variables avec algorithme de tri des observations s’écrit :

x = (x1, x2, ln q, r1, rnp, w1, ...wNe) (5.57)

et sans tri des observations s’écrit :

x = (x1, x2, ln q, r, w1, ..., wNe). (5.58)
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Figure 5.7 – Densité de probabilité de la longitude de la source de 106Ru pour une
vraisemblance log-Laplace avec seuil 0.1 mBq.m−3 échantillonnée avec l’ensemble amélioré
d’opérateurs d’observation par la méthode du parallel tempering avec ou sans l’aide de
l’algorithme de tri des observations.

La figure 5.7 présente la distribution de probabilité de la longitude de la source. L’histo-
gramme de couleur rouge représente la densité de la longitude lorsque l’algorithme de tri
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des observations est appliqué, tandis que l’histogramme de couleur orange représente la
densité de la longitude sans application de l’algorithme de tri des observations.
On observe que la variance de l’histogramme rouge est beaucoup plus importante. En

effet, le support de la distribution associée s’étend de 60◦E à 61.2◦E, tandis que celui
associé à la densité de longitude reconstruite sans application de l’algorithme de tri des
observations s’étend de 60◦E à 60.6◦E. C’est-à-dire que le support de la densité avec tri est
deux fois plus grand que celui sans l’algorithme de tri.
Rigoureusement parlant, le support d’une variable aléatoire à densité est l’adhérence

de l’ensemble des réels pour lesquels la fonction de densité est essentiellement non nulle.
Mais nous précisons ici que nous désignons par support l’ensemble des sources probables,
c’est-à-dire celles échantillonnées par l’algorithme en un temps raisonnable.

On utilise dans la suite de l’argumentation :

• {xavec} l’ensemble des sources échantillonnées (et donc considérées comme probables)
avec utilisation de l’algorithme de tri des observations ;

• {xsans} l’ensemble des sources échantillonnées sans.

Par exemple, une source x incluse dans {xavec} a une longitude x1 dans l’intervalle [60◦E,
61.2◦E].

La moyenne des échantillons de la variance de l’erreur d’observation r obtenue sans
l’algorithme de tri est de 3.99× 10−1. Avec application de l’algorithme de tri, nous avons
deux variances :

• la variance r1 associée aux observations discriminantes (ou pertinentes) qui est de
moyenne égale à 6.3× 10−1 ;

• la variance rnp associée aux observations non discriminantes qui tend vers une valeur
très faible.

Par définition de la distribution de log-Laplace dans l’équation (5.8), le fait que rnp tende
vers une valeur très faible confirme que les observations non discriminantes sont des
observations qui ne sont pas capables de discriminer de sources incluses dans {xavec}.

Lorsque l’algorithme de tri des observations n’est pas utilisé, c’est-à-dire quand R = rI :
la variance de l’erreur d’observation r est commune à toutes les observations. Le résultat
r = 3.99 × 10−1 est donc un compromis entre r1 = 6.3 × 10−1 et rnp ∼ 0, les variances
échantillonnées avec l’algorithme de tri. La valeur r = 3.99× 10−1 est donc sous-évaluée
pour les observations dites pertinentes, ou discriminantes. Ce compromis est néfaste pour
nos distributions.
En effet, l’incertitude sur les observations discriminantes considérée dans le cas sans

application de l’algorithme de tri des observations est réduite par rapport à l’incertitude
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constatée lors de l’application de l’algorithme. En d’autres termes, la confiance dans
les observations discriminantes dans le cas où l’algorithme de tri n’est pas appliqué est
artificiellement élevée. L’écart-type des densités a posteriori résultantes est donc réduit
par rapport à celui des densités a posteriori échantillonnées avec l’algorithme de tri
des observations. Plus précisément, la probabilité des sources les plus probables (ici les
longitudes entre 60◦E et 60.6◦E) est augmentée et la probabilité des sources les moins
probables est diminuée (longitudes entre 60.6◦E et 61.2◦E).
L’algorithme de tri des observations est un algorithme de regroupement qui évite ce

compromis néfaste. Les observations systématiquement égales à εd près à leurs prédictions
associées (c’est-à-dire à très faible variance d’erreur d’observation, i.e., à très forte confiance
pour toutes les sources probables) - les observations non discriminantes - se voient attribuer
une variable d’erreur d’observation spécifique. De cette façon, la variance associée aux
autres observations - les observations non-pertinentes, apportant de l’information - est
beaucoup plus appropriée. Ce regroupement est donc légitime.

Enfin, il faut noter que l’échantillonnage de la distribution a posteriori de la longitude en
utilisant yp le vecteur des observations pertinentes plutôt que y conduit à la construction
d’une densité très similaire à la densité bleue de la figure 5.7. En d’autres termes, indépen-
damment de l’application de l’algorithme de tri des observations, le fait de considérer les
observations qui ne peuvent discriminer entre une source de longitude 60◦E et une source
de longitude 60.8◦E diminue la probabilité de la source de longitude 60.8◦E, ce qui est un
non-sens.
Du fait de la différence signficative entre les deux histogrammes, nous concluons de

cette partie que l’application de l’algorithme de tri à partir du critère de pertinence est
nécessaire.

5.4.2.3 Utilisation de plusieurs vraisemblances

Dans cette section, deux reconstructions sont évaluées, puis comparées : d’abord, nous
évaluons l’impact du choix de la vraisemblance sur la reconstruction du vecteur source

x = (x1, x2, ln q, r1, rnp) (5.59)

et ensuite, nous étudions comment la modélisation de la matrice d’échelle R en fonction
d’une classification spatiale des observations peut affecter le vecteur source

x = (x1, x2, ln q, r1, ..., r9, rnp). (5.60)

Dans ce deuxième cas, les groupes sont calculés avec un algorithme de k-moyennes pour
k = 9.
Les groupes d’observations sont présentés sur la carte 5.8. Comme on peut le voir sur

la figure 5.8, les neuf variances ont des valeurs diverses. Étant donné que l’algorithme de
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Figure 5.8 – Carte des activités volumiques de 106Ru regroupées spatialement en 9
clusters avec un algorithme de k-moyennes. Les moyennes des échantillons des 9 variances
correspondantes ont été calculées à l’aide d’un échantillonnage basé sur l’algorithme du
parallel tempering pour une distribution log-normale avec un seuil égal à 0.5 mBq.m−3.

tri des observations est utilisé et "élimine" les observations à faible incertitude, aucune
hypothèse pour tenter d’expliquer la valeur des variances n’est ici proposée. En revanche,
la figure est intéressante car elle montre que les variances sont très différentes : l’utilisation
d’un seul paramètre pour les représenter toutes est une simplification importante.
Nous présentons maintenant la reconstruction des densités dans les deux scénarios.
Les figures 5.9.a, 5.9.b, 5.10.a représentent les densités marginales des variables décrivant

la source en utilisant l’algorithme de tri des observations et en utilisant la météorologie
HRES pour les trois vraisemblances décrites dans la section 5.1 : log-normal, log-Cauchy,
et log-Laplace.
Dans la suite, nous désignons par densités jointes ou support des densités jointes la

superposition des supports des densités pour les différents choix de vraisemblance.

Le support des densités jointes de la longitude s’étend de 59◦E à 60.5◦E, et celui de la
latitude de 55.75◦N à 56.75◦N.

Le support des densités de longitude jointes est légèrement plus grand que le support de
la densité de longitude reconstruit à l’aide d’une seule vraisemblance. Néanmoins, tous les
choix sont cohérents sur la position de la source du rejet du 106Ru.
La reconstruction du TRRA en figure 5.10.a montre que le rejet a principalement eu

lieu le 25 septembre. Le support des densités du TRRA jointes s’étend de 140 à 300 TBq :
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Figure 5.9 – Densités des coordonnées décrivant la source du 106Ru échantillonnée selon
la méthode du parallel tempering et l’algorithme de tri des observations et pour diverses
vraisemblances dans deux scénarios : longitude sans (a) et avec regroupement spatial
d’observation en 9 groupes (c) et latitude sans (b) et avec (d). Les barres verticales violettes
représentent les coordonnées du complexe nucléaire de Mayak. L-L signifie log-Laplace, L-n
signifie log-normal, L-C signifie log-Cauchy et yt est le seuil de la vraisemblance.
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Figure 5.10 – Densité de l’activité totale (TRRA) décrivant la source du 106Ru échan-
tillonnée selon la méthode du parallel tempering et l’algorithme de tri des observations et
pour diverses vraisemblances dans deux scénarios : sans (a) et avec regroupement spatial
des observations en neuf groupes (b). L-L signifie log-Laplace, L-n signifie log-normal, L-C
signifie log-Cauchy et yt est le seuil de la vraisemblance.

on remarque que le chevauchement entre les supports des densités du TRRA est moins
important que le chevauchement des supports des densités de coordonnées.

Cela montre que, dans la présente configuration, l’utilisation d’une seule vraisemblance
ne suffit pas pour agréger toute l’incertitude du problème. De plus, nous pouvons voir sur
ces graphiques que le choix du seuil a aussi un impact modéré sur la reconstruction des
densités des coordonnées et de la densité du TRRA.

Les figures 5.9.c, 5.9.d, 5.10.b montrent les densités marginales des variables décrivant la
source dans la même configuration, sauf que 9 variances d’erreur sont utilisées et attribuées
aux observations en utilisant le regroupement spatial. L’impact de ce type de classification
est faible : les pdfs des coordonnées ou du TRRA ne sont pas significativement modifiées
par l’utilisation de cette représentation de la matrice de covariance R.
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5.4.2.4 Étude de l’ensemble

Avant de reconstituer la densité de la source de 106Ru à l’aide de l’ensemble d’opérateurs
d’observation, nous étudions la qualité de cet ensemble amélioré, créé par échantillonnage
sur l’EDA ERA5 et les paramètres de ldX. L’ensemble amélioré est constitué de 50 membres.

La figure 5.11a est le graphe de l’évolution en fonction du nombre d’heures depuis le
début des simulations du vent méridional

• à une position choisie aléatoirement en Europe,

• et évalué par la météorologie HRES ou par l’EDA.

Plus précisément, en bleu sont dessinées les prévisions de vent de la météorologie HRES, et
en rouge la prévision moyenne de l’EDA avec les valeurs maximum et minimum. On observe
que sur la plupart des pas temporels, la valeur HRES n’est pas incluse dans l’intervalle des
valeurs prédites par l’EDA. Autrement dit, la valeur HRES est "en dehors" de l’incertitude
émanant de l’ensemble des valeurs EDA.
Cela illustre la faible variance de l’ensemble : les prévisions d’ensemble de ECMWF

ont en effet tendance à être sous-dispersives dans la couche limite (surtout à court terme)
(Pinson et Hagedorn 2011 ; Leadbetter et al. 2020).

Par conséquent, puisque seules les variables de paramétrisation du modèle de transport
peuvent avoir un impact significatif sur l’échantillonnage, nous considérons que 50 opérateurs
d’observation est un nombre suffisant d’échantillons.

Pour examiner l’ensemble d’opérateurs d’observation, nous devons définir une source de
référence xref comme indiqué dans la section 5.3.2. A partir de cette source de référence,
les prédictions de l’ensemble amélioré seront calculées pour chaque opérateur d’observation
et comparées ensuite aux observations de 106Ru. Il est important de noter que le choix de
la source de référence est nécessairement un choix arbitraire qui biaise de fait les résultats.
Nous utilisons la source évaluée à partir de méthodes déterministes (donc, la source

évaluée comme la plus probable) de Saunier et al. 2019 comme source de référence : La
source de référence est localisée aux coordonnées [60◦E ; 55◦N]. Selon cette source, 90 TBq
ont été rejetés le 25 septembre, et 166 TBq ont été rejetés le 26 septembre.

Le diagramme de rang correspondant (figure 5.11b) montre qu’en moyenne les prédictions
sous-estiment les observations. On peut en effet remarquer que les valeurs des observations
excèdent très régulièrement celles des 50 prédictions associées.

À partir de la source de référence, une courbe ROC et un diagramme de fiabilité sont
tracés en figure 5.12. Chaque courbe des figures 5.12a et 5.12b correspond à un évènement
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ré

q
u
e
n
c
e

(b)

Figure 5.11 – Evolution du vent méridional des météorologies HRES et EDA évalué à
une position aléatoire en Europe. La courbe bleue décrit les prévisions de vent selon les
champs météorologiques HRES, et la courbe rouge décrit la prévision moyenne de l’EDA
avec les valeurs maximum et minimum (a). Histogramme de rang : comparaison entre les
observations 106Ru et les prédictions de l’ensemble amélioré calculées avec la source de
référence (b).

dichotomique :
y ∈ [ymin, ymax], (5.61)

où y est une observation, et ymin, ymax sont les valeurs qui définissent si l’évènement est
vrai ou faux pour y.

Ces indicateurs sont tracés pour plusieurs plages [ymin, ymax] :
• [0, 20] mBq.m−3,
• [20, 50] mBq.m−3,
• [50, 300] mBq.m−3,
• et [20, 100] mBq.m−3,

afin d’évaluer les capacités de l’ensemble amélioré sur plusieurs gammes de valeurs.

D’après les courbes ROC, l’ensemble amélioré possède une bonne capacité de discrimi-
nation : trois des courbes ont toujours un faible taux de fausses occurrences et un taux
de réussite acceptable. On remarque néanmoins que pour l’évènement [0,20] mBq.m−3,
le FPR (probabilité de fausse occurrence) est important pour la plupart des seuils. Les
prévisions surestiment la probabilité qu’une observation se situe entre 0 et 20 mBq.m−3.

En ce qui concerne les diagrammes de fiabilité, on peut là aussi remarquer que la prévision
surestime la probabilité qu’une observation se situe entre 0 et 20 mBq.m−3. En effet, un
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Figure 5.12 – Courbe ROC et diagramme de fiabilité de l’ensemble amélioré créé avec
l’échantillonnage de l’EDA et des paramètres du modèle de transport.

ensemble fiable, pour un évènement donné, a une courbe de fiabilité aussi proche que
possible de la fonction identité. Pour les trois autres évènements, les diagrammes montrent
une fiabilité acceptable dans les prévisions de l’ensemble amélioré.

5.4.2.5 Application des méthodes d’ensemble

Nous étudions maintenant l’impact de l’ajout d’incertitudes météorologiques et de
transport dans le processus d’échantillonnage :

x = (x1, x2, ln q, r1, rnp, w1, ..., wNe). (5.62)

Plus précisément, l’objectif est d’évaluer comment l’ajout de ces incertitudes affecte la
reconstruction des distributions des variables.

La figure 5.13 présente les densités marginales des variables de la longitude, de la latitude,
et du TRRA. On observe sur les figures 5.13.a et 5.13.b que le support des densités des
coordonnées jointes est similaire au support reconstruit avec les champs météorologiques
HRES en section 5.4.2.3.

L’utilisation d’un ensemble amélioré pour intégrer les incertitudes météorologiques et
de dispersion a un impact très intéressant sur la reconstruction des variables décrivant la
source.
En combinaison avec l’utilisation de diverses vraisemblances, les pdfs de la longitude

et de la latitude sont significativement impactées comme on peut le voir sur les figures
5.13a et 5.13b. Le support de la pdf de la longitude s’étend de 58.75◦E à 61.2◦E, et celui
de la latitude de 54.75◦N à 56.5◦N, sans tenir compte des résultats avec la vraisemblance
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Figure 5.13 – Densités de probabilité des variables décrivant la source de 106Ru échan-
tillonnée selon la méthode du parallel tempering avec l’ensemble amélioré d’opérateurs
d’observation et l’algorithme de tri des observations et pour diverses vraisemblances :
longitude (a), latitude (b), TRRA le jour principal (c), TRRA (d), Log. du TRRA le 25
septembre (e) et TRRA le 26 septembre (f). Les barres verticales violettes représentent
les coordonnées du complexe nucléaire de Mayak. L-L signifie log-Laplace, L-n signifie
log-normal, L-C signifie log-Cauchy et yt est le seuil de la vraisemblance.
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log-normale de seuil 3mBq.m−3. La distribution "outlier" reconstruite avec la vraisemblance
log-normale de seuil 3mBq.m−3 est en effet discutable, car elle diffère largement de toutes
les autres. Le seuil de 3mBq.m−3 a été choisi comme une limite supérieure et ne semble
pas être le choix le plus approprié.
Par ailleurs, sur la figure 5.13d, le support des densités du TRRA jointes s’étend de

150− 200 à 450− 500 TBq (sans tenir compte de la reconstruction "outlier") alors que ce
support s’étendait de 140 à 300 TBq dans la section 5.4.2.3.

En conclusion, cela signifie que l’incertitude émanant des données météorologiques et du
modèle de transport est mieux quantifiée.
Il convient également de noter qu’avec la vraisemblance log-normale et un seuil de 0.5

mBq.m−3, ou 1 mBq.m−3, ou log-Cauchy avec un seuil de 0.3 mBq.m−3 ou 0.5 mBq.m−3,
la distribution du rejet est répartie entre le 25 et le 26 septembre comme l’attestent les
figures 5.13c, 5.13e, et 5.13f.

En d’autres termes, l’intégration des incertitudes météorologiques et de transport ajoute
une incertitude non seulement sur l’amplitude du rejet mais aussi sur le moment du rejet :
ici, le jour.
Nous considérons maintenant la reconstruction des densités des variables de poids des

opérateurs d’observation de l’ensemble amélioré :

(w1, ..., wNe). (5.63)

Les densités des poids des membres sont représentées dans la figure 5.14, chaque graphe
correspondant à une vraisemblance et un seuil particuliers. Seules les densités de poids
dont la médiane est élevée sont inclus dans les graphiques pour des raisons de visibilité.

En premier lieu, on peut remarquer que le membre 27 est toujours inclus dans le mélange
de poids qui définit l’opérateur d’observation interpolé utilisé pour faire les prédictions.
D’autre part, le membre 27 constitue pour les six vraisemblances considérées l’un des
éléments les plus importants de ce mélange.

Comme l’EDA est peu dispersif, on peut faire l’hypothèse que la densité du poids associé
à un membre dépend principalement des paramètres de dispersion qui sont utilisés pour
créer ce membre (cet opérateur d’observation).

Pour le membre 27 de l’ensemble amélioré, le rejet est principalement compris entre 40
et 120 mètres, sur la seconde couche verticale(>90%). De plus, la vitesse de dépôt sec
utilisée pour construire cet opérateur d’observation est de 0.6× 10−3m.s−1, ce qui est très
faible. Par ailleurs, le Kz a été multiplié par 0.47. Enfin, ce membre de l’ensemble amélioré
a été construit à partir des champs météorologiques du membre 6 de l’EDA.

Par ailleurs, on observe que :
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té

(e) poids - membre 15

poids - membre 17

poids - membre 27

poids - membre 32

poids - membre 35

poids - membre 37

0 0.03 0.06 0.09 0.12 0.15

Poids du membre

0

5

10

15

20

25
(f) poids - membre 17

poids - membre 27

poids - membre 35

Figure 5.14 – Densités des poids des membres de l’ensemble amélioré en utilisant la
méthode du parallel tempering et l’algorithme de tri des observations pour plusieurs
vraisemblances : log-normal avec seuil 0.5 (a), log-normal avec le seuil 3 (b), log-Laplace
avec le seuil 0.1 (c), log-Laplace avec le seuil 0.5 (d), log-Cauchy avec le seuil 0.3 (e),
log-Cauchy avec le seuil 0.5 (f). Tous les seuils sont en mBq.m−3. Seules les densités avec
des médianes élevées sont indiquées.
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• la densité marginale du membre 17 est de médiane importante pour 4 vraisemblances
différentes. L’opérateur d’observation associé est construit à partir d’une vitesse de
dépôt sec égale à 1.2× 10−3m.s−1, un rejet principalement sur la deuxième couche
(75%) et un Kz multiplié par 1.32 ;

• la densité marginale du membre 35 est de médiane importante pour 4 vraisemblances
différentes. L’opérateur d’observation associé est construit à partir d’une vitesse de
dépôt sec égale à 3.3× 10−3m.s−1, un rejet principalement sur la deuxième couche
(83%) et un Kz multiplié par 0.45 ;

Nous proposons deux hypothèses :

• le poids du membre 27 (et du membre 47) est important car il a une très faible
vitesse de dépôt et cette vitesse de dépôt est surestimée lorsque l’on utilise le choix
standard ;

• le Kz est surestimé, puisque les membres 27 et 35 sont construits à partir d’un
multiplicateur sur le Kz faible.

On peut noter qu’un premier essai avec 30 membres (au lieu de 50 membres ici) a conduit
aux mêmes conclusions.

Ces conclusions doivent toutefois être largement nuancées, et sont surtout proposées
pour présenter l’intérêt et le potentiel de la méthode.
Finalement, on peut noter que le temps d’échantillonnage lors de l’utilisation d’un

ensemble d’opérateurs d’observation est important (4 heures sur un calculateur disposant
de 12 cœurs pour 2e6 itérations et 50 membres).

5.4.2.6 Conclusions

Dans ce chapitre, nous avons proposé plusieurs méthodes pour incorporer l’estimation
des incertitudes au sein du formalisme bayésien, et ainsi améliorer leur quantification dans
le cadre de la reconstruction de sources. L’aspiration de cette section était d’évaluer la
pertinence de ces méthodes à partir de leur mise en application sur l’évènement 106Ru.

Nous avons d’abord étudié le choix de la vraisemblance et avons pu observer qu’il affectait
modérément l’écart-type et la forme des distributions de la longitude et de la latitude de
la source et du TRRA.
A partir d’une expérimentation, nous avons également observé que l’application de

l’algorithme de tri des observations pertinentes et non pertinentes pouvait dans certaines
configurations avoir un impact très important. En revanche, la classification spatiale des
observations en neuf groupes et l’utilisation d’une modélisation de la matrice de covariance
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de la vraisemblance appropriée n’a pas eu d’impact significatif sur les distributions des
variables décrivant la source.

Enfin, nous avons construit l’ensemble des opérateurs d’observation et l’avons étudié.
L’ajout d’incertitudes météorologiques et du modèle de transport en combinaison avec
l’utilisation de plusieurs vraisemblances a eu un impact majeur sur la distribution des
coordonnées et du TRRA, en affectant à la fois l’amplitude et la répartition temporelle du
rejet.
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5.5 Application au cas des feux de Tchernobyl en avril 2020

Avant de conclure ce chapitre 5, nous proposons dans cette partie de reconstruire le
terme source lié à un évènement très récent : l’évènement des feux de Tchernobyl en avril
2020.

La proposition de cette partie est à la fois de tester nos méthodes sur une autre situation
que celle de la détection de 106Ru en 2017, mais aussi de mettre en œuvre ces algorithmes
en temps réel afin de voir s’ils sont compatibles avec une utilisation opérationnelle.

Dans cette section, nous appliquons deux des méthodes préalablement décrites, à savoir

• l’utilisation de différentes vraisemblances proposée en section 5.1 ;

• l’utilisation de nouvelles conceptions de la matrice de covariance d’erreur d’observation
proposée en section 5.2 ;

sur le cas des rejets de césium 137 suites aux feux de forêt qui ont atteint la zone d’exclusion
de Tchernobyl en avril 2020.

Des incendies se sont déclarés en Ukraine en début avril 2020 dans un territoire fortement
contaminé par l’accident nucléaire de la centrale de Tchernobyl en 1986. Les incendies ont
atteint la zone d’exclusion et l’environnement proche (environ 1km) de la centrale nucléaire
de Tchernobyl à partir du 8 avril. En fin de journée du 14 avril, les autorités ukrainiennes
ont indiqué que les feux étaient sous contrôle (IRSN 2020).

Une estimation déterministe de l’IRSN évalue la quantité de radionucléides émis à partir
du 3 avril à plusieurs centaines de GBq. Les conditions météorologiques qui ont prévalu
jusqu’au 14 avril ont favorisé le transport des masses d’air vers la Biélorussie, le sud de
l’Ukraine, et les Balkans (Roumanie, Bulgarie). La modélisation indique que les niveaux
de radioactivité en France suite à cet accident étaient extrêmement faibles, en dessous de
1µBq.m−3.

Dans la suite, nous proposons une reconstruction des rejets de césium 137, à partir des
approches bayésiennes développées dans ce chapitre et les chapitres 3 et 4.

5.5.1 Description

Une description du cadre dans lequel nous reconstruisons les rejets est fournie dans
cette partie. Plus précisément, le jeu de données est décrit dans la section 5.5.1.1, puis la
paramétrisation physique du modèle en section 5.5.1.2. Ensuite, nous nous intéressons aux
variables d’intérêt et aux priors utilisés dans le formalisme bayésien, avant de décrire les
paramètres utilisés par l’algorithme d’échantillonnage en sections 5.5.1.3 et 5.5.1.4.
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5.5.1.1 Jeu de données d’activités volumiques

Deux types de mesure ont été prélevés :
• des mesures du débit de dose gamma ambiant à proximité des zones affectées par

les feux, qui n’ont pas mis en évidence de valeurs anormales (IRSN 2020). Mais ces
mesures proviennent de dispositifs qui n’ont pas la capacité de détecter des accidents
radiologiques mineurs ;

• des mesures beaucoup plus sensibles d’activité volumique de césium 137 que nous
utilisons.

Les activités volumiques les plus élevées ont été enregistrées dans la zone de Kiev à
partir du 9 avril et s’élèvent à plus d’un mBq.m−3. Ces valeurs sont significativement plus
élevées que les valeurs habituellement mesurées dans l’air à Kiev, mais restent cependant
modérées et sans conséquence sanitaire. La figure 5.15 décrit la répartition des activités
volumiques prélevées par les stations de mesure européennes en avril 2020. Au total, 300
observations sont utilisées.

Figure 5.15 – Activités volumiques maximales en mBq.m−3 observées en Europe en
automne 2017. Les points bleu clair correspondent à des concentrations inférieures à la
limite de détection. Le triangle violet correspond à la zone supposée de rejet.

5.5.1.2 Paramétrisation

Les simulations sont réalisées à partir des champs météorologiques provenant du modèle
ARPEGE de Météo-France. La résolution spatiale de ces champs est de 0.5◦, mais les
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champs utilisés sont interpolés pour être de résolution 0.25◦ afin de pouvoir exploiter les
mesures à 100 km de la source. La résolution horaire des champs est de 3h. On suppose la
source du césium située en un lieu

• unique, afin de simplifier le problème. En réalité, le feu et donc l’origine des rejets
se sont déplacés pendant le mois d’avril de quelques dizaines de kilomètres. Cette
hypothèse n’a pas d’impact majeur sur nos évaluations. Nous exploitons en effet
des mesures situées à au moins 100 km des incendies, ce qui limite l’effet lié à leur
mobilité ;

• connue, aux coordonnées [29◦E, 51◦N].

Un opérateur d’observation unique H est par conséquent construit aux coordonnées
[29◦E, 51◦N] à partir des données météorologiques ARPEGE.

Le tableau 5.4 décrit la paramétrisation du modèle de transport ldX utilisée pour simuler
la dispersion des radionucléides. Le choix des paramètres est similaire à celui établi dans le
cas du ruthénium 106, sauf pour la hauteur de rejet qui est répartie entre 0 et 500m. Le
domaine est interpolé à résolution 0.25◦ × 0.25◦, le modèle de transport ldX n’étant pas
valide pour des prédictions à courte distance.

Paramètre ARPEGE Météo-France H

Domaine spatial [6◦W, 120.5◦E] et [10◦N, 75.25◦N]
Résolution horizontale 0.5◦ × 0.5◦ interpolé à 0.25◦ × 0.25◦

Résolution verticale 15 couches verticales (de 0 à 8000 m)
Résolution temporelle 3 heures
Diffusion verticale Diffusion suivant la paramétrisation de Louis (Louis 1979)

et (Troen et Mahrt 1986) en conditions instables dans la couche limite

Diffusion horizontale Coefficient de diffusion des tourbillons horizontaux constant Kh = 0 m2s−1

Lessivage λ = Λ0p0, où Λ0 = 5.10−5h.(mm.s)−1 ;

et p0 est l’intensité des précipitations en mm.h−1 (Baklanov et Sørensen 2001)

Dépôt sec Vitesse de dépôt sec vd = 2.10−3 m.s−1

Hauteur de la source Rejet réparti entre 0 et 500m

Table 5.4 – Principales caractéristiques de configuration des simulations de rejets de
radionucléides liées aux incendies de Tchernobyl en avril 2020.

Les prédictions du modèle pour un rejet unitaire sont calculées du 2 au 24 avril 2020,
pour couvrir toutes les observations. Le vecteur des logarithmes des débits de rejet ln q est
défini comme un vecteur de taille Nimp = 22 impulsions quotidiennes.

La matrice R est modélisée comme une matrice diagonale. Les observations sont triées
spatialement et rangées dans 8 groupes différents. De fait, avec l’algorithme de tri des
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observations selon le critère de pertinence, nous décrivons R à l’aide de 8 + 1 variables
(r1, ..., r8, rnp). Nous cherchons alors à reconstruire

x = (ln q, r1, ..., r8, rnp) . (5.64)

La figure 5.16 décrit la carte des observations classifiées spatialement en 8 groupes.

Figure 5.16 – Carte des observations classifiées spatialement en 8 groupes en Europe.
Deux groupes correspondent à la Scandinavie (Norvège et Finlande). Un groupe correspond
aux observations les plus à l’ouest, trois groupes rassemblent les observations en Europe
centrale. Un groupe correspond aux observations en Ukraine et Biélorussie. Enfin, un
groupe rassemble les observations des stations grecques.

5.5.1.3 Variables et choix des priors

Dans un cadre bayésien, les connaissances préalables sur les variables de contrôle de la
source du césium doivent être décrites. La position de la source est connue, et donc non
incluse dans les variables à reconstruire. Cela se formalise dans le cadre bayésien comme un
prior où toute la masse de la distribution est concentrée sur un point unique. On supposera
le prior sur les variances des erreurs d’observations uniforme.
Pour régulariser le rejet, non suffisamment contraint, on utilise un prior gaussien de

variance b = 10 sur les logarithmes des débits de rejet. La valeur de la variance a été choisie
après expérimentations, pour ne pas contraindre plus que nécessaire le rejet.
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5.5.1.4 Paramètres de l’algorithme MCMC

Les probabilités de transition utilisées pour la marche aléatoire des chaînes de Markov
sont définies de manière similaire à celles utilisées plus tôt lors de la reconstruction des
rejets liés au cas du 106Ru en section 5.4.1.2. On utilise, dans le cadre de l’algorithme du
parallel tempering, 8 chaînes à des températures ti = ci avec c = 1.5.

5.5.2 Application des méthodes

Nous appliquons douze fois l’algorithme du parallel tempering, avec chaque fois une vrai-
semblance différente pour reconstruire la source x = (ln q, r1, ..., r8, rnp). Plus précisément,
nous utilisons les vraisemblances log-normal, log-Cauchy, et log-Laplace, avec des seuils de
0.1, 0.3, 0.5, ou 1 µBq.m−3 pour chacune des vraisemblances. Nous pouvons donc évaluer
sur ce cas d’étude les effets de l’utilisation de différentes vraisemblances avec différents
seuils. Six de ces douze reconstructions sont présentées seulement (par souci de lisibilité)
sur la figure 5.17.

5.5.2.1 Reconstruction du rejet

Le TRRA (soit la somme des rejets journaliers) est reconstruit et représenté sur la figure
5.17.b. Le rejet est estimé entre 250 GBq et 2000 GBq pour les valeurs les plus extrêmes.
La majorité de la masse de la distribution est comprise entre 250 et 750 GBq ce qui est
cohérent avec les reconstructions déterministes. On observe peu de différences entre les
reconstructions selon les différents choix de vraisemblance : les densités du rejet total pour
une vraisemblance log-Cauchy ont simplement une variance un peu plus importante.

La figure 5.17.a montre l’évolution de la moyenne et de la variance du rejet pour les
différentes vraisemblances. On observe plusieurs épisodes distincts de rejet :

• un rejet de moyenne amplitude entre le 5 et 7 avril de débit égal à 106Bq.s−1 ;

• un rejet de plus forte amplitude entre le 8 et le 13 avril avec un pic du débit à près
de 107Bq.s−1 pour certaines vraisemblances au jour du 12 avril ;

• un rejet entre le 17 et le 19 avril avec un pic du débit à près de 107Bq.s−1 pour certaines
vraisemblances, ou entre le 19 et 21 avril pour certains échantillons reconstruits selon
les vraisemblances log-normales à seuils 0.1 ou 0.3 µBq.m−3.

On observe également une large variabilité dans la cinétique du rejet avec des pics de
rejet à d’autres moments (comme le 21 avril donc) considérés comme possibles. Il faut
néanmoins noter qu’un débit de rejet en dessous de 105Bq.s−1 est 100 fois inférieure au
débit de rejet maximal et peut donc être considéré comme négligeable par rapport au rejet
total. Dans la plupart des cas, les reconstructions obtenues pour chaque vraisemblance
sont néanmoins globalement cohérentes entre elles.
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Figure 5.17 – Densités de probabilité des variables décrivant la source des rejets relatifs
aux feux de Tchernobyl en avril 2020 échantillonnées selon la méthode du parallel tempering
avec utilisation de l’algorithme de tri des observations et pour diverses vraisemblances.
Évolution des débits de rejet journaliers du 03/04 au 25/04 (a), rejet total en Bq (b),
logarithmes décimaux des différences relatives entre les prédictions ajoutées des seuils et
les observations ajoutées des seuils (c). L-L signifie log-Laplace, L-n signifie log-normale,
L-C signifie log-Cauchy et yt est le seuil de la vraisemblance.
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5.5.2.2 Reproduction des observations

Dans cette section, nous nous intéressons à la qualité de la reproduction des observations
par les prédictions. Dans la figure 5.17.c est reconstruit l’histogramme des logarithmes
décimaux des différences relatives entre les observations et les prédictions. Plus précisément,
on reconstruit l’histogramme des valeurs

log10

(
yS,i + yt
yi + yt

)
(5.65)

pour le vecteur d’observations y et le vecteur de prédictions associé yS, où le vecteur
de prédiction utilisé est le dernier vecteur de prédictions échantillonné par l’algorithme
MCMC. Une valeur de −1 par exemple signifie que l’observation yi est 10 fois plus grande
que sa prédiction associée yS,i. Les observations nulles ont été exclues pour la création de
ce graphe.

On observe de manière générale que les prédictions reconstruites sous-estiment les
observations, le support de l’histogramme reconstruit étant majoritairement déplacé vers la
gauche par rapport à 0. Ceci semble particulièrement vrai pour les prédictions reconstruites
à partir d’une vraisemblance log-normale. De manière générale, les vraisemblances log-
Laplace ou log-Cauchy ont les meilleurs scores, avec une accumulation plus nette de valeurs
nulles ou proches de 0 et un meilleur équilibre entre prédictions trop fortes et observations
trop fortes.

Une autre manière d’étudier l’accord observations-prédictions, très similaire au principe
de construction de l’histogramme précédent, est de considérer différents scores dits FAC. Les
scores FAC2, FAC5 (facteur 2, facteur 5) sont des statistiques qui calculent la proportion
des mesures pour lesquelles les valeurs observées et modélisées concordent avec un facteur
2, ou 5.

Les scores du tableau 5.5 ci-dessous ont été calculés avec la dernière des prédictions
échantillonnées, mais la variabilité des scores pour différentes prédictions échantillonnées
est très faible.

On observe des scores similaires entre les vraisemblances log-Cauchy et log-Laplace,
supérieurs aux scores des vraisemblances log-normales. La reconstruction pour la loi log-
normale obtient néanmoins un score satisfaisant pour un seuil de 0.1 µBq.m−3. De manière
générale, les meilleurs scores atteints sont proches de 0.4 dans le cas d’un facteur 2, 0.7
dans le cas d’un facteur 5, et 0.8 dans le cas d’un facteur 10.

5.5.2.3 Distributions des variables décrivant R

Finalement, on cherche à reconstruire les distributions des variances décrivant la matrice
R dans le cas d’une vraisemblance log-normale avec un seuil de 0.3 µBq.m−3.
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Vraisemblance Seuil en µBq.m−3 FAC2 FAC5 FAC10

Log-normal

0.1 0.3596 0.6699 0.7586
0.3 0.1674 0.4384 0.5566
0.5 0.2019 0.5911 0.7487
1 0.1822 0.4729 0.6059

Log-Laplace

0.1 0.3645 0.6896 0.7931
0.3 0.4236 0.7044 0.8078
0.5 0.3891 0.6847 0.7832
1 0.4039 0.7044 0.7783

Log-Cauchy

0.1 0.4137 0.7192 0.8029
0.3 0.3448 0.6995 0.7783
0.5 0.4039 0.6896 0.7684
1 0.3940 0.7142 0.7783

Table 5.5 – Comparaison des concentrations observées et simulées (dernière prédiction
échantillonnée), pour différentes vraisemblances et différents seuils. Les FAC2, FAC5,
FAC10 sont la proportion des mesures pour lesquelles les valeurs observées et modélisées
concordent avec un facteur 2, un facteur 5, ou un facteur 10.

Les observations sont donc réparties en différents groupes représentés par un centroïde
qui se trouve dans un pays d’Europe en particulier. Le graphe 5.18 illustre la reconstruction
des variances de ces différents groupes d’observations. On observe que la variance du groupe
d’observations située en Ukraine est la plus importante, ce qui est cohérent avec le fait que
les observations correspondantes sont nombreuses et de valeurs plus importantes et donc
plus difficilement reproductibles que des observations nulles que l’on pourrait avoir mesuré,
loin du lieu des rejets. La variance du groupe d’observations situé en Grèce est aussi très
importante. La variance des observations en Pologne est non négligeable.
Enfin, on peut noter que moins d’une centaine d’observations sur les 300 dont nous

disposons sont supposés non-pertinentes par les différentes reconstructions.

5.5.2.4 Conclusions

Pour échantillonner le terme source lié aux feux de Tchernobyl, nous avons appliqué
différentes méthodes développées dans ces derniers chapitres. Nous concluons de cette
application que :

• nos méthodes sont directement applicables en l’état à un accident pour lequel nous
disposons de peu d’informations, et donnent des résultats cohérents et complémen-
taires d’une approche déterministe classique. Les échantillons sont de plus obtenus
en temps réel (moins de 10 minutes) ce qui rend l’algorithme compatible avec une
utilisation en temps réel ;
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Autriche

Figure 5.18 – Densités de probabilité des variances de l’erreur d’observation liées à la
reconstruction de la source des rejets de césium suites aux feux de Tchernobyl en avril
2020, échantillonnées selon la méthode du parallel tempering avec l’algorithme de tri des
observations pour une vraisemblance log-normale et un seuil de 0.3 µBq.m−3.

• sur ce cas d’étude, l’usage d’une vraisemblance plutôt que d’une autre ne semble pas
affecter significativement les distributions reconstruites, sinon sur la période de rejet ;

• bien que donnant des résultats assez similaires, la reconstruction avec la loi log-
normale obtient des scores inférieurs en termes de reproduction des observations par
rapport aux reconstructions utilisant une loi log-Cauchy ou log-Laplace.

Dans le prochain chapitre, nous nous intéressons à un autre type de cas d’application que
ceux jusqu’ici étudiés : le cas d’un rejet complexe issu d’un accident radiologique majeur.
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Dans ce chapitre, nous allons aborder le sujet de l’échantillonnage dans le cas de rejets
massifs et complexes de radionucléides dans l’atmosphère. Ces rejets, comme ceux de
césium 137 lors de l’accident de Fukushima-Daiichi, sont

• des rejets d’importantes quantités de radionucléides ;

• des rejets sur un temps long (plusieurs jours, voir plusieurs semaines) ;

• des rejets avec une très grande variabilité temporelle.

Pour étudier ce type de rejets,
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• nous allons dans un premier temps nous intéresser aux concepts de transdimen-
sionnalité et de sélection de modèles à travers l’algorithme du Reversible-Jump
MCMC.

• dans un second temps, nous proposerons dans une courte section une méthode simple
pour mêler et utiliser différents types de mesures.

Nous appliquerons en section 6.3 ces méthodes à l’estimation du terme source lié aux
rejets de 137Cs lors de l’accident de Fukushima-Daiichi. Ce chapitre est une continuité des
travaux de Y. Liu et al. 2017 qui appliquent l’algorithme du RJ-MCMC à l’accident de
Fukushima-Daiichi dans un cadre monodimensionnel. L’algorithme du RJ-MCMC est ici
appliqué dans un cadre transdimensionnel.
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6.1 Échantillonnage transdimensionnel

Dans cette première partie,

• nous présentons la méthode d’échantillonnage transdimensionnelle du Reversible-
Jump MCMC en section 6.1.2 après avoir procédé à un rapide résumé des méthodes
de sélection de modèle, et de moyennage de modèle en section 6.1.1 ;

• puis nous parlons de la modélisation transdimensionnelle du vecteur des débits de rejet
et de la nécessité de passer par un algorithme et des processus transdimensionnels
pour l’échantillonner en sections 6.1.3 ;

• ensuite, nous discutons de ce que cela implique pour les probabilités a priori en
sections 6.1.4, 6.1.5, et 6.1.6 ;

• enfin, nous procédons aux calculs numériques des quantités liées au Reversible-Jump
en sections 6.1.7, 6.1.8, et 6.1.9.

6.1.1 Sélection de modèles

Dans cette partie, nous tentons de faire un bref examen des méthodes de sélection de
modèle, de la théorie de moyennage de modèles, et de leur mise en œuvre dans un cadre
bayésien (George et Clyde 2004 ; T. Hastie et al. 2009 ; Wasserman 2000).

Comme décrit par Wasserman 2000, les modèles sont essentiellement des ensembles
de distributions de probabilité à partir desquelles certaines données sont supposées être
obtenues : dans notre cas les observations y (en réalité obtenues à l’aide de capteurs). À
cet égard, les modèles sont des fonctions qui relient certaines données y avec certaines
entrées, qui dans notre cas correspondent au vecteur de variables x.

Par exemple, appelonsM1 le modèle tel que le lien entre y et un vecteur de variables x1

est supposé linéaire et d’erreur gaussienne comme suit :

y ∼ N (a x1 + b, ε2) (6.1)

avec a et b constants. De la même manière, supposons qu’un autre modèle M2 lie
linéairement les données y avec une configuration différente du vecteur de variables x2.

Cela nous permet de poser nos deux problèmes :

• le problème de la sélection de modèle qui est celui de l’utilisation des données y pour
sélectionner entreM1 etM2 le modèle le plus satisfaisant. Cela implique de définir
un critère de satisfaction ;

• le problème de moyennage des modèles (model averaging) qui est celui du traitement
des données pour choisir et utiliser une combinaison de plusieurs modèles au lieu
d’un seul.
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Dans le cadre bayésien, les deux problèmes reposent sur l’estimation des quantités
p(Mj |y) pour l’ensemble des modèlesMj considérés.
En effet, dans le cas de la sélection de modèle, il faut choisir le modèleMk tel que

p(Mk|y) = maxj p(Mj |y), (6.2)

tandis que dans le cas des méthodes de moyennage de modèles, on peut estimer la pertinence
de chaque modèleMj en calculant un ensemble de poids :{

wj = p(Mj |y)∑
k p(Mk|y)

}
. (6.3)

Une fois les poids calculés, ils peuvent être utilisés pour calculer certaines quantités. Par
exemple, la prédiction ŷi correspondant à une observation yi sera calculée comme la somme
des prédictions pondérées des modèles :

ŷi =
∑
j

wj ŷ
j
i . (6.4)

6.1.1.1 Estimation de p(Mj |y)

Le problème est donc celui de l’estimation de p(Mj |y). En utilisant la formule de Bayes,
p(Mj |y) est obtenu comme :

p(Mj |y) = p(y|Mj)p(Mj)∑
k p(y|Mk)p(Mk)

. (6.5)

Rappelons qu’un modèle consiste en un ensemble de densités de probabilité décrivant y.
Si l’on note Ωj l’espace d’états associés au modèleMj , nous avons :

Mj = { pxj (y) | xj ∈ Ωj}. (6.6)

Cela donne :
p(y|Mj) =

∫
Ωj
pxj (y)p(xj)dxj . (6.7)

Wasserman 2000 montre que le problème est mal défini pour les priors non informatifs : les
solutions exactes de p(y|Mj) (et donc de p(Mj |y)) peuvent être compliquées à calculer.
Cependant, une approximation de la distribution a posteriori du modèle peut être calculée
(Wasserman 2000) :

p(Mj |y) ≈ em̂j∑
k e

m̂k
, (6.8)

où
m̂j = max

xj∈Ωj
ln pxj (y)− dim Ωj

2 ln Nobs, (6.9)

un critère aussi connu sous le nom de critère BIC (Bayesian Information Criterion). L’entier
dim Ωj représente ici la dimension de l’espace d’états décrivant le modèleMj : c’est la
complexité du modèle.
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6.1 Échantillonnage transdimensionnel

6.1.1.2 Sélection de modèles selon les critères AIC, BIC

Essentiellement, le critère BIC permet de choisir un modèle plutôt qu’un autre en fonction
de deux principes :

• le maximum de vraisemblance du modèle : max
x∈Ω

ln p(y|x) ;

• la simplicité du modèle : −dim Ω
2 ln Nobs.

Cette approximation permet de développer le facteur de Bayes :

Bi,j = p(Mi|y)
p(Mj |y) (6.10)

dont le logarithme s’écrit :

lnBi,j = ln p(Mi|y)− ln p(Mj |y)
= m̂i − m̂j

= max
xi∈Ωi

ln pxi(y)− max
xj∈Ωj

ln pxj (y) + dim Ωj − dim Ωi

2 ln Nobs

(6.11)

et est équivalente à une différence de fonctions de coûts : on retrouve les équivalences
entre les formulations variationnelles et probabilistes décrites en section 3.2.4. Le facteur
de Bayes Bi,j permet de comparer la pertinence d’un modèleMi par rapport à un autre
modèleMj .

Il existe d’autres critères qui mesurent la pertinence d’un modèle comme le critère AIC :
on choisit le modèleMj qui maximise

max
xj∈Ωj

ln pxj (y)− dim Ωj . (6.12)

Ce critère fonctionne aussi sur les deux principes de soupeser le maximum de vraisemblance
du modèle et sa simplicité.
On peut comparer la pertinence des deux critères. Le critère BIC pénalise davantage

la complexité, et tend donc à choisir des modèles plus simples. Il semble qu’il n’y ait pas
de meilleur choix évident entre les critères AIC et BIC (T. Hastie et al. 2009). Notons
néanmoins que le critère BIC et la méthode de Bayes, i.e., le calcul direct de p(Mj |y), sont
asymptotiquement équivalents sous de faibles hypothèses (Wasserman 2000). Ainsi, pour
un grand nombre d’observations, on peut supposer que le critère BIC choisit un modèle
plus correct que le critère AIC.
Un autre atout du critère BIC est qu’il donne un calcul direct d’une approximation

de p(Mj |y) en utilisant m̂j . D’autres critères existent tels que la longueur minimale de
description : DIC (Celeux et al. 2019).
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6 Échantillonnage dans le cas de rejets massifs et complexes

6.1.1.3 Le compromis biais-variance

Plus généralement, le problème de la sélection de modèle rejoint, selon les termes des
critères AIC et BIC, le célèbre problème de statistique du compromis biais-variance (T.
Hastie et al. 2009). Les modèles de faible complexité sont enclins à un biais élevé mais à une
faible variance, tandis que les modèles de grande complexité sont enclins à un biais faible
mais à une forte variance. La difficulté de la sélection des modèles est celle de la sélection
de modèles suffisamment complexes, mais pas trop pour éviter les surinterprétations qui
entraînent une erreur de variance élevée.

Figure 6.1 – Illustration du dilemme biais-variance. Lorsque la complexité du modèle
augmente, l’erreur commise sur l’ensemble d’apprentissage diminue, i.e., la différence entre
les prédictions et les observations diminue. Cependant, l’erreur mesurée sur un vecteur
d’observations indépendant de l’ensemble d’apprentissage, qui diminue initialement du
fait que le biais soit réduit, augmente à partir d’une certaine complexité en raison de
l’augmentation de la variance (Brouard 2013).
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6.1 Échantillonnage transdimensionnel

Autrement dit, c’est le problème de l’arbitrage, illustré en figure 6.1, entre

• un modèle trop peu complexe, c’est-à-dire, un modèle qui n’est pas capable d’ap-
prendre suffisamment des données. Un tel modèle va donc faire des hypothèses très
erronées, sous-apprendre l’information à récupérer dans les données. On parle donc
d’erreur de biais.

• un modèle trop complexe, qui tend à l’overfitting, c’est-à-dire la surinterprétation
des données, et qui va être trop sensible aux observations, de sorte que l’algorithme
apprend la variance interne aux observations et aux prédictions associées. On parle
donc d’erreur de variance.

Les critères BIC ou AIC arbitrent entre une partie d’ajustement aux données (la
maximisation de la log-vraisemblance) et une partie de lutte contre la surinterprétation (la
dimension ou le nombre de paramètres) qui rejoint l’argument du rasoir d’Ockham (MacKay
2003). Un autre avantage est qu’en optant pour des modèles de moindre complexité, un
algorithme régulé par un critère AIC ou BIC sélectionnera automatiquement des modèles
qui n’engendrent pas de temps de calcul trop importants.

Une fois qu’une bonne approximation de la probabilité d’un modèle est calculée, il faut
choisir entre sélection du modèle et calcul de moyenne des modèles. La sélection classique
d’un modèle statistique ne tient pas compte des incertitudes, tandis que la méthode
de moyennage des modèles fournit des mécanismes permettant de prendre en compte
l’incertitude du modèle lors de l’estimation des paramètres. On peut appliquer différentes
méthodes comme le bagging, l’algorithme d’expectation maximisation, ou les méthodes
MCMC (Y. Liu et al. 2017).

6.1.2 Algorithme du Reversible-Jump MCMC

Les méthodes de sélection et de moyennage des modèles décrites jusqu’à présent maxi-
misent la probabilité sur l’ensemble de l’espace d’états et fonctionnent donc à partir
d’échantillons déjà produits par d’autres méthodes.

Une autre approche consiste à inclure le choix du modèle désigné parMj comme variable
de l’algorithme d’échantillonnage. Pour ce faire, nous pouvons utiliser l’algorithme du
Reversible-Jump MCMC (RJ-MCMC) qui a été introduit par Green 1995 ou discuté par
D. I. Hastie et Green 2012. Cet algorithme a été utilisé par Yee 2008 dans le domaine de la
modélisation inverse pour l’évaluation des rejets de substances, et par Y. Liu et al. 2017
dans le cas de Fukushima-Daiichi.

L’algorithme du RJ-MCMC est une extension naturelle de l’algorithme traditionnel de
Metropolis-Hastings pour des étapes transdimensionnelles. Une chaîne de Markov est mise
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6 Échantillonnage dans le cas de rejets massifs et complexes

en œuvre et opère sur l’espace ⋃
j

({Mj} × Ωj) (6.13)

avec Ωj l’espace d’états associé au modèle désigné parMj . Autrement dit, Ωj représente
l’ensemble des valeurs que peut prendre un vecteur paramétrisé selon le modèleMj .

La chaîne de Markov procède à des marches aléatoires entre différents modèles composés
de variables de dimensions différentes tout en préservant l’équilibre détaillé (detailed
balance) pour assurer la convergence vers la distribution invariante cible.

Dans l’algorithme du RJ-MCMC, l’équilibre détaillé est préservé lorsque la probabilité de
proposer une marche vers l’état (Mj ,xMj ) depuis l’état (Mi,xMi) est égale à la probabilité
inverse, c’est-à-dire de proposer une marche vers l’état (Mi,xMi) depuis (Mj ,xMj ). Ici,
xMj décrit le vecteur des variables évoluant dans Ωj .

L’algorithme est très similaire dans sa structure à l’algorithme MH. Il faut d’abord
l’initialiser avec un modèle et un ensemble de variables décrits dans ce modèle (Mi,xMi)
puis procéder par marches aléatoires. Une marche aléatoire peut être

• intra-modèle, c’est-à-dire qu’on marche de (Mi,xMi) à (Mi,x′Mi
) où xMi ,x′Mi

∈ Ωi

l’espace d’états associé àMi. Une telle marche est définie comme dans un algorithme
Metropolis-Hastings ;

• un "saut" aléatoire réversible : une marche aléatoire réversible entre deux modèles (un
"reversible jump"). On marche depuis (Mi,xMi) vers (Mj ,xMj ). Les modèlesMi et
Mj peuvent être de mêmes dimensions ou non. Dans le cas où ils sont de dimensions
différentes, nous utiliserons le terme de marches aléatoires transdimensionnelles.

Nous décrivons ici les étapes d’un saut aléatoire réversible (saut entre modèles) :

• engendrer un vecteur de variables ui à partir d’une probabilité de transition prédéfinie
g(ui|Mi,xMi). C’est ce vecteur de variables qui permet à la chaîne de Markov de
"sauter" d’un modèle à un autre. Cette étape est similaire à une étape de Metropolis-
Hastings : la marche aléatoire d’une longitude x1 à une autre x′1 est construite à
partir par exemple d’un bruit gaussien ux1 . Ici, ui est un des éléments qui permet de
sauter de (Mi,xMi) à (Mj ,xMj ) ;

• définir (uj ,xMj ) = gi,j(ui,xMi) où

– uj a un rôle similaire à ui : il est le vecteur de variables engendré pour réaliser
le saut inverse : (Mj ,xMj )→ (Mi,xMi),

– gi,j est une fonction inversible et différentiable dont l’espace d’entrée a même
dimension que l’espace de sortie

(
gi,j = g−1

j,i

)
:

dim(xMi) + dim(ui) = dim(xMj ) + dim(uj). (6.14)
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L’inversibilité de gi,j et sa différentiabilité sont nécessaires pour calculer le jacobien
utilisé dans le calcul de l’équation (6.15) du taux d’acceptation. On peut noter
que dans le cas d’un modèleMi imbriqué dansMj , un choix naturel pour gi,j est
xMj = gi,j(xMi ,ui) et dim(uj) = 0.
Les définitions des probabilités de transitions et de gi,j dépendent de la façon

– dont nous définissons les modèles,

– et dont nous déterminons les sauts aléatoires entre modèles.

Ces quantités sont donc plus précisément définies à l’aide de ces caractérisations dans
les prochaines sections de ce chapitre : une représentation concrète est alors donnée ;

• calculer le taux d’acceptation :

αy(i, j) = αy
(
(Mi,xMi)→

(
Mj ,xMj

))
= min (1, prior ratio × vraisemblance ratio × transition ratio × |J|)

= min
(

1,
p(xMj ,Mj)
p(xMi ,Mi)

p(y|Mj ,xMj )
p(y|Mi,xMi)

g(uj |Mj ,xMj )
g(ui|Mi,xMi)

|J|
)
.

(6.15)

Les deux premiers termes de ce ratio sont les termes relatifs à la distribution invariante
tandis que les deux derniers termes assurent la symétrie de la partie transitoire du
taux d’acceptation pour satisfaire la balance détaillée. J est la matrice jacobienne :

J =
(
∂gi,j(xMi ,ui)
∂(xMi ,ui)

)
(6.16)

de la transformation de (Mi,xMi) à (Mj ,xMj ), et la valeur absolue de son dé-
terminant (le jacobien) est nécessaire pour tenir compte des changements d’échelle
lorsque la transformation implique un saut entre les dimensions. En d’autres termes,
le jacobien normalise la différence de volume entre deux espaces de dimensions
différentes.
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6 Échantillonnage dans le cas de rejets massifs et complexes

6.1.3 Représentation transdimensionnelle de la fonction de rejet

On s’intéresse dans cette partie à définir l’objet modélisant sur lequel nous allons appliquer
nos méthodes de sélection de modèle. Pour cela, nous repartons de la définition de la
représentation de notre fonction du débit de rejet de la section 1.4.1 du chapitre 1.

6.1.3.1 Représentation sous forme d’une fonction en escalier

La fonction du débit de rejet, comme décrite dans les chapitres 1 et 3, est une fonction
évidemment continue, quelle que soit par ailleurs la représentation de la position que l’on
utilise, ou du modèle de transport.
Plutôt que de reconstruire cette fonction continue, nous avons décidé de reconstruire

une fonction discrète qui la représente. Plus précisément, nous reconstruisons une fonction
en escalier comme décrite en sections 1.4.1, 3.2.1 des chapitres 1, 3.
Jusqu’ici, cette fonction en escalier était à pas

• constants tout au long de l’échantillonnage,

• et réguliers : tous les pas étaient de la même taille.

Pour des termes source peu complexes, comme ceux du cas de détection de ruthénium 106
décrit en section 3.4 du 3, ou des incendies de Tchernobyl décrits en section 5.5 du 5, cette
représentation est raisonnable.

Cependant, pour des rejets plus complexes comme celui de Fukushima-Daiichi (que l’on
décrit en section 6.3.1.1 de ce même chapitre), une représentation de l’évolution temporelle
du rejet à l’aide d’une fonction à pas plus ou moins grands peut être un véritable atout. En
effet, un rejet comme celui de Fukushima-Daiichi est marqué par une importante variabilité
de la variabilité temporelle de l’amplitude des rejets. Autrement dit, le rejet peut varier
très fortement d’une heure à une autre, ou bien varier peu pendant plusieurs jours.
Dans ce cas de figure, avoir une fonction à pas non constants et non réguliers permet

d’utiliser des pas de temps adaptés à la variabilité d’un moment. Grossièrement, cela
permet

• d’utiliser des pas de temps courts pour les moments de forte variabilité, ce qui permet
une bonne représentation ;

• d’utiliser des pas de temps longs pour les moments de faible variabilité, ce qui permet

– de ne pas surinterpréter les données. De manière générale, les moments de
faible variabilité sont souvent associés à un manque d’information, et chercher à
modéliser trop finement ces moments serait surinterpréter le peu d’informations
dont nous disposons ;

– d’économiser du temps de calcul.
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6.1 Échantillonnage transdimensionnel

Le principe a été démontré par Y. Liu et al. 2017.

La figure 6.2, déjà présentée dans le chapitre 3 donne un exemple de représentation d’une
fonction continue avec une fonction en escalier à pas plus ou moins fins.

Figure 6.2 – Fonction de l’évolution temporelle du rejet (en vert) et sa représentation
par une fonction en escalier (en rouge).

Il est intéressant de noter que la fonction continue (en vert) de la figure 6.2 peut
correspondre à deux choses :

• la véritable fonction du rejet si l’on suppose que l’ensemble d’observations et les
modélisations du problème sont parfaits ;

• ou la fonction du rejet optimale en fonction de nos observations et de nos a priori,
certainement biaisée par rapport à la véritable fonction du rejet.

Le phénomène de surinterprétation est celui de trop essayer de calquer notre fonction en
escalier sur la courbe verte correspondant à la seconde définition, qui est forcément biaisée
par nature.
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6 Échantillonnage dans le cas de rejets massifs et complexes

Par ailleurs, il peut aussi être intéressant de noter que le travail réalisé dans cette partie
traite une autre forme d’incertitudes : celles liées à la représentation de la fonction de
l’évolution temporelle du rejet comme indiqué en figure 6.3.

p(x|y) ∝ p(x)p(y|Hx1,x2(m)q,R)

Définition de la vraisemblance

Observations

Modèle de transport
Représentation de la position

Représentation du débit de rejet

Variance d’erreur d’observation

Météorologie

Choix des priors

Figure 6.3 – Description des sources d’incertitudes dans la formule de Bayes appliquée
au cas de la reconstruction de sources. On se concentre sur la représentation du vecteur de
débits de rejet.

6.1.3.2 Caractérisation transdimensionnelle du vecteur de débits de rejet

La variable dont nous souhaitons avoir une représentation complexe est donc celle
décrivant l’évolution temporelle du rejet. Comme indiqué précédemment, nous souhaitons
décrire la fonction continue du rejet comme une fonction en escalier à pas de temps non
constants et non réguliers.

Il se trouve que cette série de pas de temps suffit à définir entièrement notre fonction en
escalier. On comprend alors que le problème d’échantillonner une fonction du débit de rejet
correspond au problème d’échantillonner cette série de pas de temps. Or, celle-ci n’a pas
de dimension précise. Pour l’échantillonner, il nous faut donc recourir à des algorithmes
capables d’explorer et de comparer plusieurs possibilités de diverses dimensions.

Plus précisément, la recherche de la meilleure ou des meilleures séries de pas de temps
modélisant notre problème peut se faire à l’aide de techniques de sélection de modèles, ou
à l’aide d’algorithmes d’échantillonnage transdimensionnels. L’algorithme doit en effet être
capable de sélectionner la meilleure variable modélisante parmi plusieurs de dimensions
différentes.

Dans la prochaine sous-partie, nous définissons de manière rigoureuse la série de pas de
temps évoquée à l’aide du concept de frontière.

6.1.3.3 Frontières et impulsions

Considérons ln q le vecteur des logarithmes des débits de rejet en Bq.s−1. La fonction
qui décrit l’évolution du débit de rejet au cours du temps est donc une fonction en escalier
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où chaque marche définit un débit de rejet constant au cours d’un intervalle de temps.
Précédemment, ces intervalles de temps étaient prédéfinis et réguliers.
L’objectif est maintenant de définir ces intervalles de temps, ainsi que leur nombre,

c’est-à-dire le nombre d’impulsions. On rappelle qu’une impulsion est un intervalle temporel
pendant lequel le débit de rejet est supposé constant. Autrement dit, l’objectif est de
trouver la meilleure partition de débits de rejet.

Pour ça, nous avons recours au concept de frontière : une frontière est un instant
qui sépare deux impulsions. Pour Nimp impulsions, il existe Nimp + 1 frontières notées(
λ0, ..., λNimp

)
: cette partition de frontières est l’objet modélisant (la série de pas de temps)

que nous allons chercher à échantillonner avec notre algorithme transdimensionnel du
Reversible-Jump MCMC. La partition de frontières est l’objet qui définit le modèle.
La taille d’une impulsion est bornée inférieurement par la taille minimale d’une impul-

sion définie par le modèle physique. Nous rappelons que chaque colonne de l’opérateur
d’observation H correspond à la propagation d’un terme source unitaire défini sur une
certaine impulsion. L’ensemble des colonnes de H correspond à l’ensemble des impulsions
pour lesquelles ont été calculées les prédictions associées. Autrement dit, les impulsions
de taille minimale sont les impulsions pour lesquelles ont été calculées et stockées dans H
les prédictions associées. Nous appelons impulsion de taille minimale, impulsion minimale,
dans la suite.

Cette durée minimale peut être par exemple une heure, ce qui sera le cas dans l’application
sur l’accident de Fukushima-Daiichi de ce chapitre en section 6.3. Nous définissons aussi
une borne de temps inférieure et supérieure à notre accident : on estime que le rejet ne
peut avoir eu lieu en dehors de ces bornes.

Puisque nous disposons d’un ensemble d’impulsions minimales, nous avons donc un
nombre d’impulsions maximum. Ceci veut aussi dire qu’il existe un nombre de frontières
maximum. On note Nb,max le nombre de frontières maximum qui ne compte que des
frontières intérieures. Ce nombre de frontières maximum est lié au nombre d’impulsions
minimales Nimp,m par la relation Nimp,m = Nb,max + 1.

En conséquence, une frontière est définie par une position (un entier) dans [1,Nb,max]. Sur
la figure 6.4, nous avons un exemple avec Nb,max = 25, et Nimp,m = 26. Dans l’exemple de
la figure 6.4, λ0 et λ6 sont des frontières extérieures fixes et ne sont donc pas des variables.
On peut remarquer que pour

(
λ1, ..., λNimp−1

)
la partition de frontières courante qui

modélise notre vecteur des débits de rejet, l’espace d’états associé Ω décrit dans la section
6.1.2 constitue l’ensemble des valeurs que peut prendre le vecteur des débits de rejet
configuré par

(
λ1, ..., λNimp−1

)
.

À partir de maintenant, nous considérons que la partition de frontières intérieures
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λ0 λ1 λ2 λ3 λ4 λ5 λ6

q0 q1 q2 q3 q4 q5

Figure 6.4 – Paramétrisation de l’espace des débits de rejet en impulsions de différentes
tailles, délimitées par des frontières. Ici, Nb,max = 25 positions (ce nombre est limité
par le nombre d’impulsions minimales défini par le modèle physique) sont possibles pour
une frontière. Nous avons donc Nimp,m = 26 impulsions minimales, Nimp = 6 impulsions
courantes, et donc 6 débits de rejet différents.

(
λ1, ..., λNimp−1

)
est incluse dans le vecteur des variables décrivant la source x. Comme

ces variables décrivent le modèle, nous désignons désormais par x ce que nous notions
(M,xM). Plus précisément, nous avons :

x =
(
λ1, ..., λNimp−1, ln q,R, ...

)
(6.17)

où les autres variables d’intérêt sont définies en fonction de la modélisation. D’autre part,
nous notons Λ =

(
λ1, ..., λNimp−1

)
le vecteur de frontières.

6.1.3.4 Définition des processus transdimensionnels

Pour rechercher les meilleures partitions de frontières, il faut dans le cadre MCMC
procéder à des marches aléatoires. Le RJ-MCMC est fondamentalement équivalent à un
algorithme MH sauf que certaines itérations de l’algorithme ne sont pas des marches
aléatoires intra-modèle (c’est-à-dire, à Λ constant), mais des sauts aléatoires éventuellement
transdimensionnels (c’est-à-dire, à Λ non constant).

Nous souhaitons implémenter trois types de processus qui auront pour rôle de régir la
position des frontières : naissance, mort, et déplacement. Pour ces trois processus, nous
nous inspirons du travail de Green 1995, D. I. Hastie et Green 2012, Y. Liu et al. 2017, et
surtout Bodin et Sambridge 2009.

Nous considérons donc :
• le processus de déplacement d’une frontière de position λi vers la position λi−1 ou la

position λi + 1 (seules positions autorisées). On confond ici la frontière et sa position.
Ce processus est décrit sur la figure 6.5.
Cette frontière λi est aléatoirement choisie parmi les Nimp − 1 frontières intérieures
définies au moment courant.
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Les débits de rejet avant et après la frontière déplacée doivent alors être déterminés.
Il existe plusieurs solutions. Si on définit qi−1 et qi comme les débits de rejet avant et
après la frontière λi qui se déplace, alors la façon la plus simple de procéder est de
garder ces quantités constantes.
Plus précisément, nous choisissons d’assigner :

ln q′i−1 = ln qi−1, (6.18)
ln q′i = ln qi, (6.19)

comme décrit par la figure 6.5 : le rejet change donc pour une seule impulsion
minimale. C’est une marche de type x→ x′ avec dim(x) = dim(x′).
On pourrait aussi utiliser un processus aléatoire gaussien qui calcule la portée du
déplacement, mais nous avons décidé de travailler avec des frontières discrètes.

λi−1 λi λi+1 λi−1 λ′i λi+1

ln qi−1 ln qi ln q′i−1 ln q′i

Déplacement λi (-1)

Figure 6.5 – Exemple de processus : déplacement d’une frontière (ici, la frontière λi se
déplace).

• le processus décrit par la figure 6.6 de création-naissance d’une frontière à une position
disponible, c’est-à-dire non déjà occupée par une frontière.
Cette frontière est ainsi choisie parmi Nb,max−Nimp + 1 positions libres possibles. On
crée dans le processus deux nouveaux débits de rejet (et on en détruit un) qui doivent
être déterminés. Pour déterminer les deux nouveaux débits de rejet, on procède de la
manière suivante :
– tirer u ∼ N (0, σ) avec σ une variance choisie en avance ;
– assigner

ln q′i−1 = ln qi−1 − u; (6.20)
ln q′i = ln qi−1 + u. (6.21)

De plus : ln q′i+1 = ln qi.
• le processus de destruction-mort d’une frontière parmi Nimp − 1 frontières intérieures.

On crée dans le processus un débit de rejet, et on en détruit deux, comme montré
sur la figure 6.7. Une solution pour le logarithme de débit de rejet créé consiste à
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λi−1 λi λi+1 λi−1 λ′i λ′i+1 λ′i+2

ln qi−1 ln qi ln q′i−1 ln q′i ln q′i+1

Naissance de frontière

Figure 6.6 – Exemple de processus : naissance d’une frontière.

assigner :
ln q′i−1 = ln qi−1 + ln qi

2 . (6.22)

Une autre solution serait d’assigner une somme des deux débits de rejet proportion-
nellement aux durées des deux impulsions pré-mort de la frontière correspondante.
Nous avons opté pour la première solution pour raisons de simplicité.

λi−1 λi λi+1 λi−1 λ′i

ln qi−1 ln qi ln q′i−1

Mort d’une frontière

Figure 6.7 – Exemple de processus : mort d’une frontière.

Il convient de noter que ces trois types de perturbation s’ajoutent aux transitions
classiques de Metropolis-Hastings. Ainsi, trois des quatre types de perturbation que l’on
utilisera dans notre algorithme modifient la paramétrisation (ou modèle, configuration, ou
partition de frontières), et un autre modifie les valeurs de débits de rejet à l’intérieur du
cadre de la paramétrisation courante. C’est grâce à ces différentes perturbations aléatoires
que l’on va être capable d’engendrer un large éventail de modèles de rejet, de quelques
degrés de liberté à de nombreux degrés de liberté, avec des échelles spatiales multiples.

6.1.4 La question des priors

L’ajout d’un cadre transdimensionnel a deux conséquences sur la question de l’assignation
de priors :

• il demande d’imposer certains priors sur les variables transdimensionnelles qui défi-
nissent nos modèles : la partition de frontières ;

• il affecte les priors sur les logarithmes des débits de rejet que l’on avait utilisé dans
les précédents chapitres 3, 4, 5 dans un cadre intra-modèle.
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6.1 Échantillonnage transdimensionnel

Pour ce qui est des priors sur les coordonnées, sur les hyperparamètres r et b, leur taille
ne varie pas, et il n’y a donc pas lieu de les modifier. La complexité du modèle (i.e., Nimp−1
la taille de la partition de frontières intérieures, ou le nombre d’impulsions Nimp) n’apparaît
pas dans la définition de la vraisemblance, et donc la vraisemblance n’a pas à être modifiée.
On réutilisera donc les priors et les vraisemblances définis dans les chapitres précédents.
Nous nous intéressons dans les deux prochaines sections aux priors sur les logarithmes

des débits de rejet en section 6.1.5 et la partition des frontières en section 6.1.6.

6.1.5 Prior sur les logarithmes des débits de rejet

Dans cette partie, nous nous intéressons au prior à imposer sur les logarithmes des débits
de rejet :

• nous rappelons en section 6.1.5.1 la définition du prior gaussien, adaptée au cas où
Nimp est une variable ;

• en section 6.1.5.2, nous étudions le cas du prior gaussien replié ;

• en section 6.1.5.3, nous proposons une modélisation simple de la matrice de covariance
d’erreur d’ébauche utilisée pour définir les priors gaussien et gaussien replié ;

• enfin, en section 6.1.5.4, nous définissons le prior uniforme sur les logarithmes des
débits de rejet.

6.1.5.1 Prior gaussien

Nous redéfinissons le prior gaussien sur les logarithmes des débits de rejet dans le cadre
d’un nombre d’impulsions Nimp variable :

• avec un paramètre d’échelle commun nommé b,

• et un paramètre de position commun, l’ébauche, nommé ln qb.

Nous avons :

p(ln q|Nimp) =
Nimp∏
i=1

1√
2πb

e−
(ln qi−ln qb)2

2b , (6.23)

c’est-à-dire,

Jprior(ln q) =
Nimp∑
i=1

(
1
2 ln (2πb) + (ln qi − ln qb)2

2b

)

= Nimp
2 ln (2π) + Nimp

2 ln (b) +
Nimp∑
i=1

(ln qi − ln qb)2

2b .

(6.24)

Le nombre d’impulsions Nimp étant maintenant une variable, les quantités dépendantes de
Nimp seulement ne sont plus des constantes de normalisation.
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6 Échantillonnage dans le cas de rejets massifs et complexes

6.1.5.2 Prior gaussien replié

Nous redéfinissons le prior gaussien replié sur les logarithmes des débits de rejet dans le
cadre d’un nombre d’impulsions Nimp variable :

• avec un paramètre d’échelle commun nommé b,

• un paramètre de position commun, l’ébauche, nommé ln qb,

• la position du pliage k.

Nous avons :

p(ln q|Nimp) =
Nimp∏
i=1

1√
2πb

(
e−

(ln qi−ln qb)2

2b + e−
(ln qi−2k+ln qb)2

2b

)
. (6.25)

Le coût associé à cette probabilité est aisé à calculer si on impose k = ln qb :

p(ln q|Nimp) =
Nimp∏
i=1

1√
2πb

(
e−

(ln qi−ln qb)2

2b + e−
(ln qi−ln qb)2

2b

)

=
Nimp∏
i=1

√
2
πb

(
e−

(ln qi−ln qb)2

2b

)

et ainsi :

Jprior(ln q) =
Nimp∑
i=1

(
1
2 ln

(
πb

2

)
+ (ln qi − ln qb)2

2b

)
. (6.26)

Avec la définition classique de la loi normale repliée à l’origine, k = ln qb = 0 :

Jprior(ln q) =
Nimp∑
i=1

(
1
2 ln

(
πb

2

)
+ (ln qi)2

2b

)
. (6.27)

6.1.5.3 Problème des impulsions non-contraintes avec B = bI

Dans cette section, nous nous intéressons au problème émergent dans le cas où on définit
B = bI, puis nous proposons une meilleure modélisation de cette matrice de covariance
d’ébauche.
Tout d’abord, on rappelle qu’une impulsion non-contrainte est définie comme un in-

tervalle temporel pendant lequel une émission de radionucléides ne va activer aucune
observation. Autrement dit, c’est un intervalle temporel pendant lequel nous ne disposons
pas d’information sur un potentiel rejet.
C’est donc un intervalle temporel i tel que, pour un vecteur des débits de rejet nul

partout sauf à cet intervalle temporel :

qi = (0, ..., 0, qi, 0, ..., 0) (6.28)
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6.1 Échantillonnage transdimensionnel

avec qi un important débit de rejet, et εc un vecteur de petites valeurs :

yS = Hqi < εc. (6.29)

Le rôle principal du prior sur les logarithmes des débits de rejet est de régulariser les
rejets qui ne sont pas contraints par les observations. Autrement dit, l’imposition d’un
prior gaussien replié de variance d’ébauche B = bI avec un terme de position égal à 0, a
pour but de contraindre le logarithme du débit de rejet à être proche de la valeur 0 s’il
n’est pas contraint par des observations.

Plus b est grand, moins cette contrainte va être forte, et plus les logarithmes des débits
de rejet non contraints par les observations vont être échantillonnés à des valeurs très
différentes du terme de position. Or, quand b est commun à toutes les impulsions, il est
commun entre :

• des impulsions qui sont contraintes par les observations. Du fait de cette contrainte,
certaines de ces impulsions vont être associées à un débit de rejet important ;

• des impulsions qui ne sont pas contraintes par les observations.
Pour diminuer le coût associé aux débits de rejet importants de certaines impulsions
contraintes par les observations, l’hyperparamètre b commun atteint des valeurs importantes.
Puisqu’il est commun à toutes les impulsions, l’hyperparamètre commun b est donc

aussi de valeur importante pour les impulsions non contraintes par les observations. Il
ne contraint alors plus suffisamment les débits de rejet associés, qui peuvent à leur tour
atteindre des valeurs très importantes : ces variables ne sont ainsi pas contraintes. Ce
phénomène est analysé par Y. Liu et al. 2017.

Pour éviter ce problème, nous allons modéliser B à l’aide de deux hyperparamètres :
• un coefficient diagonal bc associé aux impulsions contraintes par les observations ;
• un coefficient diagonal bnc associé aux impulsions non contraintes par les observations.
Dans le cas où la partition des frontières est constante (i.e., dans le cas intra-modèle

classique), B est une matrice diagonale de taille Nimp,m ×Nimp,m et qui a pour forme :

B =



bc 0 ... ... ... 0
0 bnc 0 ... ... ...

... 0 bnc ... ... ...

... ... 0 ... 0 ...

... ... ... ... bc 0
0 ... ... ... 0 bnc


(6.30)

où l’indice (i, i) de B correspond au paramètre de variance associé à l’impulsion minimale i.
Ici, Nimp,m est le nombre d’impulsions minimales égal à Nb,max + 1 le nombre de frontières.
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6 Échantillonnage dans le cas de rejets massifs et complexes

Déterminer alors la forme de B, c’est-à-dire déterminer quels coefficients diagonaux
- quelles impulsions minimales - sont non-contraints (ou très peu contraints) par les
observations, est un travail qui peut être réalisé avant l’application de l’algorithme MCMC,
simplement à l’aide de l’opérateur d’observation H et du vecteur d’observations y.

Dans le cas du RJ-MCMC, les impulsions utilisées sont de tailles différentes et variables.
Une impulsion dans ce cas est en fait un agrégat de plusieurs impulsions minimales, où on
rappelle qu’une impulsion minimale correspond à une ligne-colonne de B ou une colonne
de H. Ainsi, on peut définir la variance associée à une impulsion en fonction des variances
associées aux impulsions minimales qui la composent.
Plus précisément, nous avons

(qm,0, ..., qm,Nimp,m−1) (6.31)

les Nimp,m débits de rejet minimaux (les débits de rejet définis sur les impulsions minimales).
Et nous avons

(q0, ..., qNimp−1) (6.32)

les débits de rejet échantillonnés à une étape du RJ-MCMC, avec Nimp le nombre d’impul-
sions courant à cette étape.
Par définition, Nimp < Nimp,m et chaque débit de rejet qi est l’agrégat de plusieurs

débits de rejet minimaux qm,i consécutifs. Il s’ensuit que la variance de régularisation
bi correspondant à qi est un agrégat des variances de régularisation des débits de rejet
minimaux qui composent qi.

Par exemple, supposons qu’une impulsion minimale correspond à un temps ∆t (typique-
ment, une heure), et supposons que qi est le débit de rejet sur l’impulsion définie entre ti
et ti + ki∆t avec ti, ti + ki∆t ∈ [0,Nimp,m] et ki un entier. Alors, qi est l’agrégat des débits
de rejet minimaux (

qm,ti , ..., qm,ti+ki∆t

)
. (6.33)

Il nous reste à choisir la façon dont nous souhaitons définir la variance associée au débit
de rejet qi en fonction des variances associées aux débits de rejet minimaux correspondant
à qi. Nous choisissons simplement de la définir par somme pondérée :

bi =
∑ti+ki∆t
j=ti Bj,j

ki∆t
(6.34)

= nc,ibc + (ki∆t − nc,i)bnc
ki∆t

(6.35)

= wc,ibc + wnc,ibnc (6.36)

avec Bj,j le j-ème coefficient diagonal de B, et avec wc,i et wnc,i les nombre d’impulsions
minimales comprises dans l’impulsion i, contraintes et non contraintes, respectivement,
divisées par le nombre total d’impulsions minimales dans l’impulsion i.

200



6.1 Échantillonnage transdimensionnel

Cette définition se retranscrit nécessairement dans les définitions des priors. Par exemple
pour le prior gaussien replié sur son terme de position, et en pliant à k = ln qb, on a :

Jprior ln q =
Nimp∑
i=1

(
1
2 ln

(
πbi
2

)
+ (ln qi − ln qb)2

2bi

)
(6.37)

=
Nimp∑
i=1

(
1
2 ln

(
π(wc,ibc + wnc,ibnc)

2

)
+ (ln qi − ln qb)2

2(wc,ibc + wnc,ibnc)

)
. (6.38)

6.1.5.4 Prior uniforme

Enfin, un dernier prior intéressant est le prior uniforme sur les logarithmes des débits de
rejet. Il faut définir un logarithme minimum (par exemple ln qmin = 0) et un logarithme
maximum (par exemple ln qmax = 30). Puis, on a :

p(ln q) =
Nimp∏
i=1

1
ln qmax − ln qmin

(6.39)

et donc

Jprior ln q =
Nimp∑
i=1

ln (ln qmax − ln qmin)

= Nimp ln (ln qmax − ln qmin) .
(6.40)

6.1.6 Prior sur la partition de frontières

On s’intéresse maintenant au prior sur la partition de frontières :

• nous proposons en section 6.1.6.1 d’étudier un prior uniforme a priori anodin, qui a
en fait des conséquences inattendues ;

• en section 6.1.6.2, nous proposons un prior réellement uniforme sur l’ensemble des
partitions de frontières ;

• en section 6.1.6.3, nous proposons le prior exponentiel que nous utiliserons dans
l’application en section 6.3, après avoir constaté que le prior uniforme ne contraignait
pas suffisamment le nombre d’informations.

6.1.6.1 Priors uniformes sur le nombre de frontières et les partitions associées

Dans cette section, nous étudions le prior uniforme sur le nombre de frontières proposé
par Bodin et Sambridge 2009. Cette hypothèse en apparence anodine a pourtant des
conséquences inattendues.
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6 Échantillonnage dans le cas de rejets massifs et complexes

On considère (λ0, ..., λNimp) (Nimp étant le nombre d’impulsions) l’ensemble des Nimp + 1
frontières (et donc incluant les Nimp − 1 frontières intérieures qui sont de vraies variables).
Le prior sur la partition de frontières peut se décomposer comme suit :

p(λ1, ..., λNimp−1) = p(λ1, ..., λNimp−1|Nimp − 1)p(Nimp − 1). (6.41)

On définit alors un prior uniforme sur le nombre de frontières :

p(Nimp − 1) =


1

Nb,max
, si Nimp − 1 ∈ [1,Nb,max];

0, sinon;
(6.42)

où nous rappelons que Nb,max est le nombre maximum de frontières intérieures possible. Le
prior sur le nombre de frontières étant choisi, il faut définir le prior p(λ1, ..., λNimp−1|Nimp−1).
Un choix raisonnable est d’avoir pour préjugé que toutes les partitions pour un nombre
donné d’impulsions soient équiprobables.
Pour Nimp − 1 frontières, il y a(

Nb,max
Nimp − 1

)
= Nb,max!

(Nimp − 1)!(Nb,max −Nimp + 1)! (6.43)

partitions possibles de ces frontières. Donc :

p(λ1, ..., λNimp−1|Nimp − 1) =


[ Nb,max!

(Nimp−1)!(Nb,max−Nimp+1)!

]−1
, si ∀i λi ∈ [λ0, λNb,max ].

0, sinon;
(6.44)

comme noté par Bodin et Sambridge 2009. Ainsi, le coût associé à ce prior sur une partition
de frontières (λ0, ..., λNimp) s’écrit

Jprior(λ0, ..., λNimp) = ln (Nb,max) + ln (Nb,max!)− ln ((Nimp − 1)!(Nb,max + Nimp + 1)!) ,
(6.45)

et donc, puisque Nb,max est une constante de normalisation :

Jprior(λ0, ..., λNimp) = − ln ((Nimp − 1)!)− ln ((Nb,max −Nimp + 1)!) . (6.46)

A partir de cette équation, on peut tracer en figure 6.8 le coût du prior sur une partition
de frontières en fonction de sa taille, et en prenant par exemple Nb,max = 312.
On observe ainsi que les modèles privilégiés sont les modèles de basse ou de très haute

complexité, devant les modèles de complexité moyenne. Cela revient à imposer un prior qui
favorise les modèles trop peu ou trop complexes en comparaison aux modèles moyennement
complexes. Ce prior supposément uniforme est en fait

• pour la première partie une sorte de prior gaussien,
• et pour la seconde partie (la décroissance à partir d’un nombre d’impulsions égal à

Nb,max/2), un prior qui favorise les modèles plus complexes (ce qui revient à contredire
le principe du rasoir d’Ockham).
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6.1 Échantillonnage transdimensionnel

Figure 6.8 – Coût du prior sur une partition de frontières selon sa taille pour Nb,max = 312.
Les nombres de frontières favorisés sont ceux associés à un moindre coût. Ainsi, les modèles
à faible nombre de frontières et ceux à grand nombre de frontières sont favorisés devant
ceux à nombre de frontières moyen.
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6 Échantillonnage dans le cas de rejets massifs et complexes

6.1.6.2 Prior uniforme sur l’ensemble des partitions

Dans cette section, nous proposons un prior uniforme sur l’ensemble des partitions
possibles de frontières. On peut en effet considérer l’ensemble des partitions possibles de
frontières {Λ0, ...,ΛNp} de taille Np + 1 et imposer un prior sur le choix de la partition
parmi cet ensemble discret :

p(Λk) = p(λ0, ..., λNimp) =


1

Np+1 , si k ∈ [0,Np];
0, sinon.

(6.47)

Et donc :
Jprior(Λk) = ln (Np + 1) , (6.48)

qui disparaît en tant que constante de normalisation. En effet, Np est uniquement une
fonction de Nb,max la taille maximum d’une partition.

6.1.6.3 Prior exponentiel

On peut aussi imposer un prior de type exponentiel sur l’ensemble des partitions en
suivant le même principe que pour le prior uniforme de la section 6.1.6.2 précédente. C’est-
à-dire, on peut imposer un prior à l’ensemble des partitions de frontières sans s’intéresser à
leur taille.

L’idée est de pénaliser les partitions qui possèdent trop de frontières, sans passer par la
hiérarchisation

p(λ1, ..., λNimp−1) = p(λ1, ..., λNimp−1|Nimp − 1)p(Nimp − 1). (6.49)

On souhaite imposer un prior du type :

p(λ1, ..., λk) = λe−λk, (6.50)

où l’on choisira λ = 1 pour simplifier. Autrement dit, le coût d’une partition à k frontières
est k. C’est un prior qui permet de pénaliser les partitions à trop grand nombre de frontières.

Ce prior est une distribution discrète sur l’ensemble des partitions que l’on peut normaliser.
En effet, avec Np le nombre total de partitions, et Nb,max le nombre de frontières maximum :

Np∑
j=0

p(Λj) = 1

⇒
Nb,max∑
i=1

(Nb,max
i

)∑
k=1

p(Λk,i) = 1

⇒
Nb,max∑
i=1

(Nb,max
i

)∑
k=1

e−i

Z
= 1

(6.51)
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avec le cardinal de l’ensemble des partitions de taille i étant égal à
(Nb,max

i

)
, et Z une

constante à déterminer. Cela donne :

⇒ 1
Z

Nb,max∑
i=1

(
Nb,max
i

)
e−i = 1

⇒
Nb,max∑
i=1

(
Nb,max
i

)
e−i = Z

⇒
Nb,max∑
i=1

Nb,max!
i!(Nb,max − i)!

e−i = Z.

(6.52)

Cela nous permet de définir le prior dit exponentiel :

p(λ1, ..., λk) =


e−k

Z , si k ∈ [1,Nb,max];
0, sinon.

(6.53)

On peut noter que le prior sur les logarithmes des débits de rejet aura aussi un effet
contraignant sur la complexité des modèles. Si on choisit un prior uniforme sur l’ensemble
des partitions, il n’y a plus que le prior sur les logarithmes de rejets qui s’assure que le
modèle ne devienne pas trop complexe.

6.1.6.4 Discussion autour de la légitimité des priors

On souhaiterait que le nombre de frontières soit seulement établi par la résolution du
dilemme biais-variance, c’est-à-dire, par le problème de l’arbitrage décrit en section 6.1.1.3.
Si l’on impose un autre prior qu’un prior non-informatif sur l’ensemble des partitions, on
empêche le modèle de résoudre cet arbitrage naturellement. Il peut alors sembler judicieux
de s’en tenir à des priors non-informatifs.

Nous verrons dans l’application de nos méthodes sur l’évènement de Fukushima-Daiichi
en section 6.3 que l’arbitrage fait par le formalisme bayésien avec un prior uniforme n’est
pas approprié. Un prior exponentiel informatif sur les logarithmes des débits de rejet sera
utilisé et résoudra le dilemme biais-variance adéquatement, au vu des informations dont
nous disposons.

6.1.7 Description de la probabilité de transition

Dans cette partie, nous déterminons les distributions de probabilité de proposition liées
aux nouveaux types de transitions introduits dans ce chapitre, c’est-à-dire les déplacements,
naissances, et morts.

6.1.7.1 Distribution de probabilité de transition du déplacement

Le processus de déplacement est intra-dimensionnel. Sous réserve que le déplacement
soit un mouvement symétrique, la distribution de transition g associée est symétrique,
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c’est-à-dire :
g(xi|xj)
g(xj |xi)

= 1. (6.54)

6.1.7.2 Distribution de probabilité de transition de la naissance

Pendant l’étape de naissance décrite en section 6.1.3.4 : une nouvelle frontière est
engendrée, et nous passons de xi un vecteur composé de n frontières à xj un vecteur
composé de n+ 1 frontières.
Plus précisément, en engendrant une nouvelle frontière, une impulsion est détruite et

deux nouvelles impulsions émergent à partir de cette destruction. On assigne deux nouveaux
débits de rejet ln q′k−1 = ln qk−1− uln q et ln q′k = ln qk−1 + uln q avec uln q un bruit gaussien.
La probabilité de transition est définie de la manière suivante :

g(Λi, ln qi|Λj , ln qj) = g(Λi|Λj , ln qj) g(ln qi|Λi,Λj , ln qj)
= g(Λi|Λj) g(ln qi| ln qj ,Λi)

(6.55)

Ici, ln qi engendrée ne dépend que de ln qj à l’état précédent, et de la partition de
frontières courante. On considère que l’amplitude des nouveaux débits de rejet est engendrée
indépendamment de l’engendrement de la nouvelle frontière. Les deux parties de la transition
sont séparées (Bodin et Sambridge 2009). Autrement dit, l’information de l’engendrement
de la frontière est contenue dans g(Λi|Λj) tandis que l’information de l’engendrement de
l’amplitude est contenue dans g(ln qi| ln qj ,Λi).

On peut donc décrire séparément ces deux distributions. La probabilité d’une naissance
à une certaine position parmi Nb,max −Nimp + 1 position non occupées par des frontières
est :

g(Λi|Λj) = 1
Nb,max −Nimp + 1 . (6.56)

Par ailleurs, la probabilité d’engendrement des nouveaux débits de rejet est gaussienne :

g(ln qi|Λi, ln qj) = g(ln q′k−1, ln q′k| ln qk−1, uln q)
= puln q∼N (0,σ)

= 1√
2πσ

e−
u2

ln q
2σ2 .

(6.57)

où la nouvelle frontière est ici engendrée au niveau de l’impulsion k − 1.

6.1.7.3 Distribution de probabilité de transition de la mort

La probabilité de mort d’une parmi Nimp − 1 frontières intérieures est :

g(Λj |Λi) = 1
Nimp − 1 (6.58)
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c’est-à-dire un choix uniforme parmi Nimp − 1 possibilités.
D’autre part, la probabilité g(ln qj |Λj ,Λi, ln qi) de détruire le rejet associé à cette position

est de 1, puisque la mort de la frontière implique automatiquement la mort d’un des rejets
associés.

6.1.8 Symétrisation des probabilités de transition dans le taux d’acceptation

Dans cette section, nous décrivons dans le cadre d’un saut transdimensionnel la quantité
de symétrisation des probabilités de transition

g(Λi, ln qi|xj)
g(Λj , ln qj |xi)

(6.59)

que l’on retrouve dans la définition du taux d’acceptation de l’équation (6.15) de l’al-
gorithme du RJ-MCMC décrit en section 6.1.2. On ne tient compte que de la variable
logarithmes des débits de rejet, le reste des variables n’étant pas affectées par une transition
transdimensionnelle.

Pour un processus de naissance :

g(Λi, ln qi|xj)
g(Λj , ln qj |xi)

= g(Λi|Λj)
g(Λj |Λi)

g(ln qi|Λi, ln qj)
g(ln qj |Λj , ln qi)

=
1

Nimp−1
1

Nb,max−Nimp+1

1

1√
2πσe

−
u2

ln q
2σ2

= Nb,max −Nimp + 1
Nimp − 1

√
2πσe

u2
ln q

2σ2 .

(6.60)

Pour un processus de mort :

g(Λj , ln qj |xi)
g(Λi, ln qi|xj)

= Nimp − 1
Nb,max −Nimp + 1

1√
2πσ

e−
u2

ln q
2σ2 (6.61)

ce qui est logiquement l’inverse de la symétrisation écrite dans le cas du processus de
naissance.

6.1.9 Calcul du jacobien

Dans cette section, nous calculons la valeur absolue du jacobien de la fonction de
passage. Cette quantité est présente dans la définition du taux d’acceptation (6.15) lié à un
changement de modèle. Pour calculer cette quantité, il est nécessaire d’avoir une matrice
carrée, donc un nombre de variables égal au départ et à l’arrivée, c’est-à-dire avant et après
les différents processus.
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Pour des processus intra-dimensionnels comme le déplacement d’une frontière, le jacobien
est constant et égal à 1.

Pour la naissance d’une frontière λ′k, la transformation bijective gi,j utilisée pour passer
de xi à xj s’écrit

xi = (Λi, ln qi, uc, uln q)↔ (Λi, λ′k, ln qj) = xj
(λ0, ..., λn, ln q0, .., ln qk, .., uc, uln q)↔ (λ0, .., λ

′
k, .., λn, ln q0, .., ln qk − uln q, ln qk + uln q, ..)

(6.62)

où n+ 1 est le nombre de frontières de l’état xi. La variable aléatoire uc correspond au
tirage aléatoire d’une nouvelle frontière λ′k à partir d’une distribution discrète uniforme
définie sur les entiers [0, 1, ...,Nb,max −Nimp + 1]. Elle est donc univariée. uln q est le bruit
associé à la création de deux nouveaux débits de rejet (et à la destruction d’un) et est
aussi une variable univariée.
On a alors :

dim(Λi) + dim(qi) + dim(uc) + dim(uln q) = n+ n+ 1 + 1; (6.63)
dim(Λi) + dim(λ′k) + dim(ln qj) = n+ 1 + (n+ 1). (6.64)

Le nombre de variables de gi,j est égal au départ et à l’arrivée.

Il convient de noter que notre espace d’états est divisé en un espace discret (position
des frontières) et un espace continu (logarithmes des débits de rejet). uc est une variable
discrète utilisée pour la transformation entre les espaces discrets, et uln q est une variable
continue utilisée pour la transformation entre les espaces continus. Le jacobien est toujours
l’unité pour les transformations discrètes. Par conséquent, le jacobien ne tient en fait
réellement compte que de la variation des variables suivantes :

(ln qi, uln q)↔ ln qj
(ln q0, ..., ln qk, ..., ln qn, uln q)↔ (ln q0, ..., ln qk − uln q, ln qk + uln q, ..., ln qn).

(6.65)

On a par conséquent deux nouvelles variables créées à partir de deux anciennes variables :

ln q′k−1 = ln qk − uln q = f1(ln qk, uln q); (6.66a)
ln q′k = ln qk + uln q = f2(ln qk, uln q). (6.66b)

On peut alors calculer le jacobien de cette transformation :

|J|naissance =

∣∣∣∣∣∣
∂f1(ln qk,uln q)

∂ ln qk
∂f1(ln qk,uln q)

∂uln q
∂f2(ln qk,uln q)

∂ ln qk
∂f2(ln qk,uln q)

∂uln q

∣∣∣∣∣∣ =

∣∣∣∣∣∣∣
∂(ln qk−uln q)

∂ ln qk
∂(ln qk−uln q)

∂uln q
∂(ln qk+uln q)

∂ ln qk
∂(ln qk+uln q)

∂uln q

∣∣∣∣∣∣∣
=
∣∣∣∣∣1 −1
1 1

∣∣∣∣∣ = 2.

(6.67)
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Le processus de mort est alors l’inverse de cette transition, c’est-à-dire,

(ln qk, uln q) =
(

ln q′k + ln q′k−1
2 ,

ln q′k − ln q′k−1
2

)
. (6.68)

Le jacobien est l’inverse du jacobien précédemment obtenu (Bodin et Sambridge 2009),
c’est-à-dire,

|J|mort = 1/2. (6.69)

6.1.10 Résumé des taux d’acceptation

Dans cette partie, nous décrivons pour chaque processus de marche aléatoire unidi-
mensionnel ou transdimensionnel, le coût associé au taux d’acceptation de cette marche
aléatoire. La formule générale s’écrit :

J (i, j) =− lnαy(xi → xj)
=− ln (p(xj)p(y|xj)g(xi|xj)) + ln (p(xi)p(y|xi)g(xj |xi))− ln |J|
= Jprior(xj) + Jvraisemblance(y|xj)− Jprior(xi)− Jvraisemblance(y|xi)

+ Jtransition(xi|xj)− Jtransition(xj |xi)− ln |J|.

(6.70)

Nous rappelons que le coût lié au taux d’acceptation est la quantité effectivement calculée
dans l’algorithme.

Taux d’acceptation d’un déplacement intra-modèle
En l’absence de changement de modèle Λi = Λj , c’est-à-dire, dans le cas d’une transition

classique de Metropolis-Hastings, le coût d’un déplacement i → j est simplement la
différence entre la somme du prior et de la vraisemblance sur la source xj avec la somme
du prior et de la vraisemblance sur la source xi.

J (i, j) = + Jprior(xj) + Jvraisemblance(y|xj)
− Jprior(xi)− Jvraisemblance(y|xi)

(6.71)

Dans le cas d’un déplacement intra-modèle : la matrice jacobienne est égale à 1, et les
transitions sont réversibles. De plus, Λi = Λj donc Jprior(Λj) = Jprior(Λi).

Taux d’acceptation d’un déplacement intra-dimensionnel
Le taux d’acceptation du processus de déplacement de frontière correspond à celui du

déplacement intra-modèle. En effet, d’une part nos transitions sont réversibles. D’autre part,
nos priors sur les partitions de frontières ne pénalisent qu’en fonction du nombre de frontières.
Or, lors du déplacement de frontière intra-dimensionnel Λi → Λj : dim(Λi) = dim(Λj) et
donc Jprior(Λi) = Jprior(Λj).
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6 Échantillonnage dans le cas de rejets massifs et complexes

Taux d’acceptation d’une naissance
Le taux d’acceptation d’une naissance dépend de la différence des vraisemblances, des

priors, de la symétrisation des termes de transition, et du jacobien.

J (i, j) = + Jprior(xj) + Jvraisemblance(y|xj)− Jprior(xi)− Jvraisemblance(y|xi)
+ Jtransition(xi|xj)− Jtransition(xj |xi)− ln |2|

= + Jprior(xj) + Jvraisemblance(y|xj)− Jprior(xi)− Jvraisemblance(y|xi)

− ln
(

Nb,max −Nimp + 1
Nimp − 1

)
− 1

2 ln (2π)− ln σ −
u2

ln q
2σ2 − ln |2|.

(6.72)

Taux d’acceptation d’une mort
Le taux d’acceptation d’une mort dépend de la différence des vraisemblances, des priors,

de la symétrisation des termes de transition, et du jacobien.

J (i, j) = + Jprior(xj) + Jvraisemblance(y|xj)− Jprior(xi)− Jvraisemblance(y|xi)
+ Jtransition(xi|xj)− Jtransition(xj |xi) + ln |2|

= + Jprior(xj) + Jvraisemblance(y|xj)− Jprior(xi)− Jvraisemblance(y|xi)

− ln
(

Nimp − 1
Nb,max −Nimp + 1

)
+ 1

2 ln(2π) + ln(σ) +
u2

ln q
2σ2 + ln |2|.

(6.73)
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6.2 Mélange de mesures

Dans cette courte section, nous introduisons une méthode pour prendre en compte
différents types de données dans la résolution du problème inverse bayésien. Dans des
évènements de rejet de radionucléides, il est en effet courant d’avoir accès à plusieurs types
de mesures. Celles-ci ont été introduits dans le chapitre 2 en section 2.1.2. Trois types de
mesures peuvent généralement être disponibles : des mesures d’activité volumique, des
mesures de dépôt au sol, et des débits de dose.

Il est souhaitable d’être capable d’assimiler et de prendre en compte dans le cadre
bayésien plusieurs types de mesures car :

• toute nouvelle mesure est une information supplémentaire, et plus nous disposons
d’information, plus les incertitudes sont faibles ;

• certains types d’observation comme les mesures cumulées que sont les mesures
de dépôt donnent une information incomplète. En effet, le dépôt total étant une
somme des dépôts successifs, seule une information de l’amplitude est disponible :
l’information sur les moments des dépôts n’est pas disponible. Ainsi, des mesures
diversifiées peuvent éventuellement apporter des informations complémentaires, ou
au moins renforcer des connaissances.

Plusieurs problèmes apparaissent lors de l’intégration de méthodes de mélange de
mesures :

• les mesures sont souvent d’ordres de grandeur très différents. Ce sujet est en fait déjà
traité dans le chapitre 5 :

– non seulement, des vraisemblances qui quantifient une différence relative entre les
observations et les prédictions associées peuvent être utilisées, comme présenté
dans la section 5.1 du chapitre 5 ;

– mais aussi, différentes variances d’erreur d’observation peuvent être utilisées pour
les différents types de mesures. C’est très cohérent avec le fait que l’on s’attend
à détecter des écarts significativement différents entre les activités volumiques
et leurs prédictions associées, et les dépôts et leurs prédictions associées.

• par ailleurs, les mesures peuvent être redondantes. Ceci est un faux problème car,
sous l’hypothèse d’indépendance des observations, qui est en général une hypothèse
acceptable (Y. Liu et al. 2017), la redondance ne fragilise pas nos distributions a
posteriori et apporte bien de l’information supplémentaire qui doit être prise en
compte.

Dans l’application de ce chapitre à la section 6.3, on utilisera des mesures de dépôt ainsi
que des mesures d’activité volumique dans l’air. Pour modéliser R dans ce cas, on utilise
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deux variances : rc la variance des mesures d’activité volumique, et rd la variance des
mesures de dépôt. Cela donne :

R =



rc 0 ... ... ... 0
0 rc 0 ... ... ...

... 0 rc ... ... ...

... ... 0 ... 0 ...

... ... ... ... rd 0
0 ... ... ... 0 rd


. (6.74)

Par ailleurs, la matrice R est mise à jour un peu différemment selon les algorithmes
appliqués :

• si l’algorithme de tri des observations pertinentes et non-pertinentes est utilisé, alors
il semble n’y avoir aucune raison de ne pas l’appliquer à la fois sur les mesures
d’activité volumique et les mesures de dépôt. De fait, puisque la variance rnp définie
en section 5.2.2.2 du chapitre 5 est construite de telle manière qu’elle tende vers 0
quelle que soit la nature de la mesure utilisée, alors on peut se contenter d’une seule
variance rnp, et pour les mesures de dépôt, et pour les mesures d’activité volumiques :

R =



rc 0 ... ... ... 0
0 rc 0 ... ... ...

... 0 ... ... ... ...

... ... 0 rd 0 ...

... ... ... ... ... 0
0 ... ... ... 0 rnp


; (6.75)

• si un algorithme de regroupement spatial comme décrit dans la section 5.2.4 du
chapitre 5 est appliqué, il faut nécessairement choisir sur quel type d’observation
on applique l’algorithme (ou choisir les deux types d’observations, mais appliquer
l’algorithme indépendamment deux fois). Nous ne pouvons regrouper des observations
de natures différentes entre elles.
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6.3 Reconstruction du terme source de 137Cs rejeté lors de
l’accident de Fukushima-Daiichi

Dans cette partie, nous appliquons la méthode d’échantillonnage transdimensionnel
décrite dans ce chapitre à la reconstruction des rejets de 137Cs pendant l’accident de
Fukushima-Daiichi. Plus précisément :

• dans une première section 6.3.1, une description du contexte de l’accident de
Fukushima-Daiichi, des travaux passés, et du jeu de données sont fournis ;

• ensuite, nous décrivons la paramétrisation du modèle physique et des chaînes de
Markov utilisées pour l’échantillonnage en section 6.3.2 ;

• enfin, le terme source de 137Cs est reconstruit en section 6.3.3.

6.3.1 Description du rejet de 137Cs de l’accident de Fukushima-Daiichi

Dans cette partie, nous commençons par décrire le contexte de l’accident de Fukushima-
Daiichi dans la partie 6.3.1.1. Ensuite, une description des travaux réalisés sur l’évaluation
des rejets est proposée dans le point 6.3.1.2. Finalement, le jeu de données que nous utilisons
est présenté en partie 6.3.1.3.

6.3.1.1 Contexte

Le 11 mars 2011, un tremblement de terre sous l’océan Pacifique au large du Japon est à
l’origine d’un tsunami extrêmement destructeur qui frappe les côtes japonaises environ une
heure plus tard et cause la mort de 18 000 personnes. Ces évènements entraînent l’arrêt
automatique de quatre centrales nucléaires japonaises.

À la centrale nucléaire de Fukushima-Daiichi, dans les heures qui suivent, la situation
devient rapidement critique. Le tsunami consécutif au séisme met hors service le système
de refroidissement principal des réacteurs ainsi que les alimentations électriques de secours
de la centrale. Cela a deux conséquences (IRSN 2012) :

• le combustible nucléaire se dégrade ce qui entraîne la fusion des cœurs des réacteurs
1,2, et 3, suivie de décompressions des enceintes de confinement et d’explosions
d’hydrogène ;

• faute d’alimentation électrique, les piscines de désactivation des réacteurs 1 à 4 dans
lesquelles le combustible usé est entreposé montent en température au fur et à mesure
que le niveau d’eau dans les piscines baisse. Ceci entraîne des incendies et de nouveaux
rejets de produits radioactifs.
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L’accident de la centrale de Fukushima-Daiichi est la seconde plus importante catastrophe
nucléaire de l’histoire, classée au niveau 7. Les impacts de l’accident, tout aussi bien
environnementaux que sanitaires, sont majeurs. Les populations locales ont été affectées,
ainsi que l’approvisionnement électrique. Néanmoins, il n’a pas été démontré de décès
provoqués par les rejets radioactifs issus de l’accident (UNSCEAR 2013).

Nous avons décidé de travailler sur cet évènement pour deux raisons :

• les différentes conséquences des rejets continuent d’être étudiées et discutées en 2020,
et l’amélioration de l’évaluation du terme source reste un enjeu majeur ;

• ce rejet massif et complexe de radionucléides est un cas très intéressant sur lequel
appliquer et évaluer nos méthodes. L’accident de Fukushima-Daiichi est en effet
caractérisé par plusieurs épisodes de rejets d’intensités variables, et a duré plusieurs
semaines. Reconstruire l’évolution temporelle du débit de rejet de 137Cs signifie donc
retrouver un débit de rejet très variable évoluant sur plusieurs centaines d’heures.
L’intérêt majeur du RJ-MCMC est son aptitude à reconstruire un rejet très variable
en minimisant les erreurs de biais et de variance. Ceci en fait un algorithme tout à
fait adapté dans cette situation.

6.3.1.2 Travaux passés

Depuis 2011, plusieurs approches ont été considérées pour évaluer les rejets de radionu-
cléides liés à l’accident de Fukushima-Daiichi.

En premier lieu, des méthodes directes basées sur la simple comparaison entre les
observations et les prédictions simulées ont été utilisées (Chino et al. 2011 ; Katata et al.
2012 ; Mathieu et al. 2012 ; Terada et al. 2012 ; Hirao et al. 2013 ; Kobayashi et al. 2013 ;
Katata et al. 2015). Nommément :

• Chino et al. 2011 considèrent chaque station de mesure indépendamment des autres.
Sur une base empirique, les émissions qui peuvent expliquer les observations à chaque
station sont estimées. La somme de toutes les émissions constitue le terme source.
L’inconvénient de cette approche résulte de la non prise en compte des erreurs liées
au vecteur d’observations et à la modélisation de la dispersion et de la météorologie ;

• Mathieu et al. 2012 utilisent une méthode basée sur la correction des simulations du
modèle direct à l’aide des observations pour estimer les termes sources des différents
radionucléides en utilisant divers types de données (informations sur les installations
et mesures sur site).
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Dans un second temps, des méthodes de modélisation inverse plus ambitieuses ont été
développées (Stohl et al. 2012 ; Winiarek et al. 2012 ; Saunier et al. 2013 ; Winiarek et al.
2014 ; Yumimoto et al. 2016). En particulier :

• Winiarek et al. 2012, 2014 utilisent des mesures d’activité et des mesures de dépôt
pour estimer le terme source de 137Cs en estimant rigoureusement les erreurs des
différents jeux de données et de l’ébauche ;

• Stohl et al. 2012 estiment les termes sources de 137Cs et de 133Xe par modélisation
inverse en utilisant des mesures d’activité dans l’air et des mesures de dépôt dans
tout l’hémisphère nord. Leur estimation est néanmoins fortement dépendante de leur
ébauche ;

• Saunier et al. 2013 évaluent le terme source par modélisation inverse avec des mesures
de dose équivalente de rayonnement gamma. Les mesures de dose équivalente de
rayonnement gamma sont généralement abondantes et bien distribuées. Cependant,
elles rendent compte de l’influence de plusieurs radionucléides contenus dans le
panache et déposés sur le sol, ce qui rend leur assimilation plus délicate.

Enfin, récemment, des méthodes de modélisation inverse basées sur un formalisme
bayésien ont été utilisées. Y. Liu et al. 2017 appliquent plusieurs méthodes dont un
algorithme MCMC pour estimer l’évolution temporelle du rejet de 137Cs, accompagnées
d’une estimation objective de l’incertitude associée.

6.3.1.3 Jeu de données

Dans cette partie, nous décrivons le vecteur d’observations que nous utilisons dans les
applications de ce chapitre. La figure 6.9 décrit les positions spatiales du jeu de données
d’activité volumique utilisé dans les sections 6.3.3.1 et 6.3.3.2.
Le vecteur de mesures d’activité volumique de 137Cs est constitué de Nobs = 14248

mesures liées à 105 stations. C’est un nombre très important d’observations, qui nous permet
d’évaluer la pertinence de nos méthodes et de reconstruire précisément les incertitudes du
problème. De plus, la majorité de ces observations sont horaires, ce qui peut permettre
une reconstruction fine du terme source de 137Cs.

D’autre part, nous utilisons dans la section 6.3.3.2 des mesures de dépôt décrites par
Winiarek et al. 2014. Au total, 1507 mesures de dépôt sont utilisées. Elles correspondent à
des positions situées à moins de 300km de la centrale nucléaire de Fukushima-Daiichi. Ces
mesures représentent les moyennes de chaque maille d’un champ d’observations de dépôt
en Bq.m−2 mesurées depuis un vol aérien.
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Figure 6.9 – Activités volumiques maximales de 137Cs en Bq.m−3 mesurées au Japon en
Mars 2011. Les points bleu clair correspondent à des concentrations inférieures à la limite
de détection.
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6.3.2 Paramétrisation

La dispersion atmosphérique des rejets de 137Cs est simulée à l’aide du modèle eulérien
ldX décrit dans le chapitre 1. Pour réaliser les simulations, nous utilisons des données
météorologiques provenant d’ECWMF.

ECMWF
Résolution horizontale 0.125◦ × 0.125◦

Résolution verticale 11 couches réparties de de 0 à 4400m
Résolution temporelle 3 heures
Mélange vertical Diffusion suivant la paramétrisation de Louis (Louis 1979)

et (Troen et Mahrt 1986) en conditions instables dans la couche limite

Mélange horizontal Coefficient de diffusion des tourbillons horizontaux nul

Lessivage
λ = Λ0p0 (below-cloud) où Λ0 = 5.10−5h.(mm.s)−1,

et λ = Λ1p
0.64
0 (in-cloud) où Λ1 = 5.10−4h.(mm.s)−1 ;

et p0 est l’intensité des précipitations (Baklanov et Sørensen 2001)

Dépôt sec Vitesse de dépôt sec vd = 1.10−3 m.s−1

Table 6.1 – Principales caractéristiques de configuration des simulations de rejet de 137Cs
de la centrale nucléaire Fukushima-Daiichi.

Les radionucléides, et en particulier le 137Cs, ont été principalement déposés dans la
préfecture de Fukushima, au nord-ouest de la centrale nucléaire de Fukushima-Daiichi. La
majeure partie des rejets se sont produits sur une période de deux semaines à partir du 11
mars.
De fait, les simulations du modèle commencent le 11 mars 2011 à 00.00 UTC et se

terminent le 24 mars 2011, ce qui correspond à 312 impulsions horaires minimales. Le rejet
est modélisé comme dilué sur les trois premiers niveaux verticaux du modèle. La hauteur
de rejet a un impact faible car les prédictions du modèle sont comparées à des observations
suffisamment éloignées de la centrale de Fukushima-Daiichi (Girard et al. 2014).
On suppose que tous les paramètres décrivant la source (composition des nucléides,

hauteur du rejet, coordonnées du rejet) sont connus, à l’exception du terme source q.

6.3.2.1 Choix des priors

Un prior exponentiel est appliqué sur les partitions de frontières pour augmenter la
contrainte sur le nombre de frontières. Nous expliquons dans la section 6.3.3 pourquoi nous
ne pouvions nous contenter d’un prior uniforme.

Un prior gaussien est appliqué aux logarithmes des débits de rejet pour à la fois

• contraindre le nombre de frontières,
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• et contraindre l’ampleur des débits de rejet.

Nous choisissons d’imposer une ébauche ln qb = 0, afin de régulariser les impulsions non
contraintes par les observations. La matrice de variance d’ébauche B est définie à l’aide de
deux hyperparamètres bc et bnc comme décrit en section 6.1.5.3. Sur les 312 impulsions
minimales, les impulsions non-contraintes sont

• les 17 premières heures du 11 mars (impulsions 0 à 16) ;

• les journées du 16 et du 17 mars (impulsions 116 à 165) ;

• les 18 dernières heures du 23 mars (impulsions 294 à 311).

Par ailleurs, parce qu’aucune information a priori n’est disponible, les priors sur les
coefficients de la matrice de covariance d’erreur d’observation sont supposés uniformes et
le prior sur la variance de l’erreur d’ébauche est supposé de Jeffreys.

6.3.2.2 Paramètres de l’algorithme MCMC

L’algorithme appliqué est le Reversible-Jump MCMC et aucune méthode de tempering
n’est utilisée. Les deux raisons pour ceci sont :

• l’absence d’importants minima locaux, car la position du rejet est connue, qui
retarderaient trop la convergence de la chaîne de Markov ;

• l’incompatibilité pratique entre l’algorithme du parallel tempering et le RJ-MCMC.
En effet, nous avons vu dans les sections 6.1.7 et 6.1.8 que les probabilités de transition
de naissance ou de mort d’une frontière n’étaient pas symétriques et donc devaient
être inclues dans le calcul du taux d’acceptation.
Dans le cadre du RJ-MCMC basé sur le Metropolis-Hastings, nous nous contentons
dans nos transitions transdimensionnelles à la naissance ou la mort d’une seule
frontière à la fois. Si nous souhaitions intégrer un algorithme du parallel tempering,
alors nous ajouterions la possibilité de transitions transdimensionnelles à multiples
naissances ou morts de frontières à la fois. En effet, le parallel tempering implique des
échanges d’états entre deux chaînes de Markov qui peuvent être totalement différents,
i.e., qui peuvent avoir un nombre et une répartition de frontières très différents.
Dans ce cas, pour rendre le processus de marche aléatoire, il faudrait disposer des
formules analytiques décrivant les probabilités de marche aléatoire entre tous les types
d’états possibles, c’est-à-dire de tout nombre et toute répartition de frontières, ceci
pour l’intégrer dans le calcul du taux d’acceptation afin de symétriser le processus.
En regard du faible intérêt du parallel tempering dans ce cas d’étude, nous avons
choisi de ne pas chercher à retrouver ces formules analytiques.
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La vraisemblance est définie comme une loi log-normale de seuil yt égal à 1 mBq.m−3,
ce qui est un choix classique.

Les probabilités de transition utilisées pour la marche aléatoire de la chaîne de Markov
sont définies indépendamment pour chaque variable et basées sur la distribution normale
repliée telle que décrite par Dumont Le Brazidec et al. 2020 ou dans le chapitre 3 en section
3.3.2.

Les variances des probabilités de transition sont choisies sur la base d’expérimentations et
sont fixées à σln q = 0.3, σr = 0.01. La valeur de la variance σr est adaptative et recalculée
toutes les 1000 itérations. De plus, la variance de transition σr n’est pas uniforme pour
les différentes variables qui décrivent la diagonale de R (elle doit dépendre de la valeur
de la variance r associée). On peut noter que puisque chaque variance a un effet de levier
sur le taux d’acceptation final, de nombreuses combinaisons de (σx, σq, σr) satisfont ce
taux d’acceptation optimal. Le choix ci-dessus a été fait à partir d’expérimentations pour
accélérer la convergence (de sorte à se rapprocher du taux d’acceptation théorique optimal
évalué à 0.234). Toutes les variables d’intérêt décrivant x sont toujours initialisées de
manière aléatoire.

Pour la première application, en section 6.3.3.1, les mesures d’activité volumique sont
divisées en deux groupes spatiaux grâce à un algorithme de k-moyennes :

• un premier groupe correspond aux observations mesurées sur des stations de latitude
supérieures à 37◦N,

• et un deuxième groupe correspond aux observations mesurées sur des stations de
latitude inférieures à 37◦N.

Deux variances d’erreur d’observation (r1, r2) sont associées à ces deux groupes et utilisées
pour représenter R la matrice d’échelle, comme décrit en section 5.2.4.
Par ailleurs, l’algorithme de discrimination des observations pertinentes présenté dans

la section 5.2 est utilisé dans les deux applications. De plus, nous considérons qu’une
concentration et une prédiction correspondante peuvent être considérées comme égales si
leur différence est inférieure à εd = 0.1 Bq.m−3. Pour les mesures de dépôt, nous utilisons
εd = 0.1 Bq.m−2. Dans les deux applications, un peu moins de la moitié des observations
sont considérées non-pertinentes.

L’algorithme fonctionne initialement comme un algorithme MH classique pendant 104

itérations. Autrement dit, seules des marches aléatoires classiques intra-modèles sont
proposées pendant les 104 premières itérations. En effet, nous avons remarqué que les
chaînes de Markov pouvaient rester bloquées dans des minima locaux à bas débits de rejet
quand des sauts transdimensionnels sont proposés dès le début de la procédure MCMC.
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Un nombre de 2× 106 itérations est utilisé pour l’algorithme du RJ-MCMC. C’est un
nombre d’itérations important qui correspond à environ une journée de calcul pour un
cluster de douze coeurs, et qui nous assure de la convergence et du bon échantillonnage de
l’algorithme. En effet, en l’absence de l’utilisation de l’algorithme du parallel tempering,
nous souhaitons nous assurer que nos chaînes de Markov ne restent pas bloquées dans des
minima locaux. Le burn-in est égal à 106 itérations.

Finalement, il doit être noté que nous avons rencontré un problème de convergence
dans le cas où bnc est échantillonné pour lequel nous ne pouvons présenter une explication
complètement satisfaisante. Plus précisément, nous avons observé lors des premières appli-
cations de l’algorithme du RJ-MCMC que sous la configuration de la matrice B proposée en
section 6.1.5.3, les logarithmes des débits de rejet des impulsions non-contraintes n’étaient
pas régularisés correctement avec le prior gaussien.

Pour nous assurer de la régularisation des impulsions non-contraintes, nous considérons
donc bnc fixé à 1. Cette hypothèse est pertinente puisque nous souhaitons contraindre les
débits de rejet associés à des impulsions minimales non-contraintes à être de très faible
amplitude.

6.3.3 Application des méthodes

Dans cette partie, nous appliquons les méthodes décrites dans ce chapitre à la recons-
truction du terme source de 137Cs de Fukushima-Daiichi. Plus précisément :

• en section 6.3.3.1, l’algorithme du RJ-MCMC est appliqué à l’aide des observations
d’activité volumique à la reconstruction des variables décrivant la source. L’objectif
de cette section est d’étudier l’intérêt du Reversible-Jump MCMC, ainsi que de
reconstruire le terme source du 137Cs rejeté lors de l’accident de Fukushima-Daiichi.

• en section 6.3.3.2, nous appliquons une deuxième fois l’algorithme du RJ-MCMC,
mais avec cette fois-ci deux types d’observations :

– des mesures d’activité volumique ;

– des mesures de dépôt.

L’objectif de cette deuxième partie est d’étudier l’apport de l’intégration de mesures
de dépôt à la résolution du problème inverse, et la pertinence de notre méthode.

6.3.3.1 Reconstruction des variables avec les mesures d’activité volumique

Dans cette section, nous reconstruisons le terme source de 137Cs rejeté dans l’atmosphère
pendant l’accident de Fukushima-Daiichi.
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Nous présentons les résultats de l’application de l’algorithme du Reversible-Jump MCMC
avec une loi de vraisemblance log-normale de seuil yt égal à 1 mBq.m−3. L’objectif de cette
section est double. Nous souhaitons à la fois

• proposer une nouvelle estimation du terme source lié aux rejets de 137Cs pendant
l’accident de Fukushima-Daiichi. Plus précisément, nous souhaitons proposer une
reconstruction des distributions liées aux débits de rejet et aux incertitudes associées ;

• étudier l’intérêt de la méthode du Reversible-Jump MCMC, et son potentiel.

Nous reconstruisons le vecteur

x =
(
ln q, r1, r2, rnp, bc, (λ1, ..., λNimp−1)

)
, (6.76)

mais on se permettra dans la suite de cette section de parler d’échantillonnage de débits de
rejet (plutôt que logarithmes des débits de rejet) pour faciliter la lecture.

Dans un premier temps, nous présentons sur la figure 6.10 le graphe de l’évolution
temporelle du débit de rejet médian avec la variance associée. Plus précisément, la ligne
rouge correspond au débit de rejet médian échantillonné et l’aire rouge pâle correspond
à la zone comprise entre la moyenne et ± l’écart-type des échantillons de débits de rejet
horaires : [µln q − σln q, µln q + σln q], où la moyenne et l’écart-type sont notés µln q et σln q.

Plus précisément, le graphe 6.10 représente l’évolution des échantillons de débits de rejet
à chaque impulsion minimale. En effet, le débit de rejet d’une impulsion minimale est
bien échantillonné en tant que débit de rejet d’une impulsion qui contient cette impulsion
minimale. Autrement dit, à chaque itération du RJ-MCMC, Nimp débits de rejet sont
échantillonnés et contiennent les 312 débits de rejet des impulsions minimales, c’est-à-dire
les 312 débits de rejet horaires. On peut donc, à partir de nos échantillons, reconstruire ce
qu’il s’est passé en médiane à chaque heure avec la variance associée.

De plus, l’évolution temporelle du débit de rejet median est comparée à un terme source
reconstruit à partir d’une méthode de descente de gradient déterministe (Saunier et al.
2013). Le terme source de Saunier et al. 2013 a été construit à partir de mesures de débit
de dose, mais à partir des mêmes données météorologiques et à partir du même modèle de
transport.
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Figure 6.10 – Evolution du débit de rejet en Bq.s−1 décrivant la source des rejets de 137Cs
échantillonné selon l’algorithme du RJ-MCMC avec les mesures d’activité volumique. La
ligne rouge correspond au débit de rejet médian échantillonné. L’aire rouge pâle correspond
à la zone comprise entre la moyenne et ± l’écart-type des échantillons de débits de rejet
horaires : [µln q − σln q, µln q + σln q], où la moyenne et l’écart-type sont notés µln q et σln q .
Comparaison avec le terme source optimal de Saunier et al. 2013 obtenu par des méthodes
déterministes.
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Plusieurs choses peuvent être considérées :

• premièrement, nous obtenons une bonne correspondance entre notre rejet médian et
le rejet optimal de Saunier et al. 2013. C’est d’autant plus notable que le rejet médian
n’est pas le rejet optimal, et est un agrégat de plusieurs rejets. Le rejet médian est
en effet un vecteur de débits de rejet, où chaque débit de rejet associé à une heure
est la médiane des débits de rejet associés à cette même heure sur l’ensemble des
échantillons ;

• deuxièmement, on observe que les débits de rejet sont soumis à de larges variations
de leur variabilité. En effet :

– on peut remarquer qu’il existe des périodes de large variabilité temporelle du
débit de rejet : entre le 19 et le 21 mars, par exemple ;

– on peut aussi remarquer qu’il existe des périodes de faible variabilité temporelle
du débit de rejet : entre le 11 et le 13 mars par exemple.

C’est pour traiter ce genre de situations que l’on a choisi d’utiliser un algorithme
d’échantillonnage transdimensionnel. On ne pouvait découper notre vecteur de débits
de rejet selon un pas de temps temporel d’une heure, car alors le problème aurait été
numériquement coûteux et sous-contraint :

– il y aurait eu trop de variables pour que le MCMC puisse converger rapidement ;

– il y aurait eu des intervalles temporels beaucoup trop finement décrits par
rapport à la quantité d’informations disponible (voir section 6.1.1.3).

Néanmoins, il existe des intervalles temporels où il est nécessaire de décrire l’évolution
du débit de rejet avec une précision horaire. C’est le rôle de l’algorithme du Reversible-
Jump de décrire chaque intervalle temporel avec la précision nécessaire ;

• enfin, on peut observer l’évolution du rejet de Fukushima-Daiichi avec plusieurs
épisodes complexes :

– un épisode de rejet entre le 12 et le 13 mars à 1011 Bq.s−1 ;

– plusieurs pics de rejets entre le 14 et le 16 mars qui atteignent aussi 1011 Bq.s−1 ;

– un épisode de rejet au jour du 18 mars à 1011 Bq.s−1 ;

– plusieurs pics de rejets entre le 19 et le 21 mars dépassant 1011 Bq.s−1 ;

– des rejets peu ou non-contraints et évalués quasi-nuls en médiane sur trois
périodes de temps : au début des simulations entre le 11 et le 13 mars, entre le
16 et le 18 mars, et enfin à la fin des simulations à partir du 21 mars.

À présent, nous nous intéressons à la reconstruction d’autres quantités. Sur la figure
6.11, nous traçons différentes courbes :
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Figure 6.11 – Densités de probabilité ou moyennes des variables décrivant la source des
rejets de 137Cs échantillonnées selon l’algorithme du RJ-MCMC avec les mesures d’activité
volumique seulement.
Densité de probabilité des différences relatives en log10 entre les observations et les prédic-
tions (a). Densité de probabilité du rejet total de 137Cs pendant l’accident de Fukushima-
Daiichi en Bq (b). Histogramme du nombre de frontières (c). Moyenne (et variance) du
nombre de frontières selon l’impulsion minimale considérée (d).
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• le premier graphe 6.11.a décrit l’histogramme des différences relatives en log10 entre
les observations et les prédictions. Une valeur de -1 correspond donc à une observation
10 fois plus importante qu’une observation.
Seules les observations non-nulles sont utilisées. Le vecteur de prédictions utilisé est
le dernier vecteur échantillonné par l’algorithme, c’est-à-dire le vecteur de prédictions
correspondant aux variables échantillonnées à la dernière itération du RJ-MCMC.
On remarque que les observations sont globalement sous-évaluées par les prédictions.

• le deuxième graphe 6.11.b décrit la distribution du rejet total en Bq. On observe
d’après cette distribution que le rejet total est compris entre 10 et 70 PBq. Une
majeure partie de la masse de la distribution est concentrée entre 10 et 30 PBq.
Ceci est cohérent avec les précédents travaux qui estiment le rejet entre 5 et 30 PBq
de manière générale (Chino et al. 2011 ; Terada et al. 2012 ; Winiarek et al. 2012,
2014 ; Saunier et al. 2013 ; Katata et al. 2015 ; IAEA 2015 ; Yumimoto et al. 2016 ;
Y. Liu et al. 2017) ;

• le troisième graphe 6.11.c décrit la distribution du nombre de frontières échantillonné
par l’algorithme. Dans le cas de l’évènement de Fukushima-Daiichi, on rappelle qu’on
avait un maximum de 312 frontières. Ici, le minimum de la distribution décrit 30
frontières et le maximum 60 avec un pic à 45 frontières ;

• le quatrième graphe 6.11.d décrit l’évolution du nombre de frontières échantillonné
ainsi que la variance associée. La variance est calculée de la même manière que pour
le graphe 6.10. Plus précisément,
– l’axe des abscisses correspond aux 312 impulsions minimales modélisées, c’est-à-

dire aux 312 impulsions horaires considérées à partir du 11 mars 2011 ;
– l’axe des ordonnées correspond au nombre de frontières compté : pour x une

impulsion horaire donnée, on a en ordonnée :

E[Card{λi ∈ [x− 5, x+ 5]|λi ∈ (λ0, ..., λNimp)}] (6.77)

c’est-à-dire la moyenne sur tous les échantillons du nombre de frontières compté
autour de notre impulsion horaire x.

Grossièrement, ce graphe trace le nombre de frontières nécessaire pour modéliser le
rejet à un certain moment. Autrement dit, le graphe représente la variabilité du rejet
selon l’algorithme :
– plus nous avons de frontières à une impulsion horaire donnée, plus il y a de

variabilité ;
– moins nous avons de frontières, moins il y a de variabilité.

On peut remarquer plusieurs choses sur la variabilité du rejet à partir du graphe 6.11.d :
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• on note une large variabilité entre le 14 et le 15 mars, et entre le 19 et le 21 mars :
ceci est très bien corrélé avec les résultats observables du graphe 6.10. En effet, on
observe de larges variabilités temporelles reconstruites, avec plusieurs pics dans ces
fines périodes temporelles, surtout entre le 19 et le 21 mars. On observe aussi que
ce sont des périodes avec de forts rejets, ce qui est cohérent avec notre observation
générale qu’il existe de fortes variabilités quand les rejets sont importants.
Cette observation confirme encore une fois l’intérêt de l’utilisation de l’algorithme du
RJ-MCMC : les périodes de forte variabilité peuvent être reconstruites finement ;

• on note une variabilité non négligeable à trois périodes temporelles : dans la première
partie de la journée du 11 mars (début des simulations), du 16 au 18 mars, et à la fin
de la simulation.
Nous remarquons qu’il s’agit très précisément des périodes non contraintes, c’est-à-
dire, des périodes où nous ne disposons pas d’information sur un éventuel rejet. Il
semble donc paradoxal d’avoir une forte variabilité sur cette période : puisque nous
ne disposons d’aucune information, par application du principe du rasoir d’Ockham,
nous souhaiterions avoir une variabilité minimale. En effet, une forte variabilité
implique une dépense de temps de calcul qui n’est dans ce cas pas justifié par de
l’assimilation d’information.
Ce résultat est en fait un artefact dû à la façon dont nous contraignons le nombre de
frontières, qui est expliqué ci-dessous.

On rappelle que l’échantillonnage du nombre de frontières, qui représente la résolution
du compromis biais-variance décrit en section 6.1.1.3 dépend de trois critères :

• le gain en probabilité dû à l’ajout d’une nouvelle frontière lié à l’amélioration de la
correspondance observations-prédictions associées, c’est-à-dire le gain en vraisem-
blance p(y|x). En effet, on ne peut que gagner en ajustement aux observations en
augmentant le nombre de frontières ;

• la perte due à l’ajout d’une nouvelle frontière liée au prior sur les logarithmes de
débits de rejet p(ln q) ;

• la perte due à l’ajout d’une nouvelle frontière liée au prior sur l’ensemble des partitions
de frontières p(Λ).

Prenons une période non-contrainte (par exemple, les premières heures du 11 mars) :

• le gain en probabilité p(y|x) dû à l’ajout d’une nouvelle frontière est nul sur cette
période de temps.
En effet, ce gain est lié à la division d’un seul débit de rejet, constant sur toute une
période, en deux débits de rejet. Cela permet de diviser une période de temps en
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deux épisodes de rejet différents, dans le but de mieux reproduire les observations
avec ces deux épisodes plutôt qu’avec un seul sur toute la période.
Or, nous savons que le vecteur de prédictions yS est indépendant de la définition
des débits de rejet sur cette première période de temps non contrainte. Ceci veut
dire que la correspondance observations-prédictions p(y|x) ne peut être affecté par
l’ajout d’une nouvelle frontière dans cette première période de temps. Donc, nous ne
pouvons pas avoir de gain ;

• la perte liée au prior sur l’ensemble des frontières p(Λ), qui dépend dans notre cas
du nombre de frontières, est constante quel que soit la période de temps ;

• la perte liée au prior sur les logarithmes de débits de rejet p(ln q) ici est nulle. Elle
est nulle car le débit de rejet est très faible grâce justement à ce même prior. Or,
diviser un débit de rejet très faible en deux débits de rejet très faibles ne va provoquer
qu’une perte extrêmement petite.

C’est ce troisième point qui explique pourquoi nous avons plus de frontières à des
moments où nous n’avons aucune contrainte. Dans une période de temps contrainte par
les observations, le débit de rejet sera très souvent non nul. En conséquence, diviser un
débit de rejet non nul en deux débits de rejet via la création d’une nouvelle frontière sera
coûteux : ce sera un mouvement non accepté s’il ne génère pas de gain suffisant, c’est-à-dire,
d’ajustement aux observations suffisant. Il n’y a pas ce besoin-là pour l’apparition d’une
frontière dans un espace de temps non contraint par les observations.

Nous pouvons de plus à présent expliquer pourquoi un prior exponentiel, plutôt qu’un
prior uniforme, est utilisé. Avec un prior uniforme, le nombre de frontières échantillonné
en moyenne était de 80. La plupart de ces 35 frontières supplémentaires (par rapport
aux 45 dans ce cas d’application, avec un prior exponentiel) apparaissaient au niveau des
impulsions non contraintes. Autrement dit, la plupart de ces frontières supplémentaires
ajoutait de la complexité à notre modèle, sans ajouter aucun gain en reproduction des
observations. C’était une dépense d’énergie (de temps de calcul) inutile. Cela veut aussi
dire que le reste du modèle, c’est-à-dire les débits de rejet sur les impulsions contraintes,
était suffisamment complexe.

Dans la prochaine partie, nous proposons une application où nous utilisons les méthodes
de mélange des mesures.

6.3.3.2 Reconstruction des variables avec les mesures d’activité volumique et les
mesures de dépôt

Dans cette partie, nous appliquons maintenant :
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• l’algorithme du RJ-MCMC défini en section 6.1.2 et appliqué dans la section précé-
dente 6.3.3.1 ;

• la méthode de mélange de mesures introduite en section 6.2, où des mesures de dépôt
et des mesures d’activité volumique, déjà utilisées en section 6.3.3.1, sont mêlées et
utilisées.

L’objectif de cette partie est d’étudier
• la pertinence de la méthode proposée ;
• l’apport de l’intégration de mesures de dépôt. Ce second objectif est néanmoins limité

par le ratio du nombre de mesures de dépôt par le nombre de mesures d’activité
volumique. Nous rappelons que 1500 mesures de dépôt sont utilisées dans cette étude
et ajoutées aux 14000 mesures d’activité volumique.

Nous reconstruisons le vecteur

x =
(
ln q, r1, rnp, bc, (λ1, ..., λNimp−1)

)
, (6.78)

Dans un premier temps, nous reconstruisons plusieurs graphes dans deux cas :
• le cas où seules les mesures d’activité volumiques sont utilisées ;
• le cas où les mesures d’activité volumiques et de dépôt sont utilisées de manière

conjointe.
Plus précisément, nous reconstruisons l’évolution de la médiane et de la variance associée

des débits de rejet sur la figure 6.12.a, la densité de probabilité du TRRA sur la figure
6.12.b, la densité de probabilité du nombre de frontières sur la figure 6.12.c, et enfin
l’évolution de la moyenne et la variance associée du nombre de frontières selon l’heure
sur la figure 6.12.d. Les variances sont calculées de la même manière que dans la section
précédente.
Nous observons des différences mineures entre les deux reconstructions sauf sur la

reconstruction du TRRA :
• sur la figure 6.12.a, les fonctions médianes des deux reconstructions sont très similaires,

sauf sur la fin de la journée du 11 mars où un débit de rejet de 1011Bq.s−1 est atteint
pour la reconstruction avec les deux types de mesure. Il est probable que les autres
différences entre les deux reconstructions soient dues à la variance de l’échantillonnage ;

• sur la figure 6.12.b, le TRRA reconstruit à l’aide des mesures d’activité volumique
et de dépôt est plus important que celui reconstruit avec les mesures d’activité
volumiques seules. L’écart entre les deux moyennes est d’environ 10 PBq.
D’autre part, la densité reconstruite avec les deux types de mesures a une variance
plus élevée que la densité de probabilité du TRRA reconstruit à l’aide des mesures
d’activité volumique seules.
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Figure 6.12 – Densités de probabilité ou moyennes des variables décrivant la source
des rejets de 137Cs échantillonnées selon l’algorithme du RJ-MCMC avec les mesures
d’activité volumique et les mesures de dépôt. Médianes et écart-types des débits de rejet
horaires (a) : les courbes rouges et bleues correspondent aux débits de rejet médians
échantillonnés. Les aires rouges et bleus pâles correspondent aux zones comprises entre
la moyenne et ± l’écart-type des échantillons de débits de rejet horaires pour chaque
reconstruction : [µln q − σln q, µln q + σln q], où la moyenne et l’écart-type sont notés µln q et
σln q . Comparaison avec le terme source optimal de Saunier et al. 2013 obtenu par des
méthodes déterministes. Densité de probabilité du rejet total de 137Cs pendant l’accident
de Fukushima-Daiichi en Bq (b). Histogramme du nombre de frontières (c). Moyenne (et
variance) du nombre de frontières selon l’impulsion minimale considérée (d).
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• avec les mêmes configurations, on peut noter sur la figure 6.12.c que la distribution
du nombre de frontières est de moyenne légèrement moins grande dans le cas de
l’utilisation des deux types de mesure ;

• enfin, la seule réelle différence notable entre les descriptions de la moyenne et de
la variance du nombre de frontières décrites sur la figure 6.12.d est un nombre
de frontières estimé deux fois moins important sur la journée du 14 mars lors de
l’utilisation conjointe des deux types de mesures, mais estimé plus important sur la
journée du 15 mars. Ces différences sont plutôt surprenantes dans la mesure où on ne
note pas de disparité flagrante entre les médianes des débits de rejet pour les deux
reconstructions en figure 6.12.a sur ces journées.

Sur le graphe 6.13, nous reconstruisons les densités de probabilité des termes d’erreurs
d’observation dans le cas où l’algorithme du RJ-MCMC est appliqué avec les mesures
d’activité volumique et les mesures de dépôt conjointes. Plus précisément, les densités de
probabilité de la variance d’erreur d’observation liée aux mesures d’activités volumiques
ainsi que de la variance d’erreur d’observation liée aux mesures de dépôts sont présentées.

Figure 6.13 – Densités de probabilité des variances d’erreur d’observation liées à la
source des rejets de 137Cs échantillonnés selon l’algorithme du RJ-MCMC avec les mesures
d’activité volumique et les mesures de dépôt. La variance d’erreur de mesure de dépôt est
comparé avec la variance d’erreur de mesure d’activité volumique.

Nous observons que la variance d’erreur d’observation liée aux dépôts a une valeur
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beaucoup plus importante (de moyenne égale à 4) que celle liée aux mesures d’activité
volumique (de moyenne égale à 0.75). Autrement dit, les mesures de dépôt pertinentes
sont en moyenne moins bien reconstruites que les mesures d’activité volumique pertinentes.
Nous rappelons en effet que l’algorithme de tri des observations est appliqué et que nous ne
considérons ainsi que les observations pertinentes dans la reconstruction de la figure 6.13.

D’autre part, les scores de FAC2, de FAC5, et de FAC10 sont reconstruits dans le tableau
6.2 ci-dessous.

Échantillonnage FAC2 FAC5 FAC10

Avec activités volumiques seulement

Activités volumiques 0.29 0.67 0.85
Dépôts 0.31 0.60 0.75

Avec activités volumiques et dépôt

Activités volumiques 0.28 0.67 0.86
Dépôts 0.40 0.72 0.83

Table 6.2 – Comparaison des mesures observées et simulées à partir des prédictions
reconstruites avec les mesures d’activités volumiques seulement, ou les mesures d’activités
volumiques et de dépôt. Les FAC2, FAC5, FAC10 sont la proportion des mesures pour
lesquelles les valeurs observées et modélisées concordent avec un facteur 2, un facteur 5,
ou un facteur 10. Le tableau se lit de la façon suivante : les prédictions obtenues avec un
échantillonnage réalisé à partir des activités volumiques seulement, obtiennent par rapport
aux mesures de dépôt un score FAC5 de 0.60.

Plusieurs choses peuvent être déduites. Cette différence entre les deux variances d’erreur
d’observation semble incohérente avec l’observation à partir du FAC2 que les mesures de
dépôt sont mieux reproduites que les mesures d’activités volumiques. En effet, on note
que le FAC2 correspondant aux mesures de dépôt est de 0.40 contre 0.28 pour les mesures
d’activités volumique.
Ce qu’il se passe en réalité est qu’il existe des valeurs aberrantes de dépôt qui sont

très mal reproduites. On observe d’ailleurs que le score FAC10 des mesures d’activités
volumiques est supérieur au FAC10 des mesures de dépôt. Des scores supérieurs au FAC10
confirmeraient cette tendance. Certaines mesures de dépôt étant très mal reproduites, elles
augmentent en moyenne la valeur de la variance d’erreur d’observation correspondante.

Le tableau 6.2 donne aussi l’information qu’il y a une différence significative dans la
reproduction des mesures de dépôt entre l’échantillonnage avec les mesures d’activités
volumiques seulement et les deux types de mesure. Plus simplement dit, et de manière peu
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surprenante, le problème inverse résolu avec les mesures de dépôt permet de produire des
prédictions qui les reproduisent mieux que si l’on prenait en compte les mesures d’activités
volumique seulement.

6.3.3.3 Conclusions

Dans cette toute dernière section, nous concluons sur les différents objectifs de ce chapitre.

D’abord, nous avons proposé un échantillonnage du terme source de 137Cs de Fukushima-
Daiichi dont la médiane est très corrélée avec un autre terme source proposé par Saunier
et al. 2013. Nous observons que les prédictions reconstruites reproduisent bien les observa-
tions d’activité volumique et de dépôt. De manière générale, le terme source reconstruit
est cohérent avec les précédentes évaluations, avec le vecteur d’observation et avec les
connaissances des experts acquises sur l’accident de Fukushima-Daiichi.

Cet échantillonnage a été réalisé grâce à l’algorithme transdimensionnel du Reversible-
Jump MCMC. Cet algorithme a permis de reconstruire avec efficacité et finesse les périodes
de grande variabilité des rejets de 137Cs lors de l’accident de Fukushima-Daiichi. Il a
aussi permis de reconstruire plus grossièrement, ce qui permet d’éviter des erreurs de
variance et d’économiser du temps de calcul, les périodes de faible variabilité temporelle.
Les priors utilisés ont permis de régulariser efficacement à la fois le nombre de frontières et
les logarithmes de débit de rejet non contraints.

Enfin, l’utilisation de méthodes de mélanges de mesure a eu un impact sur la recons-
truction de la distribution du TRRA, dont la moyenne a augmenté de 10 PBq. De plus,
la méthode de mélange des mesures a montré être tout à fait pertinente et pouvant être
facilement mise en œuvre.
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Ce travail s’inscrit dans le cadre de l’amélioration des méthodes de gestion de crise
de l’IRSN (Institut de radioprotection et de sûreté nucléaire) afin de pouvoir conseiller
les autorités en cas d’éventuelles dispersions accidentelles de matières radioactives dans
l’atmosphère.

En cas de rejet atmosphérique accidentel, la dispersion des radionucléides, leur dépôt dans
l’environnement et les mesures de radioactivité, sont des éléments essentiels pour évaluer
les conséquences environnementales et sanitaires et ainsi émettre des recommandations
appropriées vers les autorités. L’évaluation de la dispersion est obtenue à partir d’un modèle
de transport qui dépend de la qualité des champs météorologiques et de l’estimation de
la source du rejet. La caractérisation de la source comprend la localisation, l’évolution
temporelle des débits de rejet des radionucléides ainsi que leur forme physico-chimique.
Les méthodes de modélisation inverse qui consistent à combiner les modèles de transport
avec les mesures dans l’environnement ont prouvé leur efficacité dans l’évaluation du terme
source. Des méthodes de modélisation inverse de type déterministe sont déjà utilisées à
l’IRSN.
Ces travaux de thèse proposent de résoudre le problème inverse dans un formalisme

probabiliste. Des méthodes bayésiennes sont mises en œuvre afin de reconstruire non pas
une source optimale mais une distribution de probabilité des variables décrivant la source,
détaillant l’ensemble des possibles et quantifiant ainsi les incertitudes associées aux erreurs
d’observation et de modélisation.

Dans ces travaux, nous avons tout d’abord cherché à retrouver l’origine et le terme
source du rejet de 106Ru en Europe à l’automne 2017. Une méthode MCMC classique,
l’algorithme de Metropolis-Hastings, a été appliquée afin d’échantillonner les distributions
des coordonnées, du vecteur des débits de rejet, ainsi que la variance de l’erreur d’observation.
Des problèmes de minima locaux bloquant la convergence des chaînes de Markov nous ont
poussés vers l’utilisation de méthodes d’échantillonnage plus avancées.

L’algorithme du parallel tempering, une méthode MCMC d’échantillonnage basée sur
le principe de température qui permet aux chaînes de Markov de s’échapper des minima
locaux, a été développée puis appliquée. Cet algorithme consiste à utiliser des chaînes dites
chaudes capables d’explorer l’espace d’états complet et de transmettre de l’information
à des chaînes dites froides et ainsi leur permettre d’échapper à des minima locaux. La
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méthode nous a mené à l’échantillonnage des variables décrivant la source du 106Ru. Les
chaînes de Markov convergeant vers la distribution a posteriori, les densités de probabilité
ont pu être reconstruites : le TRRA a été évalué entre 100 et 200 TBq et la distribution
de la position de la source décrit une zone dans le sud de l’Oural. Les résultats obtenus
sont cohérents avec les autres travaux sur le sujet, mais vont au delà en permettant une
quantification des incertitudes.

Néanmoins, la variance de la distribution des coordonnées de la source était trop faible
et n’incluait pas le seul site nucléaire de la région, celui de Mayak. Ceci nous a amené à
conclure que les incertitudes du problème, estimées au sein de l’échantillonnage bayésien,
n’étaient pas adéquatement quantifiées.

Par ailleurs, une deuxième méthode a été développée dans le but d’accélérer l’échantillon-
nage : l’algorithme de descente de Stein à gradient variable. Cet algorithme récent consiste
en une descente de gradient d’un ensemble de particules se repoussant mutuellement afin
de reconstruire la distribution à échantillonner. Les particules de cet algorithme, lors de
l’application au cas du 106Ru, restant bloquées dans des minima locaux de coordonnées,
nous avons décidé de ne pas poursuivre avec cette méthode.

Par la suite, des méthodes pour améliorer la quantification des incertitudes au sein de
l’échantillonnage MCMC ont été mises en œuvre et évaluées sur le cas du 106Ru.
Dans un premier temps, l’impact du choix de la vraisemblance qui définit en grande

partie la distribution a posteriori quand les priors choisis sont non-informatifs a été
examiné. Plusieurs vraisemblances, à partir d’une liste de critères, ont été sélectionnées : les
distributions log-normales, log-Laplace, et log-Cauchy qui quantifient relativement l’écart
entre observations et prédictions.
Dans un second temps, nous nous sommes intéressés à la modélisation de la matrice

de covariance de la vraisemblance R qui mesure les incertitudes d’observation et de
modélisation. Une méthode pour modéliser cette matrice de covariance à partir d’un tri des
observations en deux groupes pertinent et non-pertinent a été proposée. Cette technique
permet de réduire l’impact lié à la représentation de la matrice de covariance R.

Finalement, afin d’incorporer à l’intérieur du processus d’échantillonnage les incertitudes
liées aux champs météorologiques et au modèle de transport, des méthodes d’ensemble ont
été mises en œuvre. Un ensemble d’opérateurs d’observation, construit à partir de l’EDA
ERA5 ECMWF et d’une perturbation des paramètres de dépôt sec, hauteur de rejet, et
coefficient de turbulence verticale du modèle de transport ldX de l’IRSN, a été utilisé en
lieu et place d’un opérateur d’observation déterministe.

Les mérites de ces différentes méthodes ont été démontrés sur le cas du 106Ru, améliorant
à chaque fois la quantification des incertitudes.
Premièrement, des échantillonnages MCMC indépendants réalisés à partir des trois

234



vraisemblances examinées ont montré que la forme et le support des distributions des
coordonnées étaient fortement impactés par le choix de la vraisemblance. Ceci révèle
que les incertitudes ne sont pas correctement estimées lors de l’utilisation d’une seule
vraisemblance.

Deuxièmement, l’intérêt de la modélisation de R selon le critère de la pertinence des
observations a été démontré suite à une application du parallel tempering. Du fait de
l’utilisation de l’algorithme de tri, l’écart-type de la densité de la longitude reconstruite dans
une certaine configuration a été multiplié par trois. L’algorithme de tri permet concrètement
d’éviter une sous-estimation de la variance d’erreur d’observation.

Finalement, l’incorporation des incertitudes des champs météorologiques et de transport
à l’aide de l’ensemble d’opérateurs d’observation a surtout impacté la distribution condi-
tionnelle du TRRA, augmentant la variance de l’amplitude et du moment du rejet. Nous
avons aussi montré que cette méthode permet de reconstruire les paramètres du modèle de
transport comme la vitesse de dépôt sec ou la hauteur de rejet.

Les algorithmes développés ont ensuite été utilisés en quasi temps réel dans le cas de la
reconstruction des rejets de radionucléides lors de l’épisode des feux de Tchernobyl en avril
2020. Cohérentes avec les résultats des méthodes déterministes, les distributions du terme
source et des variances de vraisemblance sont échantillonnées à l’aide d’une modélisation
spatiale des observations, et décrivent un rejet entre 250 GBq et 2000 GBq.

Finalement, nous avons développé une méthode d’échantillonnage bayésienne adaptée
aux cas de rejets massifs et complexes, c’est-à-dire de rejets longs et de grande variabilité
temporelle. L’algorithme du Reversible-Jump MCMC, une méthode transdimensionnelle
permettant d’échantillonner un vecteur de variables de dimension non constante, a été
appliqué à la reconstruction des rejets de 137Cs lors de l’accident de Fukushima-Daiichi.
Des mesures d’activité volumique et de dépôt et une modélisation de la matrice de

covariance de la vraisemblance adaptée sont utilisées. La distribution des débits de rejet est
échantillonnée et la variabilité temporelle de la cinétique du rejet en particulier peut être
évaluée grâce à l’application du RJ-MCMC. Ainsi, les périodes de rejets importants sont
reconstruites finement, tandis que les périodes peu contraintes par les observations sont
reconstruites grossièrement afin d’économiser du temps de calcul et d’éviter des erreurs dites
de variance ou overfitting. La distribution de la différence relative entre les observations et
les prédictions montre un bon accord modèle-mesure qui souligne la fiabilité de la méthode,
du terme source reconstruit, et de la quantification des incertitudes.

Une spécificité de notre approche est d’intégrer les différentes sources d’incertitudes au
processus d’échantillonnage. D’ailleurs, une autre source d’incertitudes liée à la représen-
tation du terme source en un vecteur de débits de rejet est traitée avec l’algorithme du

235



Conclusions et perspectives

RJ-MCMC. Pour que les différentes sources d’incertitudes puissent être estimées au sein
de l’échantillonnage, il faut qu’elles soient intégrées par exemple sous forme de variables
à reconstruire. C’est le principe qui a été suivi pour inclure les incertitudes venant de la
modélisation de R, de la météorologie, du modèle de dispersion, et de la représentation de
q.

Cette méthodologie pourrait être étendue en prenant en compte les sources d’incertitudes
non traitées dans ce paradigme : le choix des distributions a priori, le vecteur des observa-
tions, la représentation de la position et le choix des vraisemblances. L’ajout d’incertitudes
venant du choix des distributions de probabilité définissant le problème ou du vecteur des
observations pose un réel défi car de leur choix peut dépendre la distribution de probabilité
invariante que l’on cherche à échantillonner. Cela amènerait peut-être à devoir réévaluer la
définition du problème.

Il pourrait être très intéressant de développer les méthodes d’ensemble en intégrant plus
de paramètres. L’ensemble d’opérateurs d’observation pourrait être construit à partir de la
perturbation d’autres paramètres physiques, de différents modèles de transport, voir de
méta-modèles simulant le transport. En effet, plutôt que par la résolution de l’équation
de transport, la dispersion des radionucléides pourrait être représentée par une fonction
entraînée à l’aide de méthodes d’apprentissage automatique à simuler le transport sur des
cas synthétiques.

Par ailleurs, l’utilisation de méthodes d’apprentissage automatique pourrait permettre le
calcul en temps du réel du transport pour chaque position, et ainsi réduire les incertitudes
liées à la représentation de la position du rejet. Ces méthodes pourraient aussi favoriser
l’utilisation des méthodes transdimensionnelles ou d’ensemble, en réduisant les temps de
calcul des opérations linéaires réalisées lors de l’échantillonnage pour ces deux types de
méthodes.
Une autre perspective intéressante serait l’expansion de la méthode bayésienne à la

prise en compte de sources multiples. Cela pourrait permettre de mieux évaluer le terme
source d’évènements à sources multiples comme par exemple celui des feux de Tchernobyl.
Plusieurs directions pourraient être prises. Une solution économique pourrait consister, pour
un ensemble fini de sources, à considérer un ensemble d’opérateurs d’observation, chaque
membre correspondant à une position différente. Chaque colonne de chaque opérateur
d’observation serait pondérée et l’ensemble de ces poids serait intégré au vecteur de variables
à reconstruire. Une solution plus générale mais plus coûteuse serait de multiplier par autant
de sources possibles considérées le nombre de variables à reconstruire. Un algorithme
transdimensionnel inspiré de Yee 2008 pourrait éventuellement être utilisé dans le cas où le
nombre de sources n’est pas connu.

Mais ce qui à mon avis incarne le cœur du problème d’estimation des incertitudes et
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donc le cœur de cette thèse, et là où les plus grands progrès devraient pouvoir être réalisés,
est l’amélioration de la modélisation de la matrice de covariance R. La quantification des
incertitudes repose en effet en grande partie sur l’évaluation de R. Des études théoriques
supplémentaires sont nécessaires pour déterminer comme évaluer cette matrice de manière
optimale : combien de paramètres devraient être utilisés et comment quantifier chacun de
ces paramètres. On peut envisager au moins deux grandes catégories de méthodes pour
améliorer son évaluation.

D’abord, des modélisations physiques peuvent être envisagées. Une corrélation pas seule-
ment spatiale mais spatio-temporelle pourrait être utilisée pour diviser les observations en
différents groupes. D’autre part, un critère pourrait être dérivé de l’opérateur d’observation,
permettant de regrouper les observations à partir de corrélations de leurs prédictions
associées.
Des modélisations mathématiques peuvent aussi être considérées. Celles-ci pourraient

consister en une représentation de la matrice de covariance qui s’approche de la forme
qu’elle aurait si nous pouvions la décrire avec autant d’hyperparamètres que d’observations.
C’est la proposition de l’algorithme de tri général des observations décrit dans le chapitre 5
de cette thèse mais non appliqué : on tente de s’approcher de la forme qu’aurait la matrice
si nous n’avions pas de limitations de temps de calcul.
Ce travail de modélisation de la matrice de covariance est central, car une bonne

modélisation de R réduirait très probablement les incertitudes liées aux autres sources
d’erreur, comme par exemple les incertitudes liées au choix de la vraisemblance.

Enfin, une dernière perspective intéressante serait d’étendre nos travaux à d’autres
problèmes inverses : la reconstruction de sources de particules ou de gaz autres que des
radionucléides par exemple. Ces problèmes inverses fonctionnent avec les mêmes grands
principes et nous pensons que la majorité des méthodes présentées dans cette thèse
pourraient être directement transposées dans ces cadres d’application.
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Résumé

En cas de rejet de polluants radioactifs dans l’atmosphère, une des missions des autorités est d’évaluer les conséquences de ce
rejet afin de mettre en œuvre, si nécessaire, des mesures de protection des populations. Il peut s’agir d’évacuation ou de mise à l’abri
à très court terme et de restrictions de consommation ou de commercialisation des denrées alimentaires contaminées à plus long
terme. Pour cela, des modèles numériques sont utilisés pour simuler la dispersion des radionucléides dans l’atmosphère.

La précision des résultats obtenus à partir de ces modèles dépend fortement de la connaissance du terme source, c’est-à-dire de la
localisation, de la durée, de l’ampleur du rejet ainsi que de sa distribution entre radionucléides. Or, la connaissance du terme source
est généralement soumise à d’importantes incertitudes. En plus du terme source, d’autres incertitudes proviennent du modèle de
transport, des champs météorologiques, des données de mesure et de la représentativité du modèle par rapport aux mesures. Dans
cette thèse, nous avons développé et appliqué des méthodes de modélisation inverse permettant d’améliorer l’évaluation du terme
source et de quantifier les incertitudes.

Parmi les méthodes de modélisation inverse, les approches déterministes variationnelles sont efficaces pour fournir une estimation
rapide du terme source, mais la quantification des incertitudes associée à cette estimation est généralement difficile.

Nous proposons donc d’aborder le problème dans le cadre probabiliste de l’inférence bayésienne qui s’inscrit dans un formalisme
permettant d’obtenir une évaluation plus complète des incertitudes. Plusieurs méthodes d’échantillonnage de Monte Carlo à chaîne
de Markov (MCMC) sont mises en œuvre afin de reconstruire les variables décrivant la source : l’algorithme de Metropolis Hastings,
l’algorithme du parallel tempering et enfin le Reversible-Jump MCMC.

Ces algorithmes sont tout d’abord appliqués et validés sur l’évènement de détection de ruthénium 106 survenu en Europe à
l’automne 2017. Les densités de probabilité des variables de la source sont reconstruites afin d’identifier l’origine géographique des
détections ainsi que les quantités de ruthénium 106 rejetées dans l’atmosphère. Puis, dans un second temps, plusieurs méthodes
sont développées afin d’incorporer et de quantifier différentes sources d’erreurs au sein du problème bayésien et ainsi permettre une
meilleure reconstruction de la distribution du rejet.

Le second cas d’étude est dédié à l’accident de Fukushima-Daiichi qui a conduit à des rejets longs associés à une cinétique
variable dans le temps. La reconstruction de ces rejets aux caractéristiques plus complexes a nécessité le développement d’un nouvel
algorithme MCMC, le Reversible-Jump MCMC, qui a été adapté à partir des méthodes d’échantillonnage précédentes. Appliqué au
cas de Fukushima-Daiichi, le Reversible-Jump MCMC montre sa capacité à échantillonner plus finement et plus efficacement la
distribution du terme source et des incertitudes.

Mots-clés : source, bayésien, radionucléides, échantillonnage, incertitudes, dispersion, inverse

Abstract

In the event of a release of radioactive pollutants into the atmosphere, one of the missions of the authorities is to evaluate the
consequences of this release in order to implement, if necessary, measures to protect the population. These may include evacuation
or sheltering in the very short term, and restrictions on the consumption or marketing of contaminated foodstuffs in the longer term.
For this purpose, numerical models are used to simulate the dispersion of radionuclides in the atmosphere.

The accuracy of the results obtained from these models strongly depends on the knowledge of the source term, i.e., the location,
duration and magnitude of the release as well as its distribution between radionuclides. However, knowledge of the source term is
generally subject to significant uncertainties. In addition to the source term, other uncertainties arise from the transport model,
meteorological fields, measurement data and the representativeness of the model with respect to the measurements.

In this PhD, we have developed and applied inverse modelling methods to improve the evaluation of the source term and to
quantify the uncertainties.

Among the inverse modelling methods, variational deterministic approaches are effective in providing a rapid estimate of the
source term, but the quantification of uncertainties associated with this estimate is generally difficult.

We therefore propose to address the problem within the probabilistic framework of Bayesian inference, which is part of a formalism
that allows a more complete assessment of uncertainties. Several Markov chain Monte Carlo (MCMC) sampling methods are
implemented in order to reconstruct the variables describing the source : the Metropolis Hastings algorithm, the parallel tempering
algorithm and finally the Reversible-Jump MCMC.

These algorithms are first applied and validated on the ruthenium 106 detection event that occurred in Europe in the fall of 2017.
The probability densities of the source variables are reconstructed in order to identify the geographical origin of the detections as
well as the quantities of ruthenium 106 released into the atmosphere. Then, in a second step, several methods are developed in
order to incorporate and quantify different sources of errors within the Bayesian problem and thus enable us to obtain a better
reconstruction of the distribution of the release.

The second case study is dedicated to the Fukushima-Daiichi plant accident which led to long releases associated with time-varying
kinetics. The reconstruction of these releases with more complex characteristics required the development of a new MCMC algorithm,
the Reversible-Jump MCMC, which was adapted from previous sampling methods. Applied to the Fukushima-Daiichi case, the
Reversible-Jump MCMC shows its ability to sample more finely and efficiently the distribution of the source term and uncertainties.

Keywords : source, bayesian, radionuclides, sampling, uncertainties, dispersion, inverse


